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ABSTRACT

The thesis examines the potentials and restrictions of machine learning in
the context of predictive maintenance based on a physical plant model of Fi-
schertechnik. Predictive maintenance has the goal to predict the remaining
useful lifetime (RUL) of an industrial component, with a focus on determin-
ing the optimal maintenance window. The objective of this work is to train a
cloud-based and adaptable ageing model based on historical data of an elec-
tric motor. Furthermore, the requirements to be met by this ageing model
are also set out in this work.

The ageing model is developed using methods for feature extraction in
time series as well as with unsupervised and supervised learning techniques.
Amazon Web Services (AWS) is used as the cloud solution, the AWS services
Amazon Simple Storage Service (S3), SageMaker, Lambda and API Gateway
are used to create the ageing model. Besides, this work answers the ques-
tion of how precise the classification algorithms random forest, gradient tree
boosting and support vector machine are regarding error metrics for the
examined task.

A final evaluation will show how the optimal ageing model can be se-
lected. The result of this thesis is an adaptable ageing model that can predict
the optimal time of maintenance for an electric motor based on a specified
critical maintenance window.



ZUSAMMENFASSUNG

Die Arbeit untersucht die Potenziale und Grenzen von Machine Learning
im Kontext von Predictive Maintenance anhand eines physischen Anlagen-
modells von Fischertechnik. Predictive Maintenance hat das Ziel die ver-
bleibende Lebenszeit einer industriellen Komponente vorherzusagen, dabei
liegt der Fokus auf der Ermittlung des optimalen Wartungszeitfensters. Die
Problemstellung der Arbeit ist es, ein cloudbasiertes und anpassungsfahiges
Alterungsmodell auf Grundlage von historischen Daten eines Elektromotors
zu trainieren. Im Weiteren wird dargelegt, welche Anforderungen an dieses
Alterungsmodell gestellt werden miissen.

Das Alterungsmodell wird mithilfe von Verfahren zur Merkmalsextrak-
tion in Zeitreihen, sowie mit Techniken des uniiberwachten und tiberwach-
ten Lernens entwickelt. Als Cloud-Losung wird Amazon Web Services (AWS)
verwendet, wobei die AWS-Services Amazon Simple Storage Service (S3), Sa-
geMaker, Lambda und API Gateway zur Erstellung des Alterungsmodells
eingesetzt werden. Aufierdem wird die Frage geklart, wie prazise die Klas-
sifikationsalgorithmen Random Forest, Gradient Tree Boosting und Support
Vector Machine hinsichtlich Fehlermetriken fiir die untersuchte Aufgaben-
stellung sind.

In einer abschliefenden Evaluierung wird gezeigt, wie das optimale Al-
terungsmodell ausgewihlt werden kann. Das Ergebnis dieser Arbeit ist ein
anpassungsfihiges Alterungsmodell, welches den optimalen Wartungszeit-
punkt auf Grundlage eines festgelegten kritischen Wartungszeitfensters fiir
einen Elektromotor vorhersagen kann.
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THESIS



EINLEITUNG

1.1 MOTIVATION UND PROBLEMSTELLUNG

Im Zeitalter von Industrie 4.0 kann die Anwendung von Predictive Main-
tenance (PredM) zu hohen Kosteneinsparungen bei Fertigungs- und War-
tungsprozessen fiithren. Eine nachhaltige und effiziente Produktion bedarf
dabei einer moglichst hohen Gesamtanlageneffektivitit, in diesem Zusam-
menhang steht vor allem die Zuverldssigkeit, Verfiigbarkeit und Prozesssta-
bilitdat im Fokus (vgl. [Mar17]). Im Weiteren sinkt die Rentabilitdt eines Un-
ternehmens, wenn es zu unvorhergesehenen Stillstandszeiten von Industrie-
anlagen kommt (vgl. [Mar17]). Durch die Vernetzung der Industrieanlagen
stellt die Analyse der Sensor- und Aktorwerte in der Cloud einen Vorteil dar,
da Entscheidungen in Echtzeit getroffen werden konnen und die Betriebsef-
fizienz gesteigert werden kann (vgl. [LS17]).

In heutigen Industrieanlagen werden oftmals gleiche Wartungsintervalle
bei gleichen Anlagentypen verwendet, allerdings werden diese Anlagen un-
terschiedlich betrieben (vgl. [Mar17]), wodurch sich der VerschleifSprozess
unterscheidet. Aus diesem Grund liegt die Problemstellung der Arbeit dar-
in, ein cloudbasiertes und anpassungsfdhiges Alterungsmodell aus den his-
torischen Sensor- und Aktorwerten eines physischen Anlagenmodells von
Fischertechnik zu trainieren. In diesem Zusammenhang wird auch ein 6ffent-
lich zugdnglicher Datensatz eines Verschleifiprozesses von Flugzeugtrieb-
werken untersucht, um die Validitdt der Vorgehensweise zu bekréftigen und
die Reproduzierbarkeit zu gewdhrleisten. Im Weiteren werden Anforderun-
gen an das Alterungsmodell herausgearbeitet.

1.2 ZIELSETZUNG

Das Ziel der Arbeit ist die Entwicklung eines anpassungsfahigen Alterungs-
modells, welches auf statistischer Analyse und maschinellem Lernen beruht.
Als Grundlage zur Entwicklung dienen verschiedene cloudbasierte Services.
Aufierdem soll das Alterungsmodell iiber einen Endpunkt erreichbar sein,
sodass Vorhersage-Anfragen beantwortet werden konnen. Die Vorhersage
des optimalen Wartungszeitpunkts erfolgt auf Grundlage eines festgelegten
kritischen Wartungszeitfensters. Des Weiteren soll der Zustand des Elektro-
motors mithilfe einer AR-Brille’ am Anlagenmodell visualisiert werden kon-
nen.

Wiéhrend der prototypischen Umsetzung der Cloud-Anwendung werden
grundlegende Fragestellungen beantwortet. Es wird untersucht, welche Ser-
vices in der Cloud sich fiir die Umsetzung des Alterungsmodells eignen. Im

1 Eine Augmented Reality (AR)-Brille erweitert die reale Welt mit virtuellen Elementen.



1.3 METHODIK UND AUFBAU

Weiteren wird der Frage nachgegangen, wie ein anpassungsfahiges Machine
Learning (ML)-Modell realisiert werden kann. In diesem Zusammenhang
werden die Klassifikationsalgorithmen Random Forest, Gradient Tree Boos-
ting und Support Vector Machine (SVM) hinsichtlich der Prazision evaluiert.
Es wird auch gekladrt, welche Moglichkeiten sich fiir die Optimierung des
Alterungsmodells anbieten.

1.3 METHODIK UND AUFBAU

Die vorliegende Arbeit ist durch eine konkrete Problemstellung aus dem
Bereich der pradiktiven Instandhaltung motiviert und hat damit einen Pra-
xisbezug. Zundchst wird in die Grundlagen der Themenbereiche Maschinel-
les Lernen, Wartungsstrategien und Cloud-Computing eingefiihrt. Anschlie-
end werden verwandte Arbeiten vorgestellt und eine Abgrenzung zu dieser
Arbeit dargelegt. Im nidchsten Abschnitt werden die Anforderungen an den
Cloud-Anbieter und an das physische Anlagenmodell aufgestellt und auf
Grundlage dieser eine Auswahl getroffen. In den Kapiteln 4 und 5 wird die
prototypische Umsetzung der Cloud-Anwendung nach dem offenen Stan-
dardprozessmodell CRISP-DM (CRoss-Industry Standard Process for Data
Mining)* [WHoo] durchgefiihrt. Es wurde sich fiir dieses Prozessmodell ent-
schieden, da es den gesamten Workflow eines ML-Projekts abdeckt und dabei
trotzdem noch adaptierbar ist. Im Weiteren stellt es den Entwicklungspro-
zess dieser Arbeit aussagekriftig dar. In Abbildung 1.1 ist eine graphische
Darstellung des Prozessmodells gezeigt.

Business — Data
Understanding 4 Understanding

Data
Preparation

Deployment

Data Modeling

N

\Izl’

Evaluation

/
'

Abbildung 1.1: Phasen des CRISP-DM Prozessmodells fiir Data Mining (i. A. an
[WHoo])

2 Das CRISP-DM Prozessmodell wurde von einem Konsortium aus fiihrenden Data Mining
Experten und Unternhemen entwickelt: DaimlerChrysler AG, SPSS, NCR und OHRA. Das
Projekt wurde von der Europdischen Kommission im Rahmen des ESPRIT Programms ge-
sponsort (Projektnummer 24959).



1.3 METHODIK UND AUFBAU

In der ersten Phase ,Geschiftsverstandnis” (engl. Business Understan-
ding) werden die Ziele und Anforderungen an die Cloud-Anwendung auf-
gestellt, dies erfolgt in Abschnitt 4.3. In der zweiten Phase ,,Datenverstand-
nis” (engl. Data Understanding) wird die Struktur der Daten aufgezeigt und
der Kontext der Datenerhebung dargelegt. Diese Phase wird in Abschnitt
5.3 bearbeitet. Des Weiteren wird in Abschnitt 5.4 die Phase ,Datenvorbe-
reitung” (engl. Data Preparation) durchlaufen, dabei werden die Daten fiir
die Modellierung vorbereitet. Die einzelnen Sensor- und Aktorwerte werden
in diesem Abschnitt auch visualisiert. In der vierten Phase ,Modellierung”
(engl. Modeling) wird die Implementierung und die Umsetzung der An-
passbarkeit erklart. In Kapitel 6 erfolgt die Evaluierung (engl. Evaluation),
in dieser wird auf Grundlage von Fehlermetriken das optimale Alterungs-
modell ausgewdhlt. Nach der Evaluierung kann das Alterungsmodell in der
Produktionsumgebung eingesetzt (engl. Deployment) werden. In einer ab-
schliefenden Diskussion werden die vorherigen Entwicklungsschritte und
die Anforderungen tiberpriift, sowie die Forschungsfragen beantwortet.

Zum Abschluss dieser Arbeit wird eine kurze Zusammenfassung und ein
Ausblick gegeben.



BEGRIFFLICHE EINORDNUNG UND GRUNDLAGEN

In diesem Kapitel wird ein Uberblick iiber die Themengebiete Maschinelles
Lernen, Wartungsstrategien und Cloud-Computing gegeben. Des Weiteren
wird in die grundlegenden Konzepte der jeweiligen Themenbereiche einge-
fihrt.

2.1 MASCHINELLES LERNEN

Im Kontext von Maschinellem Lernen (engl. Machine Learning (ML)) tau-
chen héufig auch die Begriffe Kiinstliche Intelligenz und Deep Learning auf.
Die Kiinstliche Intelligenz stellt den Oberbegriff von Machine Learning dar,
hingegen ist Deep Learning eine Untermenge von Machine Learning.

Im Themenbereich Machine Learning spielt vor allem das ,Lernen” ei-
ne zentrale Rolle. Aus diesem Grund sollte zundchst definiert werden, was
unter dem Begriff ,,Lernen” zu verstehen ist. Schilling legt dar, dass jede Ver-
haltensinderung, die sich auf Erfahrung, Ubung oder Beobachtung zuriick-
fiihren ldsst als Lernen bezeichnet werden konne [PB16]. Im Prinzip trifft
diese Definition aus der Psychologie auch auf Computerprogramme respek-
tive auf Algorithmen zu, da diese ebenfalls aus Daten lernen und somit eine
Verhaltensdnderung herbeifiihren. Im Weiteren ist anzumerken, dass Lernen
nicht mit Intelligenz gleichzusetzen ist (vgl. [Fro19], S. 13), da Intelligenz ei-
ne gewisse Kompetenz voraussetzt.

Der Ausgangspunkt bei Machine Learning Problemen sind grofle Daten-
mengen (engl. Big Data). Big Data ist vor allem auch in der Industrie ein
grofSes Thema, da die unzihligen Sensoren und Aktoren in Industrieanlagen
grofle Datenmengen erzeugen. Der Begriff Big Data kann in die folgenden
drei Dimensionen zerlegt werden (vgl. [Fro19], S. 18):

1. Grofies Datenvolumen (engl. volume)

2. Grofie Geschwindigkeit bei der Generierung von neuen Daten (engl.
velocity)

3. Grofle Bandbreite der Datentypen und -quellen (engl. variety)

Des Weiteren erhofft man sich mithilfe von Big Data eine verbesserte Ent-
scheidungsfindung und Prozessautomation.

Aufserdem konnen Daten strukturiert oder unstrukturiert vorliegen. Struk-
turierte Daten sind in Form einer Tabelle darstellbar, dabei werden die Spal-
ten als Merkmale (engl. feature) und die Zeilen als Datenpunkte (engl. re-
cord) bezeichnet (vgl. [Froi9], S. 17; vgl. [NS18], S. 2). Unstrukturierte Da-
ten sind bspw. Bilder, da die Informationen unstrukturiert vorliegen (vgl.
[Froi9], S. 19). Ein weiterer wichtiger Begriff ist , Inferenz”, dieser bezeichnet



2.1 MASCHINELLES LERNEN

die Vorhersage auf einem vorher unbekannten Datensatz, welcher auch als
Testdatensatz aufgefasst werden kann. In diesem Kontext ist zu erwdhnen,
dass ein ML-Modell mithilfe eines Trainingsdatensatzes trainiert wird. Die
Validierung erfolgt mithilfe eines Validierungsdatensatzes, welcher meist
von Optimierungstools automatisiert aus dem Trainingsdatensatz erzeugt
wird. Ein Testdatensatz dient schliefllich zur abschlieffenden Evaluierung
des ML-Modells. In Abbildung 2.1 ist eine in der Praxis hdufig gewahlte Auf-
teilung gezeigt.

Validation Test

Train (ca. 60 %) (ca. 20%) (ca. 20 %)

Abbildung 2.1: Aufteilung der Daten in der Praxis

Zwei weitere wichtige Begriff sind Uberanpassung (engl. overfitting) und
Unteranpassung (engl. underfitting). Beim Overfitting passt sich das ML-
Modell zu stark an die Trainingsdaten an und erzielt auf neuen Daten schlech-
te Ergebnisse. Beim Underfitting generalisiert das ML-Modell zu stark, das
heifst es folgt dem allgemeinen Trend.

Bei allen Machine Learning Algorithmen wird versucht eine mathemati-
sche Funktion f : X — Y zu konstruieren und zu lernen. Im Folgenden
werden drei wesentliche Lernstile vorgestellt. Der Fokus dieser Arbeit liegt
allerdings auf dem tiberwachten und uniiberwachten Lernen.

2.1.1  Uberwachtes Lernen

Beim tiberwachten Lernen (engl. supervised learning) ist eine Trainingsda-
tenmenge X gegeben, welche bereits den korrekten Funktionswert Y besitzt.
Diese Datensdtze werden als gelabelt oder als markiert bezeichnet. Die ent-
sprechende Funktion wird schliefllich mit diesen Daten trainiert und kann
auf neuen Daten den Funktionswert Y moglichst prédzise vorhersagen. Bei
dieser Art des Lernens kommen meistens Klassifikations- und Regressions-
algorithmen zum Einsatz. Bei der Klassifikation wird versucht eine Zuord-
nung in zwei oder mehreren Klassen vorherzusagen. Hingegen werden bei
Regressionsverfahren einzelne Werte vorhergesagt.

2.1.2 Uniiberwachtes Lernen

Beim uniiberwachten Lernen (engl. unsupervised learning) sind die Trai-
ningsdaten nicht markiert. Es handelt sich oftmals um sehr grofie unstruk-
turierte Datenmengen, bei denen eine Einteilung in Kriterien unbekannt ist
(vgl. [Dob+18], S. 26). Bei dieser Art des Lernens wird versucht versteckte
Strukturen in den Daten zu erkennen, um bspw. Gruppen (engl. Cluster)
zu finden. Das Clustering kann in der Datenexploration® verwendet werden,
um die wichtigsten Cluster herauszufinden. Die Zuordnung der einzelnen
Datenpunkte in ein Cluster ist dann ein Klassifikationsproblem.

1 In der Datenexploration werden die Daten erforscht, um eindeutige Muster zu finden.
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2.1.3 Bestirkendes Lernen

Das bestdrkende Lernen (engl. reinforcement learning) ist ein agentenbasier-
ter Ansatz. Bei diesem Ansatz bekommen die Maschinen bzw. Agenten Feed-
back von der Umwelt, um verschiedene Situationen besser einschitzen zu
konnen. Das Feedback erfolgt in Form eines mathematischen Aquivalents,
wenn das Ziel erreicht oder verfehlt wurde (vgl. [Dob+18], S. 28).

2.2 DIMENSIONSREDUKTION

In der Industrie steigen die erfassten Messwerte immer weiter an. Ubliche
ML-Methoden konnen diese immer grofSer werdenden und heterogenen Da-
tenbestdnde nicht mehr effizient analysieren (vgl. [BB16]). Die Verfahren
scheitern an der neuen Komplexitdt der Daten, dies wird auch als ,Fluch
der Dimensionalitdt” bezeichnet. Die Dimensionen® der Daten miissen also
reduziert werden, sodass die Algorithmen in angemessener Zeit aussage-
kraftige Ergebnisse liefern konnen. In der Veroffentlichung [Bap+18] wird
die Hauptkomponentenanalyse als ein effizientes Verfahren zur Dimensions-
reduktion in Zeitreihen angefiihrt, deshalb wird das Verfahren auch in die-
ser Arbeit verwendet. Die Hauptkomponentenanalyse ist ein uniiberwachtes
Verfahren und stellt ein Verfahren zur Datenexploration dar.

2.2.1  Hauptkomponentenanalyse

Bei der Hauptkomponentenanalyse (engl. Principal Component Analysis
(PCA)) (vgl. [Fro19], S. 271-280) wird eine Projektion von einem grofien Raum,
welcher alle Merkmale enthilt, in einen kleineren Raum durchgefiihrt. Im
Weiteren haben die Basisvektoren des kleineren Raums nicht weniger Merk-
male, sondern werden aus mehreren Merkmalen linear zusammengesetzt.
Bei diesem Vorgehen spricht man von einem uniiberwachten linearen Trans-
formationsverfahren. Aufserdem versucht die PCA Korrelationen zwischen
Merkmalen in den Daten zu entdecken. Das Ziel ist, die Basisvektoren mit
der maximalen Varianz im hochdimensionalen Raum zu finden und die-
se fiir die Projektion in den niedriger dimensionalen Raum zu verwenden.
Es wird davon ausgegangen, dass die Richtung mit der maximalen Varianz
auch den grofiten Informationsgehalt enthdlt. Diese Annahme muss aber
nicht immer zutreffen.

2.3 ALGORITHMEN ZUR VORHERSAGE

In diesem Abschnitt werden die drei zu untersuchenden Algorithmen vor-
gestellt. Die Algorithmen l16sen ein bindres Klassifikationsproblem, welches
wie folgt definiert ist (vgl. [Fro19], S. 22):

2 In diesem Zusammenhang sind Dimensionen dquivalent zu Merkmalen (eng]. features).
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Gegeben sei ein Raum X der Featurevektoren und eine Menge C von Klassen
(C = 2). Eine unbekannte Funktion c nimmt die fehlerfreie Klassifizierung

c: X—=C (2.1)
vor. Es ist die Trainingsmenge T bekannt:

T ={(x1,¢(x1)),(x2,c(x2)),...(xp,c(x4))} CXxC (2.2)
2.3.1  Random Forest

Der Algorithmus ,Random Forest” (vgl. [Fro19], S. 154-159) wurde im Jahr
2001 von Breimann [Breo1] veroffentlicht. Ein Random Forest baut mehrere
Entscheidungsbdume auf, wobei Entscheidungsbdume auf der Datenstruk-
tur eines Baums basieren. Dieser Ansatz wird als Ensemble Learning be-
zeichnet, da mehrere Lerner zusammengeschaltet werden. Im Speziellen ge-
hort der Algorithmus zu den Bagging-Verfahren. Das Akronym ,Bagging”
steht fiir Bootstrap Aggregating. In der Statistik ist Bootstrapping eine Me-
thode des Resamplings von Daten mit Zuriicklegen. Beim Bagging hat man
bspw. eine Trainingsmenge T gegeben, welche n Datenpunkte besitzt. Zu-
nichst werden m neue Mengen T; mit einer GroSe von 1’ generiert. Die
Entnahme aus T erfolgt uniform3 und mit Zurticklegen. Es kdnnen also eini-
ge Datenpunkte in T; doppelt auftauchen. Diese Art der Zusammenfiihrung
wird als Bootstrap-Sample bezeichnet. Im Weiteren werden bei diesem Algo-
rithmus wéhrend des Aufbaus des Baums zufillige Merkmale ausgewdhlt.
Im Rahmen dieser Arbeit wurde die Funktion RandomForestClassifier() aus
der scikit-learn Bibliothek verwendet. Die wichtigsten Hyperparameter zur
Optimierung sind:

e n_estimators (default = 10): Anzahl der Baume
* max_depth (default = None): Maximale Tiefe des Baums

e criterion (default = gini):
¢ Entropie (engl. entropy): Mafs fiir den mittleren Informationsge-
halts
* Verunreinigung (engl. gini impurity): Mag fiir die Verunreinigung

* bootstrap (default = True): Verwendung von Bagging

2.3.2  Gradient Tree Boosting

Der Algorithmus , Gradient Tree Boosting” (vgl. [HTFog]) verfolgt wie der
Random Forest Algorithmus den Ansatz des Ensemble Learnings. Im Spe-
ziellen gehort dieser Algorithmus zu den Boosting-Verfahren. Im Gegensatz
zum Random Forest werden die einzelnen ML-Modelle nicht einzeln betrach-
tet und angepasst, sondern es wird ein sequentieller Ablauf durchlaufen. Es

3 Der Begriff ,,uniform” bedeutet mit der gleichen Wahrscheinlichkeit.
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wird also ein schwacher Algorithmus auf einen Datensatz trainiert bspw.
ein Regressionsbaum. In jeder weiteren Iteration wird eine weitere additive
Komponente hinzugefiigt, damit wird der erwartete Verlust immer weiter
reduziert. In dieser Arbeit wurde die Funktion GradientBoostingClassifier()
aus der scikit-learn Bibliothek verwendet. Die wichtigsten Hyperparameter
zur Optimierung sind:

* n_estimators (default = 100): Anzahl der durchzufiihrenden Boosting-
Stufen

e max_depth (default = 3): Maximale Tiefe der Baume

e Joss (default: deviance): Verlustfunktion (Bei einer bindren Klassifikati-
on wird meistens der default-Wert verwendet.)

2.3.3 Support Vector Machine

Der Algorithmus ,Support Vector Machine (svM)” (vgl. [Fro19], S. 286-303;
vgl. [HTFo9]) ist ein Large Margin Classifier. Bei einer bindren Klassifikation
wird versucht die beiden Klassen durch eine Hyperebene* zu trennen. Der
Abstand zwischen den Punkten und der Hyperebene soll dabei maximal
werden. In dieser Arbeit wurde die Funktion SVC() aus der scikit-learn Bi-
bliothek verwendet. Die wichtigsten Hyperparameter zur Optimierung sind:

* C (default = 1): Bei einem sehr groflen C passt sich die Hyperebene
sehr stark den einzelnen Punkten an (Overfitting). Hingegen passt sich
die Hyperebene bei einem sehr kleinen C dem allgemeinen Trend an
(Underfitting). Der default-Wert ist als mittelgrofses C anzusehen.

¢ gamma: Bei einem sehr grofien Gamma passt sich das Modell sehr stark
an die Datenpunkte an. Hingegen passt sich das Modell bei einem
niedrigen Gamma dem allgemeinen Trend an.

e kernel (default = Radial Basics Funcion Kernel (rbf)):

¢ linear: Lineare Trennung der einzelnen Klassen

¢ Polynomiale Kernel (poly): Mathematische Transformation in einen
hoher dimensionalen Raum mithilfe einer polynomialen Funkti-
on, Lineare Trennung im hoher dimensionalen Raum

e bf: Mathematische Transformation in einen unendlich dimensio-
nalen Raum

2.4 WARTUNGSSTRATEGIEN

In den vorherigen Abschnitten wurde eine Einfithrung in die Grundlagen
des Maschinellen Lernens gegeben und die zu untersuchenden ML-Algorith-
men vorgestellt. Dieser Abschnitt beschiftigt sich hingegen mit unterschied-
lichen Wartungsstrategien.

4 Die Hyperebene stellt die Entscheidungsgrenze dar.
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Die pradiktive Instandhaltung (engl. Predictive Maintenance (PredM)) stellt
eine vorausschauende Wartungsstrategie dar, die versucht zukiinftige Feh-
lersituationen oder die restliche Lebenszeit einer technischen Komponente
vorherzusagen (vgl. [BZ18]). Um ein PredM-System zu verstehen, sollten zu-
ndchst traditionelle Wartungsstrategien betrachtet werden [Moboz].

2.4.1  Korrektive Wartung

Die korrektive Wartung (engl. Run-to-Failure Management (R2F)) wurde im
Zuge der Mechanisierung der Industrie (1. industrielle Revolution - um 1800)
eingesetzt (vgl. [ZR18]). Die Wartung wurde nicht im Voraus geplant, so-
dass Mafinahmen erst nach dem Ausfall der Maschine ergriffen wurden (vgl.
[Moboz], S. 2). Bei dieser Strategie gibt es keine Wartungskosten, allerdings
entstehen hohe Inventarkosten, Stillstandskosten sowie eine geringe Maschi-
nenverfiigbarkeit (vgl. [Moboz], S. 2-3). In der damaligen Werkstattproduk-
tion der Manufakturen war dies noch verkraftbar, dies dnderte sich mit der
Massenproduktion (2. industrielle Revolution - um 1900) [ZR18].

2.4.2 Priventive Wartung

Die préaventive Wartung (engl. Preventive Maintenance (PvM)) stellt die zwei-
te industrielle Revolution dar, die mit der Einfithrung des FlieSbands durch
Ford begann [ZR18]. Der Ausfall einer Maschine wiirde in diesem Kontext
die komplette Produktion unterbrechen, eine korrektive Wartung (R2F) war
vor diesem Hintergrund nicht mehr zeitgerecht. Die Wartungsarbeiten wur-
den bei dieser Strategie periodisch im Voraus geplant und orientierten sich
an der MTTF (engl. mean-time-to-failure) Statistik (vgl. [Moboz2], S. 3). Bei
dieser Vorgehensweise wird davon ausgegangen, dass die Maschine bei der
Installation und am Ende ihrer Lebenszeit ein erhohtes Risiko fiir Fehler
hat. In diesem Zusammenhang wird hdufig die zweiparametrige Weibull-
Verteilung [Wei+51] als klassisches Lebenszeitmodell herangezogen. Hier-
bei ist anzumerken, dass diese Verteilung komponentenspezifisch und ge-

déchtnisbehaftet ist. In Abbildung 2.2 ist die Weibull-Verteilung gezeigt. Die
Fehlerrate Funktion hr(t) = g (é)ﬁfl zeigt, dass es drei unterschiedliche
Klassen von Ausfillen geben kann. Der Zustandsparameter S kann dabei

folgende Werte annehmen:

* B < 1.0: Frither Ausfall der Komponente durch einen Designfehler
oder falsche Konfiguration

¢ B = 1.0: Zufalliger Ausfall mit einer konstanten Fehlerrate
* (> 1.0: Ausfall durch Verschleifs, Ende der Lebenszeit ist erreicht

Der Skalierungsparameter a reprasentiert den Ausfall von ca. 63.2 % der
Komponenten [Bap+18]. Diese Strategie hat den Nachteil, dass Komponen-
ten ausgetauscht werden, obwohl der Zustand der Komponente noch in Ord-
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Abbildung 2.2: Zweiparametrige Weibull-Verteilung [Bap+18]

nung ist. Die Strategie fiihrt zu unnétigen periodischen Stillstandszeiten so-
wie zu einer Ressourcenverschwendung (vgl. [ZR18]).

2.4.3 Zustandbasierte Wartung

Im Zuge der Entwicklung von automatisierten, rechnergestiitzten und ver-
netzter Sensorik kam es zur zustandsbasierten Wartung (engl. Condition-
Based Maintenance (CBM)) (3. industrielle Revolution - ab 1950) (vgl. [ZR18]).
Bei dieser Wartungsstrategie kann iiber Sensoren der Zustand (bspw. Vi-
brationen, Verschleifiprozesse oder Temperaturen) einzelner Komponenten
tiberwacht werden (vgl. [SW18]). Bei einer Uberschreitung eines kritischen
Schwellwerts kann ein entsprechender Wartungsprozess eingeleitet werden.

2.4.4 Pridiktive Instandhaltung

Im Zeitalter von Industrie 4.0 getriebenen Fertigungs- und Wartungsprozes-
sen kann mithilfe von leistungsfahiger Sensorik und intelligenten Algorith-
men eine Vorhersage iiber den zukiinftigen Maschinenzustand gemacht wer-
den und eine Entscheidung zur Wartung getroffen werden (vgl. [SW18]).
Auf Grundlage von CBM entwickelte sich der PredM-Ansatz heraus, da fiir
beide Strategien eine Beobachtung des Maschinenzustands (engl. Conditi-
on Monitoring) bendtigt wird. Bei dieser Strategie wird der aktuelle Ma-
schinenzustand, die Betriebseffizienz und andere Indikatoren des Betriebs-
zustands {iberwacht, um ein maximales Intervall zwischen den Wartungen
und minimale Kosten durch die Wartung sicherzustellen (vgl. [Moboz], S.
4). PredM bietet die Moglichkeit die Produktivitdt, die Produktqualitdt und
die Profitabilitidt der Produktion zu verbessern (vgl. [Moboz], S. 5). In ak-
tuellen PredM-Systemen wird der Fokus auf den Einsatz von ML-Methoden
und Cloud-Computing gelegt, dies begriindet sich durch die grofsen Daten-
mengen, welche sich in Industrieanlagen ergeben. In diesem Kontext ist das
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Forschungsprojekt PreCom> erwdhnenswert, bei welchem ein cloudbasiertes
PredM-System umgesetzt wurde. Dieses Forschungsprojekt zeigt, dass cloud-
basierte Losungen ein zentraler Bestandteil von PredM-Systemen sein kdnnen.
Aus diesem Grund werden im nichsten Abschnitt die grundlegenden Kon-
zepte des Cloud-Computings eingefiihrt.

2.5 CLOUD-COMPUTING

Das Cloud-Computing ist ein disruptiver Ansatz, dabei stellt es eine Losung
fur samtliche Kapazitits- und Leistungsengpdsse dar [HL18]. Der Begriff
,Cloud-Computing” ist auf Ramnath K. Chellappa [Chegy] zuriickzufiihren,
der die Bezeichnung 1997 auf einer Konferenz in Dallas pragte [HL18].

Das US-amerikanische National Institute of Standards and Technology
(NIST) definiert das Cloud-Computing als ein Modell fiir den ubiquitar-
en und komfortablen Netzwerkzugriff auf einen Pool von konfigurierbaren
Ressourcen (bspw. auf Netzwerke, Rechenleistung, Speicherplatz, Anwen-
dungen und Services). Die Ressourcen konnen mit einem minimalen Ver-
waltungsaufwand schnell bereitgestellt und freigegeben werden. [MG+11]

Beim Cloud-Computing werden drei wesentliche Liefermodelle und drei
Service Modelle unterschieden, welche in den folgenden Abschnitten be-
schrieben werden.

2.5.1 Liefermodelle

Es werden aus Organisationssicht die Public, Private und Hybrid Cloud un-
terschieden.

Bei einer Public Cloud wird eine Infrastruktur von mehreren Anwendern
gemeinsam genutzt, dabei wird eine vorher definierte Leistung von einem
unabhingigen Service-Anbieter zur Verfligung gestellt (vgl. [HL18]). Im Wei-
teren garantiert der Service-Anbieter in der Regel nicht fiir eine physische
Kapazitit, sondern bietet nur eine Mindesterreichbarkeit an. Im industri-
ellen Kontext ist diese Art von Cloud aus sicherheitskritischen Griinden
schwierig zu verwenden.

Bei einer Private Cloud hat ein vorher definierter Nutzer die vollstandi-
ge Kontrolle tiber den Zugriff und die Infrastruktur [HL18]. Diese Cloud-
Umgebung wird ausschliefilich von einer Organisation betrieben, dabei er-
folgt das Hosten und Verwalten durch interne Server oder durch Drittanbie-
ter (vgl. [MG+11]). Dieses Liefermodell wird in der Industrie eingesetzt.

Die Hybrid Cloud ist eine Mischform der Public und Private Cloud dabei
werden bspw. Services oder Funktionalitdten in die Public Cloud ausgelagert
und der Regelbetrieb kann in der Private Cloud weiterlaufen. Die Nutzung
einer Hybrid Cloud ist ebenfalls sicherheitskritisch, da eine Auslagerung in
die Public Cloud moglich ist.

Das Projekt PreCom (Predictive Cognitive Maintenance Decision Support System) wird von
der EU-Kommission (Programm Horizon2020) gefordert. Online zu finden unter https://
www.precom-project.eu (Zuletzt gepriift am 02.07.2019).
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2.5 CLOUD-COMPUTING

2.5.2  Service Modelle

Bei Cloud-Services haben sich drei Abstraktionsebenen durchgesetzt, welche
unter dem Paradigma ,Everything-as-a-Service” (X-as-a-Service) bekannt
sind. Die Begriffe werden von der Abstraktionsebene von unten nach oben
erklart.

Die unterste Ebene stellt die physikalische IT-Basisinfrastruktur in Form
von Diensten bereit und wird daher als Infrastructure-as-a-Service (IaaS) be-
zeichnet [HL18]. Im Weiteren erhilt der Anwender Zugang zu virtualisierten
Hardware-Ressourcen wie bspw. auf Speicher, Rechenleistung und Netzwer-
ke (vgl. [MG+11].

Die mittlere Ebene Platform-as-a-Service (PaaS) bietet eine Plattform an,
auf welcher Anwendungsentwickler und System-Architekten ihre eigene
Software entwickeln, testen und ausfithren kénnen [HL18]. Aufferdem ver-
waltet der Anwender nicht die zugrunde liegende Cloud-Infrastruktur ein-
schlieslich Netzwerk, Server, Betriebssystem oder Speicher, sondern hat die
Kontrolle tiber bereitgestellte Anwendungen innerhalb der Umgebung, wel-
che vom Service-Anbieter bereitgestellt werden (vgl. [MG+11]).

Auf der obersten Ebene Software-as-a-Service (SaaS) erfolgt die Bereitstel-
lung von Anwendungen durch einen Service-Anbieter, welche den Endan-
wender direkt adressieren [HL18]. Der Zugriff erfolgt meistens iiber einen
Web-Browser, aus diesem Grund wird in den meisten Fillen ein Internet-
Zugang benotigt. Die Verwaltung der Cloud-Infrastruktur erfolgt wie bei
PaaS.
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Die aktuellen Forschungen im Bereich Predictive Maintenance beschiftigen
sich mit der Anwendung von ML-Algorithmen und statistischer Analyse. Es
werden dabei hdufig ML-Algorithmen des untiberwachten und tiberwachten
Lernens sowie Zeitreihenanalysen betrachtet. Im Folgenden wird der Stand
der Forschung an drei Verdffentlichungen aufgezeigt.

Die Arbeit ,Predictive Maintenance in der industriellen Praxis” [BZ18]
aus dem Jahr 2017 von Raphael Bink und Patrick Zschech stellt ein Ver-
fahren zur Vorhersage des optimalen Zeitpunkts eines verschleilbedingten
Werkzeugwechsels einer Frasmaschine vor. Die Fraswerkzeuge wurden da-
bei in der Vergangenheit haufig vor ihrem tatsdchlichen Lebenszeitende aus-
getauscht, womit auf Basis dieser Wartungszeiten ein irrefithrendes Bild ent-
stehen wiirde. Aus diesem Grund ist die Herausforderung dieses Beitrags, ei-
ne Wartungsstrategie unter eingeschrankter Informationslage zu entwickeln.
Die Autoren® setzen bei Ihrem Vorgehen Verfahren zur Merkmalsextrakti-
on in Zeitreihen, uniiberwachtes Lernen zum Clustern von Zustandsdaten
sowie rekurrente neuronale Netze (RNN) ein. Zunichst haben die Autoren
die historischen Daten unter Verwendung von uniiberwachtem Lernen in
Beobachtungen unterteilt, die a.) zum tatsdchlichen Ende der Restlebens-
zeit fithren oder b.) vorzeitig oder verspitet getauscht wurden. In diesem
Zusammenhang haben sie eine 4x4 Matrix aufgestellt. In Abbildung 3.1 ist
diese Matrix dargestellt.

Werkzeug unbeschiddigt Werkzeug beschidigt

Typ 1 - GUT Typ 2 - VERMEIDEN
Wechsel spit (Effizienter (Folge: Schlechte
Werkzeugeinsatz) Erzeugnisqualitit)
Typ 3 - VERMEIDEN Typ 4 - GUT
Wechsel friih (Folge: Hohe (Effizienter
Werkzeugkosten) Werkzeugeinsatz)

Tabelle 3.1: 4x4 Matrix zur Unterscheidung verschiedener Werkzeugwechsel (i. A.
an [BZ18])

Im Weiteren wurde in der Datenexploration die Anzahl der produzierten
Einheiten jedes Werkzeugs untersucht. Auflerdem werden wahrend der Le-
benszeit eines Werkzeugs Durchmesserkorrekturen durchgefiihrt, womit der
urspriingliche Abstand des Werkzeugs zum entsprechenden Bauteil wieder

Es wird aus Griinden der besseren Lesbarkeit auf die Verwendung geschlechtsspezifischer
Sprachformen verzichtet. Die Personenbezeichnungen gelten gleichermaflen fiir alle Ge-
schlechtsformen.
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hergestellt werden kann. Diese Korrekturen konnen je Werkzeug mehrfach
durchgefiihrt werden. In der Datenexploration wurde auch die Anzahl der
Korrekturen je Werksstiick visualisiert. In der Datenvorbereitung wurden
relevante Features in den Messwerten, welche als Zeitreihen vorlagen, extra-
hiert und die Dimensionalitdt der Features reduziert. Die Features in den
Zeitreihen wurden mithilfe der beiden Verfahren Time Domain Features
(TDF) und Time-Frequency Domain Features (TFDF) extrahiert. Anschlie-
end wurden die Beobachtungen mithilfe von Clustering der Zeit- und Zu-
standsdimension in die 4x4 Matrix einsortiert. Im Weiteren wurden die Beob-
achtungen, welche Typ 1 zugeordnet wurden, zum Training der RNNs einge-
setzt. In der Datenvorbereitung wurden durch die zwei Feature-Extraction-
Ansitze zwei Mengen an Inputdaten fiir das Training des RNNs erzeugt. Die
beiden Modelle wurden schliefslich mithilfe der Fehlermetriken Root Mean
Square Error (RMSE) und Mean Absolute Error (MAE) evaluiert. Dieses ML-
Modell 16st ein Regressionsproblem. Es stellte sich heraus, dass die Ergeb-
nisse des Vorverarbeitungsschritts mit TDF deutlich préaziser waren. Die Au-
toren kamen zu dem Ergebnis, dass die Fraswerkzeuge bei einem Drittel der
Beobachtungen von Typ 3 zu frith ausgetauscht wurden. Eine Einsparung
von Fraswerkzeugen ware durch das Vorhersagemodell moglich gewesen.

In der Veroffentlichung ,Forecasting Fault Events for Predictive Mainte-
nance using Data-driven Techniques and ARMA Modeling” [Bap+18] aus
dem Jahr 2018 von Marcia Baptista u. a. wird ein Framework vorgeschla-
gen, das einen zukiinftigen Fehler eines Ventils von einem Flugzeugtrieb-
werk vorhersagen kann. Im Weiteren kann das Framework auf eine Wartung
hinweisen. Die Autoren verwenden fiir das Framework ein Auto-Regressive
Moving Average (ARMA)-Modell* zusammen mit ML-Modellen. Das Frame-
work wird schliefllich mit der Weibull-Verteilung verglichen, welche eine
traditionelle Modellierung von Ausféllen darstellt. Die Autoren haben bei
der Merkmalsextraktion drei verschiedene Module verwendet. Das Modul
ARMA-Modell und das statistische Modul laufen parallel ab. Das Ziel des
ARMA-Modells ist es, auf Grundlage der historischen Daten, aussagekraf-
tige Features auszugeben. Das statistische Modul soll einfache statistische
Methoden auf die historischen Daten anwenden, um schliefdlich deutlichere
Features zu extrahieren. Das PCA-Modul ist das dritte Modul und bekommt
als Eingabe die Ausgaben der beiden ersten Module. Die PCA reduziert die
Features, dabei soll eine minimale Korrelation zwischen den einzelnen Fea-
tures entstehen. Die Hauptkomponenten Features aus der PCA dienen als
Eingabe fiir die ML-Modelle. Als ML-Algorithmen wurden die Regressions-
algorithmen k-Nearest Neighbors (KNN), Random Forest, Neuronale Net-
ze und Support Vector Machine verwendet. Als Ergebnis dieses Ansatzes
ging hervor, dass es wichtig ist die relevanten Features aus den Sensorwer-
ten zu extrahieren. Auflerdem wurde festgestellt, dass die Support-Vector-
Regression hinsichtlich der gewihlten Fehlermetriken bessere Ergebnisse er-
zielen konnte als die traditionelle Weibull-Verteilung.

2 ARMA-Modelle werden zur statistischen Analyse in Zeitreihen verwendet.
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In der Arbeit ,Machine Learning for Predictive Maintenance: a Multiple
Classifier Approach” [Sus+14] wird ein PredM-Ansatz vorgestellt, welcher
auf mehreren Klassifikationen beruht. Der konkrete Anwendungsfall ist ein
Wartungsproblem bei der Halbleiterherstellung. Der Ansatz kann mit unba-
lancierten Datensdtzen umgehen, in denen deutlich mehr Datenpunkte vom
gesunden Zustand als vom schlechten Zustand vorhanden sind. Zuné&chst
wird der allgemeine Ansatz erldutert, dabei wird angenommen, dass ein
RoF-Datensatz gegeben ist. In dem Datensatz wurden N Wartungen durch-
gefiihrt, das heifst der Datensatz enthdlt N Ausfille. Die Anzahl der Lebens-
zyklen bis zu einer Wartung werden als 7n; bezeichnet. Die Anzahl der ge-
samten Zyklen im Datensatz ergibt sich aus folgender Gleichung n = YV | n;.
Der letzte Zyklus jedes i-ten Ausfalls wird mit F (Fehler, engl. fault) und die
restlichen Zyklen mit NF (kein Fehler, engl. no fault) markiert. Der Daten-
satz besitzt demnach die zwei Klassen NF und F. Es fallen dabei N Zyklen
in die Klasse F und n — N Zyklen in die Klasse NF. Dieser Ansatz besitzt die
Schwiche, dass keine Fehlervorhersage moglich ist, da der Fehlerzustand
klassifiziert wird. Der Ansatz aus der Arbeit schldgt deshalb vor, die letzten
m Zyklen zu markieren, damit sei eine konservativere Wartungsempfehlung
moglich. Es fallen nun N - m Zyklen in die Klasse F und n — N - m Zyklen in
die Klasse NF. Der Ansatz kann fiir verschiedene Werte von m ausprobiert
werden, damit entstehen k verschiedene Ergebnisse fiir die Klassifizierung.
In dieser Verdffentlichung wurden die Klassifikationsalgorithmen k-Nearest
Neighbors (KNN) und Support Vector Machine (SVM) verwendet. Die Perfor-
mance der Algorithmen wurde mithilfe der Monte Carlo Cross-Validation
(MCCV) evaluiert. Im Ergebnis stellte sich die SVM als bester Algorithmus
heraus.

Die betrachteten Arbeiten haben gezeigt, dass vor allem Verfahren des
uniiberwachten und tiberwachten Lernens sowie Zeitreihenanalysen im Be-
reich Predictive Maintenance zum Einsatz kommen. In dieser Arbeit wurde
sich fiir einen Klassifizierungsansatz entschieden, da dieser die nattirliche
Wahl fiir die Unterscheidung zwischen einem fehlerhaften und einem nicht
tfehlerhaften Zustand darstellt (vgl. [Sus+14] ). Bei diesem Ansatz muss aller-
dings beachtet werden, dass m Zyklen vor dem Ausfall als fehlerhaft angese-
hen werden miissen. Im Weiteren sind die in dieser Arbeit zu untersuchen-
den Datensdtze RoF-Daten und bilden damit den vollstiandigen Verschleif3-
prozess bis zum Ausfall ab.
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ANFORDERUNGEN UND AUSWAHL VON HARD- UND
SOFTWARE

Dieses Kapitel beschiftigt sich mit der Anforderungsanalyse und der Aus-
wahl von Hard- und Software. Diese Schritte erfolgen vor der Entwicklung
des prototypischen Alterungsmodells. Nachdem die zentralen Anforderun-
gen an den Cloud-Anbieter und das physische Anlagenmodell dargelegt
wurden, werden auf Grundlage dieser Anforderungen ein Cloud-Anbieter
und ein geeignetes physisches Anlagenmodell selektiert.

4.1 ANFORDERUNGEN AN DIE CLOUD

Die Grundlage fiir die Entwicklung des Alterungsmodells stellt die Cloud-
Plattform dar, deshalb muss es eine Umgebung fiir die Entwicklung von ML-
Projekten geben. In diesem Zusammenhang ist auch die Unterstiitzung von
Jupyter Notebooks® und Python erforderlich. Im Weiteren muss die Cloud-
Plattform die Moglichkeit fiir eine modularisierte Erweiterbarkeit und nut-
zungsbasierte Preismodelle bieten [DH18]. In Bezug auf den Datenschutz ist
die Auswahl einer Region, in welcher die Daten gelagert werden von grofier
Wichtigkeit. Aufserdem sollen Mafinahmen zur Datensicherheit und zum
Berechtigungsmanagement durch den Anwender getroffen werden kénnen
[DH18].

4.2 ANFORDERUNGEN AN DAS PHYSISCHE ANLAGENMODELL

Das physische Anlagenmodell ist von entscheidender Bedeutung fiir die Si-
mulation und Generierung von Sensor- und Aktorwerten, deshalb muss es
vollautomatisiert ablauffdhig sein. Des Weiteren miissen die einzelnen An-
lagekomponenten dhnlich zu realen industriellen Komponenten sein, damit
ein reprasentatives Ergebnis erzielt werden kann. Das Anlagenmodell muss
eine robuste Konstruktion besitzen, wobei dies im Verhiltnis mit vertretba-
ren Kosten” bei der Anschaffung des Anlagenmodells stehen muss. Aufser-
dem muss das Anlagenmodell an Forschungseinrichtungen fiir Lehrzwecke
verbreitet sein (vgl. [KB18]), damit der Ansatz reproduzierbar ist und ein
Mehrwert fiir die Forschung geschaffen wird.

1 Jupyter Notebooks sind digitale Notizbiicher, in denen Code ausgefiihrt werden kann.
2 In dieser Studie ist der Preis fiir das Anlagenmodell auf maximal 2000 Euro festgelegt.



4.3 ANFORDERUNGEN AN DIE CLOUD-ANWENDUNG

4.3 ANFORDERUNGEN AN DIE CLOUD-ANWENDUNG

Im Folgenden werden die funktionalen und nicht-funktionalen Anforderun-
gen an das System dargelegt:
Funktionale Anforderungen:

Das System muss die historischen Trainingsdaten des Anlagenmodells
aus einem Datenspeicher laden.

Das System muss die Trainingsdaten (Sensor- und Aktorwerte) und
die ML-Erkenntnisse tiber einer Zeitachse visualisieren konnen.

In der Datenvorbereitung miissen die Daten auf Konsistenz gepriift
werden und gegebenenfalls angepasst werden.

Das trainierte Alterungsmodell muss in einem Datenspeicher abgespei-
chert werden.

Wenn eine Vorhersage-Anfrage (engl. prediction request) von einem
Benutzer gestellt wird, muss das System eine Vorhersage-Antwort (engl.
prediction response) zuriickgeben.

Das Alterungsmodell muss anpassungsféahig sein und dadurch immer
prézisere Vorhersagen machen konnen.

Das Alterungsmodell muss den optimalen Wartungszeitpunkt auf Grund-

lage eines festgelegten kritischen Wartungszeitfensters vorhersagen kon-
nen.

Nicht-funktionale Anforderungen:

Die einzelnen Komponenten miissen in der Programmiersprache Py-
thon3 entwickelt werden und mdiissen in der Cloud-Umgebung lauffa-
hig sein.

Die Daten des physischen Anlagenmodells miissen in Trainings- und
Testdaten unterteilt werden.

Die Trainings- und Testdaten miissen im JSON-Format oder im CSV-
Format vorliegen.

Das Alterungsmodell muss eine Genauigkeit von mindestens 9o% auf-
weisen.

Die Giitekriterien Genauigkeit, Falsch-positiv-Rate und Falsch-negativ-
Rate (Definition siehe Abschnitt 6.1.1) miissen mithilfe von zwei Feh-
lermetriken untersucht und evaluiert werden.

3 Es wurde sich in dieser Arbeit auf Python festgelegt, da diese Programmiersprache im Be-
reich Data Science sehr héufig eingesetzt wird.
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4.4 AUSWAHL DES CLOUD-ANBIETERS

Bei der Suche nach einem geeigneten Cloud-Anbieter st6fst man auf Amazon
Web Services (AWS), Microsoft Azure und die Google Cloud Platform, diese
sind auch die drei grofiten Anbieter [SLB18]. Im Weiteren bieten alle drei
Anbieter verschiedene ML-Services an, allerdings zeigt sich ein Unterschied
im Funktionsumfang. Die Google Cloud Platform unterstiitzt weniger ML-
Frameworks wie bspw. AWS und Azure. Im Weiteren bietet Google keine
eigenen ML-Algorithmen an, dies ist bei den beiden anderen Anbietern der
Fall. Microsoft Azure und AWS bieten einen dhnlichen Funktionsumfang und
sie wiren beide fiir diesen Anwendungsfall geeignet. In dieser Arbeit wurde
sich fiir AWS entschieden, da AWS eine sehr gute und komfortabel zu bedie-
nende Integration von Jupyter-Notebooks im proprietdren ML-Service Ama-
zon SageMaker4 anbietet. Ein Vorteil von Jupyter-Notebooks ist, dass der
Quellcode pro Zelle ausgefiihrt werden kann. Jede Zelle hat ihre eigene Aus-
gabe, welche bis zur erneuten Ausfithrung gespeichert bleibt. Im Weiteren
bietet AWS ein Berechtigungsmanagement und eine regionsbasierte Verwen-
dung des Services SageMaker an. Ein weiterer Vorteil fiir den industriellen
Anwendungszweck ist die Option zur Verwendung einer virtuellen privaten
Cloud in AWS.

4.5 AUSWAHL DES PHYSISCHEN ANLAGENMODELLS

Bei der Auswahl des physischen Anlagenmodells stellt sich zunéchst die
Frage, welche Modelle es iiberhaupt gibt. Die Recherche zeigt, dass es ei-
nige Modelle gibt, allerdings sind die Modelle von Fischertechnik (FT)> und
Lego Mindstorms® die am verbreitetsten Modelle. Beide Modelle verwenden
abstrahierte industrielle Komponenten. Der Vorteil dieser Modelle sind die
vertretbaren Kosten bei der Anschaffung.

Die Entscheidung féllt in dieser Arbeit auf die Trainingsmodelle von FT,
da diese Modelle hédufig in Forschungseinrichtungen verwendet werden und
die Komponenten realen industriellen Komponenten deutlich dhnlicher sind,
als die von Lego Mindstorms [KB18]. Im Weiteren wurden an der Universitit
Trier Daten fiir die PredM-Forschung an einem FT-Trainingsmodell generiert
(siehe Veroffentlichung [KB18]).

Online zu finden unter https://aws.amazon.com/de/sagemaker/ (Zuletzt gepriift am
15.06.2019).

Online zu finden unter https://www.fischertechnik.de/de-de/produkte/simulieren/
simulationsmodelle?Themen=Trainingsmodell (Zuletzt gepriift am 15.06.2019).

Online zu finden unter https://www.lego.com/de-de/mindstorms?ignorereferer=true (Zu-
letzt gepriift am 15.06.2019).
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ENTWICKLUNG DES PROTOTYPS

In diesem Kapitel wird zundchst kurz auf die verwendeten Bibliotheken ein-
gegangen und anschlieflend der Aufbau des Prototyps beschrieben. Im Wei-
teren wird ein Verstdndnis zu den untersuchten Datensdtzen hergeleitet und
eine Datenvorbereitung fiir die Modellierung des Alterungsmodells durch-
gefiihrt. Zum Abschluss dieses Kapitels wird die prototypische Implemen-
tierung in AWS erklart.

5.1 VERWENDETE BIBLIOTHEKEN

Die Umsetzung der Anwendung wurde mit den Python-Bibliotheken Pan-
das, Matplotlib, Numpy und Scikit-learn durchgefiihrt.

Pandas ist eine Bibliothek fiir die Datenaufbereitung und Datenanalyse.
Die Bibliothek arbeitet mit sogenannten Dataframes, welche man sich als
Tabellen vorstellen kann. Bei Matplotlib liegt der Fokus auf der Datenvi-
sualisierung, dabei sind die Diagramme individuell anpassbar. Die Biblio-
thek Numpy ist fiir die numerische Mathematik geeignet, wobei der Fo-
kus auf der Linearen Algebra liegt. Scikit-learn [Ped+11] ist eine Bibliothek
fiur Machine Learning und Datenanalyse. In dieser Arbeit werden die ML-
Algorithmen aus dieser Bibliothek verwendet.

5.2 AUFBAU DES PROTOTYPS

Das System besteht aus vier unterschiedlichen Aws-Services, welche zu ei-
nem Gesamtsystem integriert wurden. Im Folgenden werden die vier Ser-
vices vorgestellt.

Amazon SageMaker ist ein vollstindig verwalteter Machine Learning Ser-
vice, wobei der Service als PaaS einzuordnen ist. Der Service bietet eine
integrierte Jupyter-Authoring-Notebook-Instance, in dieser konnen Jupyter-
Notebooks gehostet werden (vgl. [Ser]). Jupyter-Notebooks sind Open-Source
Web-Anwendungen zum Erstellen von Code-Dokumenten. Im Weiteren bie-
tet SageMaker auch die Unterstiitzung von Jupyter-Lab an, in welchen Jupy-
ter-Notebooks tibersichtlich bearbeitet werden konnen. In Jupyter-Notebooks
konnen ML-Modelle entwickelt werden. Aufierdem kénnen Gleichungen und
Visualisierungen erstellt werden. Es ist auch moglich mithilfe von Mark-
down' zwischen einzelnen Code-Abschnitten Textblocke einzufiigen. Sage-
Maker bietet integrierte ML-Algorithmen sowie die Unterstiitzung von zahl-
reichen ML-Frameworks wie bspw. TensorFlow, Apache MXNet oder scikit-
learn an. In dieser Arbeit wurde das Framework scikit-learn in Version 0.20.3

1 Mardown ist eine vereinfachte Auszeichnungssprache.
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ausgewdhlt, da es ein sehr verbreitetes Framework ist. Der Service unter-
stiitzt dabei den kompletten ML-Workflow von der Datenvorbereitung tiber
die Schulung und die Auswertung des ML-Modells bis hin zur Bereitstellung
an einem HTTPS-Endpunkt.

Amazon S3 (Simple Storage Service) ist ein skalierbarer und schneller
Datenspeicher (vgl. [Ser]), welcher eine nahtlose Integration in SageMaker
ermoglicht. Bei Amazon S3 wird das Konzept der Buckets umgesetzt. Ein
Bucket ist ein Speicherbereich, in welchem Objekte bspw. Datensdtze von
Sensor- und Aktorwerten abgelegt werden konnen.

Amazon Lambda ist ein Datenverarbeitungsservice, mit welchem es mog-
lich ist, Quellcode bei Bedarf auszufiihren. Der Code kann bspw. durch ein

Ereignis im S3-Datenspeicher ausgeldst werden.

Amazon API Gateway ist ein Web-Service, mit dem Rest- und WebSocket-
APIs erstellt, bereitgestellt und tiberwacht werden konnen.

In Abbildung 5.1 ist die Architektur des Gesamtsystems gezeigt.

@ HTTP Request

| Amazon APl Gateway B HTTP Response

(8)
it
| Amazon Lambda |
Prediction *(5)? Prediction
Request Response
E Endpoint ]

ot

S3 Bucket Inference code
Trained models Deployment / Hosting

on ML compute instances
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2
S3 Bucket Training code
Training data / Modell Training
Test data on ML compute instances

Amazon SageMaker

Abbildung 5.1: Architektur des Prototyps in Amazon Web Services (Eigene Darstel-
lung)
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Die einzelnen Schritte der Entwicklung sind in der Architektur gekennzeich-
net. Zundchst werden im ersten Schritt (1) die Trainings- und die Testdaten-
satze im S3-Datenspeicher abgelegt. Anschlieflend wird in Schritt (2) der S3-
Datenspeicher mit dem Service Amazon SageMaker verkniipft. In Amazon
SageMaker wird die Modellierung und das Modell-Training durchgefiihrt.
Das Modell-Training lduft auf ML-Instanzen (engl. ML compute instances)
ab. In Schritt (3) wird das trainierte Modell in S3 gespeichert. Im ndchsten
Schritt (4) wird das Deployment des ML-Modells auf einer ML-Instanz durch-
gefiihrt. Das Ergebnis von Schritt (5) ist ein Endpunkt, welcher Antworten
auf Vorhersage-Anfragen geben kann. Die Anfragen in Schritt (6) werden
von Amazon Lambda gestellt, in diesem Service wurde das Alterungsmo-
dell umgesetzt (siehe Abschnitt 5.6.3). Amazon Lambda wird vom Amazon
API Gateway aufgerufen (7) und leitet den HTTP-Request an Amazon Lamb-
da weiter. Der Aufruf des Webservices erfolgt in Schritt (8).

5.3 DATENVERSTANDNIS

In diesem Abschnitt werden die untersuchten Datensdtze eingefiihrt und
ein Uberblick iiber die Datenbasis gegeben. Im Weiteren wird eine Aussage
zur Datenqualitédt getroffen. Es wird zunédchst der Datensatz eines Elektro-
motors von einem FT-Trainingsmodell und anschlieffend ein Datensatz von
Flugzeugtriebwerken betrachtet.

FISCHERTECHNIK-DATENSATZ Beim FT-Datensatz wird der Verschleifs-
prozess eines Elektromotors untersucht. Der Elektromotor (S5-Motor) treibt
ein Forderband innerhalb des FT-Trainingsmodells ,,Multi-Bearbeitungssta-
tion mit Brennofen” an. Der kompakte Motor ist eine permanent erregte
Gleichstrommaschine, die zusammen mit einem aufsteckbaren Getriebe ver-
wendet wird. Aufierdem wurden zusétzliche Sensoren zur Druck- und Tem-
peraturmessung am Kompressor und ein Beschleunigungssensor zur Vibra-
tionsmessung am Elektromotor angebracht. Der Verschleifs des Motors wur-
de mithilfe der Weibull-Verteilung mit einem Skalierungsparameter von 100
und einem Zustandsparameter von 1.3 simuliert. Die Datensitze lagen fiir
jede Station einzeln vor. In dieser Arbeit werden die folgenden Datensitze
betrachtet:

1. Drucksensoren und Temperatursensoren am Kompressor (Station Ofen
- TXT1y)

2. Aktoren und Sensoren (Station Ofen - TXT17)
3. Beschleunigungssensoren (Station Sage - TXT16)

4. Aktoren und Sensoren (Station Sage - TXT16)

Die Datensitze liegen als multivariate* Zeitreihen vor und wurden im Juni
2019 aufgezeichnet. Im Weiteren enthalten die Datensédtze 20 Motorenaus-

2 Der Begriff ,multivariat” bedeutet, dass mehrere Features gleichzeitig aufgezeichnet wur-
den.
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talle. Die Ausfallzeitpunkte sind in Datensatz vier markiert. In der Daten-
vorbereitung miissen die vier Datensédtze zusammengefiihrt werden und die
entstehenden fehlenden Werte miissen entsprechend aufgefiillt werden.

In Abbildung 5.2 befindet sich links die Station Ofen und rechts die Stati-
on Sage. Der untersuchte Elektromotor (S-Motor) ist rechts markiert.

)
Station Ofen (TXT17) Station Sdge (TXT16)

Abbildung 5.2: Stationen Ofen und Sage

Zunidchst wird ein Werksstiick auf den Ofenschieber gelegt. Anschliefiend
tahrt der Ofenschieber das Werksstiick in den Brennofen. Im Brennofen
wird ein Brennprozess simuliert. Nach Abschluss des Brennprozesses fahrt
das Bauteil wieder aus dem Ofen heraus und wird von einem Vakuum-
Sauggreifer zum Drehtisch transportiert. Der Drehtisch bringt das Bauteil
schliefSlich zur Sdge. Nach dem das Bauteil an der Sdge bearbeitet wurde,
wird es vom Drehtisch zum Forderband gebracht. Der pneumatische Aus-
werfer am Drehtisch schiebt das Werksstiick auf das Forderband, welches
vom S-Motor angetrieben wird. Der S-Motor wird im Folgenden als m3 be-
zeichnet.

DATENSATZ ,,FLUGZEUGTRIEBWERKE”  Der zweite untersuchte Datensatz
,Turbofan Engine Degradation Simulation Data Set” wurde von der NA-
SA3 im Jahr 2008 verdffentlicht. Die Daten beinhalten den VerschleifSprozess
von unterschiedlichen Flugzeugtriebwerken. Der Verschleiflprozess wurde
mithilfe von C-MAPSS (Commercial Modular Aero-Propulsion System Si-
mulation), welcher in einer Matlab und Simulink Umgebung programmiert
wurde, simuliert (vgl. [Sax+08]). Im Weiteren enthélt der Datensatz mehrere
multivariate Zeitreihen und ist bereits in einen Trainings- und einen Testda-
tensatz eingeteilt. Die folgende Beschreibung des Datensatzes erfolgt nach
[Sax+08]. Der Herstellungsprozess und der initiale Verschleifs ist unbekannt.
Auflerdem enthalten die Sensoren Storsignale. Die Triebwerke funktionie-
ren am Anfang normal und entwickeln ab einem gewissen Zeitpunkt einen
Verschleifs. Im Trainingsdatensatz liegt ein VerschleifSprozess von 260 unter-

Prognostics Center of Excellence Data Repository: https://ti.arc.nasa.gov/tech/dash/
groups/pcoe/prognostic-data-repository/ (Zuletzt gepriift am 24.06.2019)
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5.4 DATENVORBEREITUNG

schiedlichen Triebwerken bis zu einem Schwellwert, ab welchem eine Ver-
wendung des Triebwerks nicht mehr empfehlenswert ist, vor. Im Testdaten-
satz befinden sich 259 unterschiedliche Triebwerke bis zu einem bestimmten
Zeitpunkt, allerdings ist der kritische Zustand nie enthalten. Der Trainings-
und der Testdatensatz sind vollstandig, das heifdt die Datensédtze haben kei-
ne fehlenden Werte. Im Weiteren haben die einzelnen Datenpunkte einen
konstanten Abstand.

5.4 DATENVORBEREITUNG

In diesem Abschnitt werden die Daten fiir die anschlieffende Modellierung
aufbereitet.

FISCHERTECHNIK-DATENSATZ Beim FT-Anwendungsfall wurden die Da-
tensitze eins, zwei und drei mithilfe eines Outer Joins anhand des Zeit-
stempels zusammengefiihrt. Es wurde ein Outer Join gewdhlt, da es zu
keinem Informationsverlust kommen soll. Der Datensatz drei wurde mit-
hilfe eines Left Outer Joins an die anderen drei Datensdtze angefiigt, da in
diesem Datensatz die Zeitstempel viel praziser aufgezeichnet wurden. Es
kommt also zu einem Informationsverlust, der allerdings aufgrund der pra-
ziseren Aufzeichnung vernachldssigbar ist. Im Weiteren wurden die fehlen-
den Werte, welche durch den Join entstanden sind, mithilfe der Funktion
fillna("backfill")* aus der pandas Bibliothek aufgefiillt.

In dieser Arbeit wird ein Klassifizierungsansatz untersucht, das heifst der
Motor ist im Wartungsfenster oder nicht. Aus diesem Grund wurde das Ziel-
merkmal ,maintenance” am Ende des gesamten Datensatzes hinzugefiigt.
Das Merkmal ist bindr und hat den Wert null, wenn keine Wartung durchge-
fihrt werden muss und den Wert eins, wenn eine Wartung durchgefiihrt wer-
den muss. Auflerdem wurde ein Trainingsdatensatz mit 16 Fehlerverldufen
und ein Testdatensatz mit vier Fehlerverldufen erstellt. Das Wartungsfenster
,maintenance = 1” wurde im Trainings- und Testdatensatz vom Zeitpunkt
des Ausfalls n Zyklen zuriick markiert. Mehrere empirische Durchldufe ha-
ben gezeigt, dass ein Wartungsfenster von 15% hinsichtlich der Genauigkeit
(Definition siehe Abschnitt 6.1.1) fiir alle drei Algorithmen optimal ist. Die
Berechnungsvorschrift fiir das Wartungsfenster n lautet:

zyklenGesamt  prozentualer Anteil

 ausfaelleGesamt

Aus der Berechnungsvorschrift ergibt sich bei 453.088 Zyklen und 16 Ausfal-
len ein Wartungsfenster von 4.248 Zyklen fiir den FT-Trainingsdatensatz. Im
FT-Testdatensatz wurde das gleiche Wartungsfenster verwendet.

DATENSATZ ,FLUGZEUGTRIEBWERKE” Im Datensatz ,Flugzeugtriebwer-
ke” wurde ebenfalls das Zielmerkmal , maintenance” eingefiigt, damit das

4 Bei dieser Funktion werden fehlende Werte von hinten aufgefiillt.
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Wartungsfenster klassifiziert werden kann. Aus der Berechnungsvorschrift
5.1 ergibt sich bei 53.759 Zyklen und 260 Ausfillen ein Wartungsfenster von
31 Zyklen, welches im Trainings- und Testdatensatz markiert wurde.

5.5 FEATURE ENGINEERING

Das Ziel des Feature Engineerings ist es, die relevanten Features in Bezug
auf den jeweiligen Algorithmus zu extrahieren. In der scikit-learn Bibliothek
gibt es das berechnete Attribut feature_importances_, welches ein Array der
wichtigsten Features zurtickgibt. Es wurde der Random Forest Algorithmus
ausgewdhlt, da dieser, wie die Evaluierung in Abschnitt 6.3 zeigen wird, am
besten fiir beide Datensitze geeignet ist. In Tabelle 5.1 sind die wichtigsten
vier Features der beiden Datensitze dargestellt, diese haben den grofiten
Einfluss auf die Entscheidung, ob eine Wartung durchgefiihrt werden muss
oder nicht.

FT Flugzeugtriebwerke
txt16_m3RUL: 67,20% ps30: 14,56%
txt17_tC: 10,80% bpr: 13,08%
txt17_hPa: 3,31% t50: 12,94%
txt16_adxl3_y: 2,98% nrf: 12,69%

Tabelle 5.1: Ergebnisse des Feature Engineerings

Im nachsten Abschnitt werden zunéchst die wichtigsten vier Features des
FT-Datensatzes (siehe Tabelle 5.1) ndher betrachtet und anschliefSend wird

das gleiche Vorgehen auf den Datensatz , Flugzeugtriebwerke” angewendet.

Die vollstindigen Tabellen der ndchsten beiden Abschnitte befinden sich im
Anhang A.1.

FISCHERTECHNIK-DATENSATZ In Tabelle 5.2 sind die wichtigsten vier
Features des FT-Datensatzes mit einer kurzen Beschreibung gezeigt.

# Name Beschreibung Einheit
1 txtiy7_hPa Druck Kompressor hPa
2 txtiy_tC Temperatur am Kompressor °C

24 txt16_m3RUL Verbleibende Lebenszeit -

29 txt16_adxlI3_y Beschleunigungssensor y-Achse m/s

Tabelle 5.2: Sensor- und Aktorwerte der Station Ofen (TXT17) und der Station Sage
(TXT16)

Die Sensoren stehen représentativ fiir die anderen Sensoren, da sie sich im
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Feature Engineering als besonders wichtige Features herausgestellt haben.
In den nachfolgenden Diagrammen ist ein vollstdndiger Fehlerverlauf eines
zufdlligen Motorenausfalls dargestellt. Die wichtigsten vier Features beim
FT-Datensatz zeigen, dass das Feature txt16_m3RUL einen sehr grofien Ein-
fluss hat. In Abbildung 5.3 ist der Sensor txt16_m3RUL visualisiert. Dieses

Remaining Useful Lifetime (RUL) from engine m3
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Abbildung 5.3: Visualisierung txt16_m3RUL und txt1y_tC - FT

Feature wurde aus der Pulsweitenmodulation (PWM) des Elektromotors be-
rechnet. Es ist also daraus zu schliefsen, dass das PWM-Signal ein deutliches
Zeichen fiir einen Verschleifiprozess darstellt. Im Weiteren ist der Tempera-
tursensor am Kompressor ein zentrales Feature, welcher ebenfalls in Abbil-
dung 5.3 visualisiert ist. Beim Temperatursensor ist zu erkennen, dass sich
die Frequenz der Temperaturausschldge tiber die Zeit verringert, dies weist
auf eine geringere Belastung des Kompressors hin. Bei dem Sensor fiir die
Druckmessung am Kompressor (siehe Abbildung 5.4) ist zu erkennen, dass
die Abstdande bei den Ausschldgen immer grofier werden. Es konnte darauf
hinweisen, dass der Motor die gesamte Anlage verlangsamt. Die Beschleu-
nigungssensoren fiir die Vibrationsmessung am Motor m3 haben ebenfalls
einen Einfluss auf die Entscheidung.
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Abbildung 5.4: Visualisierung txt17_hPa und txt16_adxl3_y - FT

DATENSATZ ,,FLUGZEUGTRIEBWERKE”

In Tabelle 5.3 ist die Struktur der

Flugzeugtriebwerk-Daten aufgezeigt, dabei wird ein Ausschnitt der wich-
tigsten vier Features gezeigt.

# Name Beschreibung Einheit
4 t50 Gesamttemperatur am LPT-Ausgang °R

11 Pps30 é;catischer Druck am HPC-Ausgang psia

13 nrf .I;orrigierte Liifterdrehzahl rpm

15 bpr gypass—Verhéltnis -

Tabelle 5.3: Sensorwerte vom Datensatz ,Flugzeugtriebwerke” (i. A. an [Sax+08])

Im Weiteren sind in den Abbildungen 5.5 und 5.6 die wichtigsten vier Senso-
ren visualisiert. Bei diesem Datensatz wurde ebenfalls ein zufélliger Fehler-
verlauf dargestellt. Die wichtigsten Features sind die Sensoren ps3o, bpz, t50
und nrf. In der Visualisierung ist kein deutlicher Verschleiflprozess zu erken-
nen, dies ist eine Motivation fiir die Anwendung von ML-Algorithmen. Die
ML-Algorithmen konnen vielleicht einen Verschleifsprozess klassifizieren.
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Abbildung 5.5: Visualisierung ps3o und bpr - Flugzeugtriebwerke
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Abbildung 5.6: Visualisierung t50 und nrf - Flugzeugtriebwerke
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Eine weitere Methode des Feature Engineerings ist die Dimensionsreduk-
tion, wie sie in Abschnitt 2.2 vorgestellt wurde. In dieser Arbeit wird die
Principal Component Analysis (PCA) verwendet. Die PCA lduft in fiinf Schrit-
ten ab:

1. Standardisierung aller n Merkmale

2. Aufstellen der Kovarianzmatrix

3. Berechnung der Eigenwerte und Eigenvektoren

4. Auswahl der k Eigenvektoren mit den grofiten Eigenwerten
5. Konstruktion der Projektionsmatrix aus den k Eigenvektoren

Das Listing 5.1 zeigt die Umsetzung der PCA in Python.

Listing 5.1: Principal Component Analysis

# Step 1: Standardization

from sklearn.preprocessing import StandardScaler
s = StandardScaler()

X_train = s.fit_transform(X_train)

X_test = s.transform(X_test)

# Step 2 to 5

from sklearn.decomposition import PCA

p = PCA(n_components = <n_components>)
X_train_transformed = p.fit_transform(X_train)
X_test_transformed = p.transform(X_test)
print(np.sum(p.explained_variance_ratio_[:]))
print(p.explained_variance_ratio_)

Im gezeigten Listing kann fiir den Platzhalter n_components eine Anzahl von
Hauptkomponenten angegeben werden. Das berechnete Attribut explained-
_variance_ratio_ gibt die Varianz jeder Hauptkomponente an. Im Weiteren
kann die Gesamtvarianz tiber die Funktion np.sum() ermittelt werden.

FISCHERTECHNIK-DATENSATZ Die Merkmale in diesem Datensatz wur-
den zu fiinfzehn Hauptkomponenten zusammengefiihrt, da diese fiinfzehn
Hauptkomponenten eine Gesamtvarianz von ~ 91,01 % haben. Es wurde an-
genommen, dass eine Gesamtvarianz von > 90% notwendig ist. Die Daten
konnen aufgrund einer zu hohen Dimensionalitdt nicht visualisiert werden.

DATENSATZ ,,FLUGZEUGTRIEBWERKE” Bei diesem Datensatz wurden die
Merkmale zu zwei Hauptkomponenten zusammengefiihrt, da diese beiden
Hauptkomponenten eine Gesamtvarianz von ~ 97,46 % haben.

In Abbildung 5.7 sind die Trainingsdaten nach der PCA visualisiert. Die
Visualisierung zeigt, dass die Daten in die zwei Klassen ,No Maintenance”
und ,Maintenance” eingeteilt werden. Im Weiteren entstehen sieben un-
terschiedliche Bereiche der einzelnen Klassen, dies weist auf sieben unter-
schiedliche VerschleifSprozesse hin.
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Abbildung 5.7: Visualisierung der Trainingsdaten nach der PCA

5.6 IMPLEMENTIERUNG

Die Implementierung des Prototyps wurde mithilfe der Aws-Services S3, Sa-
geMaker, Lambda und API Gateway durchgefiihrt. Im Folgenden werden
Skripte mit der Notation script und Funktionen mit der Notation function()
gekennzeichnet.

5.6.1 Modellierung

Die Modellierung des Alterungsmodells erfolgt in Amazon SageMaker. Zu-
nichst wurde das Skript algorithm angelegt, in diesem findet das Training
sowie die Verarbeitung von Vorhersage-Anfragen statt. Das Skript enthalt
die Funktionen run_training(), model_fn(), input_fn(), predict_fn() und
output_fn(). Beim Aufruf des Skripts wird zunichst die main-Methode an-
gesprochen. In dieser Methode werden SageMaker spezifische Argumente
gesetzt. Anschlieend wird die Funktion run_training() aufgerufen.
run_training(): In diese Funktion wird der Trainingsdatensatz tibergeben
und das Training mithilfe der scikit-learn Bibliothek durchgefiihrt. In Listing
5.2 ist das Training des RandomForestClassifiers zu sehen. Der Algorithmus

Listing 5.2: Training des ML-Modells

clf = RandomForestClassifier(n_estimators=n_estimators, criterion=
name_criterion, max_depth=max_depth)
clf = clf.fit(train_X, train_y)

bekommt verschiedene Parameter iibergeben, welche im Abschnitt 2.3.1 er-
klart wurden. Die Variable train_X beschreibt die Trainingsdaten und in der
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Variable train_y liegen die zu trainierenden Zielmerkmale. In dieser Arbeit
hat das Zielmerkmal den Namen , maintenance” und stellt das Label fiir die
Wartung dar.

Nach dem Training wird das trainierte ML-Modell im S3-Datenspeicher
gesichert. Im Weiteren werden bei einer eintreffenden Vorhersage-Anfrage
die nachfolgenden Funktionen nacheinander durchlaufen.

model_fn(): Diese Funktion liadt das trainierte ML-Modell aus dem S3-
Datenspeicher, wenn es fiir Vorhersagen benétigt wird.

input_fn(): In dieser Funktion wird ein HTTP-Request entgegengenom-
men und der Request-Body wird verarbeitet. Es wurde die default-Funktion
verwendet, da diese JSON- und CSV-Dateien verarbeiten kann.

predict_fn(): Die Funktion erhdlt die Ausgabe der Funktion input_fn()
und fiihrt eine Vorhersage auf den Daten aus dem Request-Body durch. Bei
dieser Funktion wurde auch die default-Funktion verwendet.

ouput_fn(): In dieser Funktion wird die HTTP-Antwort, welche der Riick-
gabewert der Funktion predict_fn() ist, vorbereitet und schliefSlich zurtick-
geschickt. Die default-Funktion unterstiitzt das JSON- und CSV-Format, des-
halb wurde ebenfalls die default-Funktion verwendet.

5.6.2  Deployment

Das Deployment wird {iiber ein Jupyter-Notebook durchgefiihrt. Das Skript
algorithm fiir das Deployment muss in SageMaker hochgeladen werden.
Anschlieffend miissen einige Parameter konfiguriert werden. In Listing 5.3
ist die Parameter-Konfiguration gezeigt. Die Konfiguration wird mithilfe

Listing 5.3: Konfiguration der Parameter

from sagemaker.sklearn.estimator import SKLearn

import boto3

script_path = ’<algorithm.py>’

sklearn = SKLearn(
entry_point=script_path,
train_instance_type="ml.ms5.xlarge’,
training_job_name = ’factoryAl-random-forest’,
output_path="s3://<s3—output—path>",
role=role,
sagemaker_session=sagemaker_session)

des scikit-learn Estimators in einem Jupyter-Notebook durchgefiihrt. Zu-
nidchst werden die relevanten Bibliotheken importiert. Als nédchstes wird
der Variable script_path der Pfad zum Skript algorithm, welches in Ab-
schnitt 5.6.1 erstellt wurde, zugewiesen. Im SKLearn-Estimator wird der
Variable entry_point der Pfad zum Skript algorithm zugewiesen und die
Trainingsinstanz auf ml.m5.xlarge> festgelegt. Im Weiteren kann dem Trai-

Es konnen verschiedene Trainingsinstanzen ausgewéhlt werden, welche sich in der Per-
formance und im Preis unterscheiden. Die Preisliste ist online zu finden unter https:
//aws.amazon.com/de/sagemaker/pricing/ (Zuletzt gepriift am 21.07.2019).
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ningsjob tiber die Variable training_job_name ein Name gegeben werden. In
der Variable output_path kann der Ausgabepfad zugewiesen werden. Au-
lerdem muss die SageMaker-Rolle hinzugefiigt werden, welche iiber die
Funktion get_execution_role() ermittelt werden kann. Anschliefend kann
noch die SageMaker-Session angegeben werden, welche tiber die Funktion
sagemaker.Session() abrufbar ist.

Das Training und das anschliefsende Deployment ist in Listing 5.4 gezeigt.

Listing 5.4: Deployment des ML-Modells

# train the model

sklearn.fit({ train’: ’s3://<path—to—train—data>"})

# deploy trained model

predictor = sklearn.deploy(initial_instance_count=1,
instance_type='ml. t2 .medium”,
endpoint_name="factoryAl-endpoint”)

Die Funktion fit() benotigt den Pfad zu den Trainingsdaten in S3. Das De-
ployment wird tiber die Funktion deploy() durchgefiihrt. Diese Funktion
benotigt die Anzahl der Bereitstellungsinstanzen und den Typ dieser Instan-
zen. In diesem Fall wurde eine Instanz verwendet. Im Weiteren kann dem
Endpunkt noch ein Name gegeben werden. Nun steht ein SageMaker End-
punkt zur Verfiigung, der Inferenz-Anfragen® beantworten kann.

5.6.3 Anpassbarkeit

Die Anpassbarkeit des ML-Modells wurde mithilfe eines S3 Event Triggers
und einer Lambda-Funktion umgesetzt. In Abbildung 5.8 ist die Verbindung
zwischen Amazon Lambda und SageMaker darstellt. Im Weiteren ist die Ver-
bindung zwischen Amazon S3 und Lambda zu sehen.

HTTP HTTP
Request Response
Amazon Lambda

$3 Bucket DepIonent¢ Prediction ¢ ?Prediction *Training
Request Response

{ Endpoint j

Amazon SageMaker

S3 PUT
Event

Abbildung 5.8: Verbindung zwischen Amazon Lambda und SageMaker (Eigene
Darstellung)

6 Der Begriff Inferenz-Anfrage ist gleichbedeutend mit Vorhersage-Anfrage.
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Zundchst wurde in Amazon Lambda das Skript lambda_function mit der
Funktion lambda_handler() angelegt. Beim Aufruf der Funktion wird ent-
schieden, ob es sich um eine Inferenz-, Training- oder Deployment-Anfrage
handelt. Eine Inferenz-Anfrage wird tiber den Service Amazon API Gateway
gestellt. Eine Training-Anfrage wird iiber ein S3 PUT Event ausgelost. Ein S3
PUT Event wird ausgeldst, wenn ein neuer Datensatz in den Ordner .../re-
train im entsprechenden S3 Bucket abgelegt wird. Das S3 PUT Event ruft die
Lambda-Funktion auf, diese fiihrt ein Training auf dem aktuell trainierten
ML-Modell aus. Die eindeutige Zuordnung zum ML-Modell wird durch das
gleiche Docker-Image gewdhrleistet. Nach dem der Trainingsauftrag abge-
schlossen ist, legt Amazon SageMaker das angepasste ML-Modell an einer
vorher festgelegten Speicherstelle in 53 ab. Diese Speicherstelle 16st wieder
ein S3 PUT Event aus, welches in Amazon Lambda erkannt wird. Die Lamb-
da Funktion teilt Amazon SageMaker mit, dass dieser den Endpunkt mit
dem angepassten ML-Modell updaten soll. Anschlieflend stellt Amazon Sa-
geMaker den aktualisierten Endpunkt wieder zur Verfiigung.

5.6.4 Vorhersage und Visualisierung

In den vorherigen Abschnitten wurde das Alterungsmodell trainiert und
schliefllich an einem Endpunkt zur Verfiigung gestellt. Im nachsten Schritt
wurde der Endpunkt an eine Client-Anwendung angebunden. Die Client-
Anwendung lduft auf einem Notebook und ist in C# geschrieben. In der
Client-Anwendung lduft ein Simulator, der alle 100 Millisekunden einen Da-
tenpunkt aus dem Testdatensatz an die Cloud sendet. Die Antworten des
ML-Modells aus der Cloud werden {iiber einen TCP-Socket an die Microsoft
HoloLens weitergeleitet und visualisiert. Die Microsoft HoloLens wurde ex-
emplarisch ausgewdhlt und steht stellvertretend fiir jegliche AR-Hardware.
Die HoloLens-Anwendung projiziert die Farbe griin auf den Elektromotor,
wenn das ML-Modell einen Normalzustand klassifiziert hat. Hingegen wird
der Elektromotor rot eingefarbt, wenn das ML-Modell das Wartungsfenster
erkannt hat. In Abbildung 5.9 ist die Visualisierung auf der HoloLens ge-
zeigt. Bei der Visualisierung hat sich herausgestellt, dass das ML-Modell in
seltenen Fillen einen falschen Wert vorhersagt. Es kommt dadurch manch-
mal zu einem Flackern zwischen den Farben griin und rot.

Abbildung 5.9: Visualisierung auf der HoloLens
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EVALUATION UND DISKUSSION

In diesem Kapitel werden die zwei Evaluierungsmetriken Konfusionsma-
trix und Receiver Operating Characteristics (ROC)-Kurve vorgestellt und ei-
ne Optimierung der Algorithmen Random Forest, Gradient Tree Boosting
und Support Vector Machine durchgefiihrt. Im Weiteren werden die Algo-
rithmen hinsichtlich der vorgestellten Giitekriterien evaluiert und in einer
Diskussion wird der beste Algorithmus fiir den jeweiligen Anwendungsfall
ausgewdhlt.

6.1 KLASSIFIKATIONSMETRIKEN

Im CRISP-DM Prozessmodell wird deutlich, dass die Entwicklung des ML-
Modells als ein iterativer Prozess verstanden werden sollte. Die Algorith-
men konnen mithilfe der Fehlermetriken immer weiter optimiert werden.
Die Evaluierung der Algorithmen wird anhand der Testdatensédtze durchge-
fuhrt. Es werden also die vorhergesagten Zielmerkmale mit den markierten
Zielmerkmalen im jeweiligen Testdatensatz verglichen.

6.1.1  Konfusionsmatrix

Die Konfusionsmatrix (engl. confusion matrix) (vgl. [SRa]) ist bei einem bi-
ndren Klassifikator eine 2x2-Matrix. Die Matrix enthilt entsprechend vier
Felder:

¢ True negative (TN): Richtige negative Vorhersage
¢ False negative (FN): Falsche negative Vorhersage
* False positive (FP): Falsche positive Vorhersage
¢ True positive (TP): Richtige positive Vorhersage

Aus den vier vorgestellten Kriterien lassen sich weitere statistische Gii-
tekriterien ableiten. Die Fehlerrate (engl. Error rate (ERR)) bezeichnet den
Anteil aller falsch klassifizierten Labels an der Gesamtheit aller Labels. Im
Weiteren gibt die Trenngenauigkeit (engl. Accuracy (ACC)) den Anteil aller
richtig klassifizierten Labels an der Gesamtheit aller Labels an. Ein weiteres
Giitekriterium ist die Sensitivitdt, welche auch als die Richtig-positiv-Rate
(engl. True positive rate (TPR)) bezeichnet wird. Dieses Kriterium gibt den
Anteil der korrekt als positiv klassifizierten Labels an der Gesamtheit al-
ler positiven Labels an. Die Spezifitdit wird auch als Richtig-negativ-Rate
(engl. True negative rate (TNR)) bezeichnet und gibt den Anteil der korrekt
als negativ klassifizierten Labels an der Gesamtheit aller negativen Labels
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an. Die Sensitivitdat und die Spezifitit sind deutlich aussagekréaftiger als die
Fehlerrate und die Trenngenauigkeit. Das Gegenteil der Sensitivitdt ist die
Falsch-negativ-Rate (engl. False negative rate (FNR)), welche den Anteil der
talschlicherweise als negativ klassifizierten Labels an der Gesamtheit aller
positiven Labels angibt. Das Gegenteil der Spezifitdt ist die Falsch-positiv-
Rate (engl. False positive rate (FPR)). Dieses Kriterium gibt den Anteil der
falschlicherweise als positiv klassifizierten Labels an der Gesamtheit aller
negativen Labels an.

Die Berechnungsvorschriften fiir die abgeleiteten statistischen Gtitekriteri-
en sind in Tabelle 6.1 gezeigt.

Kriterium Akronym Formel
FP+EN___ _ FP+EN
Fehlerrate ERR TPFIN+ENTFP — PN
Trenngenauigkeit ACC TN — e
Richtig-positiv-Rate TPR TPT:;N =T
Richtig-negativ-Rate TNR #}:]FP =
. N _
Falsch-negativ-Rate FNR miw — 1 — TPR
s FP_ _
Falsch-positiv-Rate FPR o — 1 — TNR

Tabelle 6.1: Ubersicht der statistischen Giitekriterien (vgl. [SRa]); N = Anzahl der
,No Maintenance” Labels, P = Anzahl der ,Maintenance” Labels

6.1.2 ROC-Kurve und AUC

Die ROC-Kurve stellt den Trade-Off zwischen der Richtig-positiv-Rate (TPR)
und der Falsch-positiv-Rate (FPR) dar (vgl. [Fawo6]). Bei dieser Metrik wird
die Falsch-positiv-Rate (FPR) auf der x-Achse aufgetragen, dies entspricht
der Formel FPR = 1 — TNR [SRb]. Die Richtig-positiv-Rate (TPR) befindet
entsprechend auf der y-Achse [SRb]. Zur Interpretation der ROC-Kurve ist
anzumerken, dass ein zufilliger Klassifikator auf der Winkelhalbierenden
liegt (vgl. [Fawo6]). Ein schlechter Klassifikator liegt unterhalb dieser Linie
und ein Klassifikator wird immer besser je weiter er von der Winkelhalbie-
renden nach oben abweicht. Ein weiteres Kriterium bei der ROC-Kurve ist
der Area under the ROC curve (AUC)-Score, bei welchem die Fldache unter-
halb der Kurve berechnet wird. Ein guter Klassifikator hat eine Flache > 0, 5.
Im Weiteren haben die ersten 25% auf der x-Achse bei unbalancierten Da-
tensdtzen eine hohere Aussagekraft beziiglich der Performance-Analyse mit
weniger falsch positiven Vorhersagen. Aus diesem Grund werden nur die
ersten 25% betrachtet.
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6.2 OPTIMIERUNG

Die Hyperparameter der einzelnen Algorithmen wurden mithilfe einer Pi-
peline und der Funktion GridSearchCV* optimiert. In den Abschnitten 2.3.1,
2.3.2 und 2.3.3 wurden verschiedene Hyperparameter vorgestellt, welche an-
hand der Trenngenauigkeit in diesem Abschnitt optimiert wurden. Die Er-
gebnisse der Optimierung sind in Tabelle 6.2 dargelegt.

Algorithmus/ Parameter FT Flugzeugtriebwerke

Random Forest

n_estimators 211 210
max_depth 14 14
criterion gini entropy

Gradient Boosting

n_estimators 407 400
max_depth 7 3
loss deviance deviance
SVM

C - 10.1
gamma - 0,8
kernel - rbf

Tabelle 6.2: Ergebnisse der Hyperparameteroptimierung

Bei dem Random Forest Algorithmus ergibt sich bei beiden Datensdtzen
ein dhnliches Bild beziiglich der Anzahl der Biume und der maximalen Tiefe
der Baume. Hingegen entscheidet sich die Funktion GridSearchCV bei dem
Hyperparameter criterion fiir gini bei dem FT-Datensatz und fiir entropy
bei dem Datensatz ,Flugzeugtriebwerke”. In der Praxis hat die Umstellung
der beiden Parameterwerte keinen bzw. nur einen minimalen Einfluss auf
die Genauigkeit gezeigt. Es konnten also bei beiden Datensdtzen sowohl
gini als auch entropy verwendet werden. Bei dem Gradient Tree Boosting
Algorithmus ist die Anzahl der Boosting-Stufen und die maximale Tiefe
beim FT-Datensatz etwas hoher als beim Datensatz ,Flugzeugtriebwerke”.
Der FT-Datensatz hat sehr viele Datenpunkte, deshalb hat das Training mit
dem Algorithmus Support Vector Machine sehr lange gedauert. Der Nutzen
und die Kosten stehen bei diesem Algorithmus nicht im Verhaltnis, deshalb
wurde keine Optimierung durchgefiihrt. Im Weiteren hat die Recherche im
scikit-learn User Guide® ergeben, dass der Algorithmus nach ein paar 10.000
Datenpunkten deutlich langsamer wird. Beim Datensatz , Flugzeugtriebwer-
ke” ist der Parameter C mit einem Wert von 10.1 mittelgrof3 gewidhlt worden,
dies bedeutet, dass der Algorithmus nicht {iber- oder unterangepasst ist. Der

https://scikit-learn.org/stable/modules/generated/sklearn.model_selection.
GridSearchCV.html (Zuletzt gepriift am 26.06.2019)

Online zu finden unter https://scikit-learn.org/0.20/_downloads/scikit-learn-docs.
pdf, S. 2202 (Zuletzt gepriift am 23.07.2019).
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Wert von Gamma ist mit 0,8 auch mittelgrofs gewahlt worden, damit liegt kei-
ne Uber- oder Unteranpassung vor. Die Werte von C und Gamma werden
immer parallel optimiert. Im Weiteren wurde der rbf-Kernel gewéhlt, dies
weist auf einen komplexen Zusammenhang innerhalb der Daten hin.

63 EVALUIERUNG DER ERGEBNISSE

In diesem Abschnitt werden die drei Algorithmen Random Forest, Gradi-
ent Tree Boosting und Support Vector Machine in Bezug auf den jeweiligen
Datensatz mithilfe der zwei vorgestellten Klassifikationsmetriken evaluiert.
Im Weiteren wird untersucht, ob die Durchfiihrung der PCA oder die Op-
timierung nach der Trenngenauigkeit die Ergebnisse verbessert haben. Das
Feature Engineering (siehe Abschnitt 5.5) hat zu keiner Verbesserung der
Trenngenauigkeit gefiihrt, deshalb wird es in der Evaluierung nicht ndher
betrachtet. In dieser Arbeit wurde ein Wartungsfenster von 15% festgelegt,
das heifst die Klassifikationsalgorithmen miissen die zwei Klassen ,,No Main-
tenance” und ,Maintenance” moglichst prézise klassifizieren konnen. Die
Testdurchldufe wurden auf den jeweiligen Testdatensidtzen durchgefiihrt. Bei
den Flugzeugtriebwerken liegen 259 Fehlerverldufe im Testdatensatz vor. Es
wurde von jedem Ausfall ein zufélliger Datenpunkt ausgewahlt, sodass 259
Datenpunkte zum Testen zur Verfiigung stehen. Bei dem FT-Datensatz lie-
gen vier Fehlerverldufe im Testdatensatz vor. Es wurden aufgrund der Ver-
gleichbarkeit ebenfalls 259 zufillige Datenpunkte zum Testen ausgewdhlt.
Im Weiteren liegen in den beiden Testdatensdtzen die Fehlerverldufe nur
bis zu einem zufilligen Zyklus vor, das heifit der Zeitpunkt des Ausfalls
ist nicht enthalten. Die jeweiligen Testdatensdtze sind komplett unabhéngig
von den jeweiligen Trainingsdatensidtzen. Die Evaluierung zeigt also auch,
ob bei dem jeweilige ML-Algorithmus ein Overfitting, ein Underfitting oder
nichts davon vorliegt.

Im Folgenden werden drei Annahmen aufgestellt und anhand der Ergeb-
nisse evaluiert und diskutiert.
Als wichtigste Giitekriterien werden angenommen:

(1) Maximale Richtig-positiv-Rate und Minimale Falsch-negativ-Rate
(2) Maximale Richtig-negativ-Rate und Minimale Falsch-positiv-Rate
(3) Trade-Off zwischen Annahme (1) und (2)

Hinweis: Bei allen drei Annahmen sind die Kosten und die Risiken vom
jeweiligen Anwendungsfall abhidngig. Die Entscheidung wird in der Praxis
aufgrund einer Kosten- und Risikoabschédtzung gefallt.

Im Bereich Predictive Maintenance miissen die Stillstandszeiten einer Ma-
schine verringert werden, da diese sehr hohe Kosten verursachen. Im Weite-
ren soll eine Wartung nicht zu friih durchgefiihrt werden, da sich die Kom-
ponente vielleicht noch in einem guten Zustand befindet. Aus diesem Grund
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ist fiir den Anwendungsfall des FT-Anlagenmodells die Annahme (3) zu dis-
kutieren. Bei einer niedrigen Falsch-negativ-Rate kommt es zu wenigen Still-
standszeiten in der Produktion. Eine hohe Falsch-negativ-Rate fiihrt hinge-
gen zu vielen Stillstandszeiten in der Produktion, da félschlicherweise feh-
lerhafte Komponenten als nicht-fehlerhaft klassifiziert wurden. Dieser Fall
sollte moglichst vermieden werden, da es zu hohen Kosten durch die Pro-
duktionsunterbrechung kommt. Im Gegensatz fiihrt eine minimale Falsch-
positiv-Rate dazu, dass die Komponenten korrekt getauscht werden und
es kaum zum Austausch von nicht-fehlerhaften Komponenten kommt. Eine
hohe Falsch-positiv-Rate fiihrt hingegen haufig zum Austausch von nicht-
fehlerhaften Komponenten. Es muss also ein Trade-Off zwischen der Richtig-
positiv-Rate und der Richtig-negativ-Rate gefunden werden. Im idealen Fall
liegt eine sehr grofle Richtig-positiv-Rate vor, da sich somit die Falsch-negativ-
Rate minimiert. Aufierdem sollte auch die Richtig-negativ-Rate sehr grof3
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sein, damit die Falsch-positiv-Rate minimal wird.

In den Tabellen 6.3 und 6.4 sind die Ergebnisse vom Random Forest Algo-
rithmus und vom Gradient Tree Boosting Algorithmus dargelegt. Die voll-
stindigen Messergebnisse sind dem Anhang A.2 zu entnehmen, dabei sind
auch die Ergebnisse aus der 4x4-Konfusionsmatrix enthalten. Die Algorith-

Kriterium Originaldaten PCA Optimierung PCA/ Optimierung
ACC 97,23%  94,60% 98,46% 95,37%
TPR 95,46%  86,36% 100,00% 95,46%
TNR 97,47%  95,36% 98,31% 95,36%
FNR 4,55% 13,64% 0,00% 4,55%
FPR 2,53%  4,64% 1,69% 4,64%

men Random Forest und Gradient Tree Boosting weisen eine Falsch-negativ-
Rate von 0,00% nach der Optimierung auf. Die Ergebnisse bedeuten, dass es
bei diesen Algorithmen zu keinem Anlagenstillstand kommt. Es kommt al-
so zu keinen unvorhergesehenen Ausfillen und damit entstehen auch keine
teuren Wartungskosten. Die Falsch-positiv-Rate hat beim Random Forest Al-
gorithmus einen Wert von 1,69%, dies bedeutet, dass in sehr seltenen Fallen
eine funktionsfihige Komponente ausgetauscht wird. Beim Gradient Tree

Tabelle 6.3: Ubersicht der Ergebnisse vom Random Forest - FT

Kriterium Originaldaten PCA Optimierung PCA/ Optimierung
ACC 96,91%  94,98% 97,68% 95,75%
TPR 81,82% 86,36% 100,00% 90,91%
TNR 98,31% 95,78% 97,47% 96,20%
FNR 18,18%  13,64% 0,00% 9,10%
FPR 1,69%  4,22% 2,53% 3,80%

Tabelle 6.4: Ubersicht der Ergebnisse vom Gradient Tree Boosting - FT
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Boosting liegt dieser Wert minimal hoher bei 2,53%. Bei der Trenngenauig-
keit schneiden beide Algorithmen ziemlich &hnlich ab, allerdings ist auch
bei diesem Giitekriterium der Random Forest etwas préaziser.

In Tabelle 6.5 sind die Ergebnisse vom SvM-Algorithmus dargestellt. Der
SVM-Algorithmus konnte nicht optimiert werden, da die Durchlaufzeit nicht
im Kosten-Nutzen-Verhiltnis stand. Im Weiteren sind die Ergebnisse vor
der Optimierung relativ vielversprechend, allerdings sind die Ergebnisse
vom Random Forest und vom Gradient Tree Boosting nach der Optimie-
rung deutlich préziser. In diesem Anwendungsfall ist der Random Forest

Kriterium Originaldaten PCA Optimierung PCA/ Optimierung

ACC 96,53% 95,37% - -
TPR 90,91%  95,46% - -
TNR 97,05% 95,36% - -
FNR 9,09%  4,55% - -
FPR 2,95%  4,64% - -

Tabelle 6.5: Ubersicht der Ergebnisse von Support Vector Machine - FT

Algorithmus zur Verwendung empfohlen, da bei diesem Algorithmus so-
wohl die Falsch-negativ-Rate als auch die Falsch-positiv-Rate am geringsten
sind. Die Anwendung der PCA hat bei allen drei Algorithmen sowohl mit
und ohne Optimierung zu deutlich schlechteren Ergebnissen gefiihrt. Es ist
allerdings anzumerken, dass die Algorithmen nach der Anwendung der PCA
deutlich zeitsparender trainiert werden konnten.

In Abbildung 6.1 sind die optimierten Klassifikatoren Random Forest und
Gradient Tree Boosting in der ROC-Kurve abgebildet. Die ROC-Kurve zeigt
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Abbildung 6.1: ROC-Kurve der zwei Algorithmen - FT

ebenfalls, dass die Algorithmen Random Forest und Gradient Tree Boos-
ting fiir diesen Anwendungsfall geeignet sind, da sie deutlich oberhalb der
Winkelhalbierenden liegen. Der AUC-Score ist > 0,5, das bedeutet, dass die
Algorithmen keine zufélligen Klassifikatoren sind.
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Beim Datensatz mit den Flugzeugtriebwerken ist vorherzusagen, wann
ein Flugzeugtriebwerk kurz vor dem Ausfall steht, um es zu warten. In
diesem Fall hat die Sicherheit der Passagiere und der Besatzung hochste
Prioritit. Es muss aus diesem Grund vermieden werden, dass ein fehlerhaf-
tes Triebwerk fdlschlicherweise als nicht-fehlerhaft klassifiziert wird. Dieses
Ziel kann erreicht werden, indem die Falsch-negativ-Rate minimiert wird. In
diesem Anwendungsfall hat also die Annahme (1) hochste Prioritdt, damit
die Sicherheit der Passagiere und der Besatzung gewdahrleistet ist.

In Tabelle 6.6 sind die Ergebnisse vom Random Forest Algorithmus darge-
legt. Der Random Forest Algorithmus erzielt eine Falsch-negativ-Rate von

Kriterium Originaldaten PCA Optimierung PCA/ Optimierung

ACC 95,75%  94,21% 98,01% 94,60%
TPR 90,32%  80,65% 96,77% 80,65%
TNR 97,46%  98,48% 98,48% 98,99%
FNR 9,68% 19,36% 3,23% 19,36%
FPR 2,54%  1,52% 1,52% 1,02%

Tabelle 6.6: Ubersicht der Ergebnisse vom Random Forest - Flugzeugtriebwerke

3,23% und eine Richtig-positiv-Rate von 96,77%. Die Ergebnisse bedeuten,
dass es zu 3,23% zu einem unvorhergesehenen Triebwerkausfall kommen
kann. Der Wert ist fiir diesen kritischen Anwendungsfall definitiv zu hoch.
In Tabelle 6.7 sind die Ergebnisse vom Gradient Tree Boosting Algorith-
mus gezeigt. Der Gradient Boosting Algorithmus hat eine Falsch-negativ-

Kriterium Originaldaten PCA Optimierung PCA/ Optimierung

ACC 96,14% 91,89% 97,68% 95,37%
TPR 93,55% 70,97% 95,16% 82,26%
TNR 96,95%  98,48% 98,48% 99,49%
FNR 6,45% 29,03% 4,84% 17,74%
FPR 3,05%  1,52% 1,52% 0,51%

Tabelle 6.7: Ubersicht der Ergebnisse vom Gradient Tree Boosting - Flugzeugtrieb-
werke

Rate von 4,84% und eine Richtig-positiv-Rate von 95,16%. Diese Werte sind
wie beim Random Forest als nicht akzeptabel einzustufen.

Im Weiteren sind in Tabelle 6.8 die Ergebnisse vom svM-Algorithmus
dargestellt. Die SVM erreicht eine Falsch-negativ-Rate von 6,45% und eine
Richtig-positiv-Rate von 93,55%. Die SVM schneidet damit am schlechtesten
von den drei Algorithmen ab.

Nach Annahme (1) erzielt der Random Forest Algorithmus das beste Er-
gebnis. Im Weiteren erreicht der Random Forest eine Trenngenauigkeit von
98,01%. Der Gradient Tree Boosting und die SVM erzielen eine Trenngenauig-
keit von 97,68%. Die Trenngenauigkeit der beiden Algorithmen ist identisch,
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Kriterium Originaldaten PCA Optimierung PCA/ Optimierung

ACC 96,14%  77,61% 97,68% 84,56%
TPR 83,87% 6,45% 93,55% 40,32%
TNR 100,00%  100,00% 98,99% 98,48%
FNR 16,13%  93,55% 6,45% 59,68%
FPR 0,00% 0,00% 1,02% 1,52%

Tabelle 6.8: Ubersicht der Ergebnisse von Support Vector Machine - Flugzeugtrieb-
werke

dies verdeutlicht, dass die Trenngenauigkeit im Bereich Predictive Mainte-
nance kein aussagekréftiges Giitemafd darstellt. Die Optimierung nach der
Trenngenauigkeit hat dennoch zu besseren Ergebnissen bei den anderen Gii-
tekriterien gefiihrt, da diese korrelieren. Die Anwendung der PCA hat in
diesem Anwendungsfall sowohl ohne als auch mit Optimierung keine Ver-
besserung gebracht. Es ist allerdings anzumerken, dass die Durchlaufzeit
durch die Verringerung der Dimensionen ebenfalls verkiirzt werden konnte.
In Abbildung 6.2 sind die drei Algorithmen mit den jeweiligen ROC-Kurven
gegeniibergestellt. Eine Betrachtung der ROC-Kurve und des AUC-Scores zeigt,
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Abbildung 6.2: ROC-Kurve der drei Algorithmen - Flugzeugtriebwerke

dass die drei Algorithmen keine zufalligen Klassifikatoren sind. Diese Me-
trik bekréftigt also die Ergebnisse aus den vorherigen Tabellen. Der Anwen-
dungsfall bedarf allerdings einer Falsch-negativ-Rate von null, da es um
Menschenleben geht. Der Random Forest Algorithmus hat am besten ab-
geschnitten, deshalb sollte dieser weiter optimiert werden. Der Schwellwert
fiir eine Entscheidung liegt beim Random Forest bei 0,5 als default-Wert. Der
Schwellwert kann soweit verringert werden, bis die False-negativ-Rate den
Wert null annimmt. Die False-positiv-Rate steigt durch diese Verschiebung
immer weiter an, da die beiden Grofien negativ korrelieren.
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Die Ergebnisse der beiden Anwendungsfille legen dar, dass mithilfe eines
Klassifizierungsansatzes sehr prédzise Vorhersagen iiber den Zustand einer
Komponente gemacht werden koénnen. In den nicht-funktionalen Anforde-
rungen wurde eine Genauigkeit von mindestens 9o% als Ziel festgelegt. Die
Ergebnisse der Evaluation zeigen, dass dieses Ziel {ibertroffen wurde. Im
Weiteren wurde die funktionale Anforderung, dass die Daten auf Konsis-
tenz gepriift werden miissen, im Datenvorbereitungsschritt umgesetzt.

Die prototypische Umsetzung des cloudbasierten und anpassungsfahigen
Alterungsmodells hat gezeigt, dass AWS spezielle Dienste zur Durchfiihrung
von Data Science Projekten anbietet. Als Datenspeicher fiir die Trainings-
und Testdaten wurde Amazon S3 verwendet und zur Visualisierung der Da-
ten wurde die Python-Bibliothek matplotlib eingesetzt. Das trainierte Alte-
rungsmodell wurde ebenfalls in Amazon S3 gespeichert. Im Weiteren konn-
te mithilfe eines AWS-S3-Triggers ein anpassungsfihiges ML.-Modell fiir die
pradiktive Instandhaltung realisiert werden. In Bezug auf die Forschungs-
fragen ist anzufiihren, dass AWS die Services S3, SageMaker, Lambda und
API Gateway zur Realisierung eines cloudbasierten und anpassungsfahigen
Alterungsmodells zur Verfiigung stellt. Auflerdem wurde mit der Funktion
GridSearchCV eine Moglichkeit zur Optimierung von ML-Algorithmen vor-
gestellt. Im Ergebnis hat der Random Forest Algorithmus bei den einzelnen
Giitekriterien in beiden Anwendungsfillen am besten abgeschnitten.
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ZUSAMMENFASSUNG UND AUSBLICK

In diesem Kapitel werden die wichtigsten Aspekte kurz zusammengefasst
und ein Ausblick zu zukiinftigen Projekten mit dem FT-Trainingsmodell ge-
geben.

7.1 ZUSAMMENFASSUNG

In dieser Arbeit wurde eine Vorgehensweise zur Modellierung eines Alte-
rungsmodells zur pradiktiven Instandhaltung entwickelt. Die Arbeit orien-
tiert sich dabei an dem CRISP-DM Prozessmodell, welches das Vorgehen die-
ser Arbeit tibersichtlich darstellt. Im Weiteren deckt die Arbeit den komplet-
ten ML-Workflow vom Aufstellen der Anforderungen bis zur Bereitstellung
ab. In der Evaluierung hat sich gezeigt, dass sich die Ergebnisse in Bezug
auf die Falsch-negativ-Rate durch die Optimierung nach der Trenngenauig-
keit deutlich verbessert haben. Die Optimierung wurde mit der Funktion
GridSearchCV aus der scikit-learn Bibliothek durchgefiihrt.

Die Arbeit ist in den wissenschaftlichen Kontext der Datenwissenschaften
einzuordnen und hat gezeigt, dass sich die Services Amazon SageMaker in
Kombination mit Amazon S3 zur Entwicklung von ML-Algorithmen anbie-
ten. In Amazon SageMaker konnen die Algorithmen in der weitverbreiteten
Jupyter-Umgebung entwickelt werden, wodurch ein schneller Einstieg fiir
Datenwissenschaftler moglich ist. Im Weiteren wurde die Anpassbarkeit des
Alterungsmodells durch eine Lambda-Funktion und einen S3 PUT Event
Trigger realisiert. Das Alterungsmodell kann sich somit an jeden Elektromo-
tor eines FT-Trainingsmodells anpassen. Aufserdem bietet AWS den Service
API Gateway an, mithilfe dieses Services konnte das Alterungsmodell als
Web-Service bereitgestellt werden.

Eine weitere Zielsetzung war die Anbindung an eine AR-Brille und die Vi-
sualisierung am realen Anlagenmodell. Diese Zielsetzung wurde {iber einen
Simulator auf einem Notebook, welcher eine Vorhersage-Anfrage an die
Cloud sendet, realisiert. Die Antwort von der Cloud wird schliefdlich tiber
einen TCP-Socket an die HoloLens weitergeleitet. Die HoloLens-Anwendung
visualisiert den Zustand des Motors entweder griin (Keine Wartung) oder
rot (Wartung einleiten).

Der Klassifizierungsansatz in dieser Arbeit setzt voraus, dass RzF-Daten
zur Verfligung stehen. Der Ansatz ist somit nur einsetzbar, wenn in den
Daten der komplette Ausfallverlauf vorhanden ist. Im Ergebnis hat der Ran-
dom Forest Algorithmus bei der Falsch-negativ-Rate das beste Ergebnis er-
reicht und sollte bei dem FT-Datensatz und dem Datensatz ,Flugzeugtrieb-
werke” eingesetzt werden. Dies bedeutet allerdings nicht, dass das fiir jeden



7.2 AUSBLICK

Anwendungsfall zutrifft. Bei jedem Anwendungsfall muss der beste Algo-
rithmus empirisch gefunden werden.

Die Arbeit hat gezeigt, dass mithilfe eines physischen Anlagenmodells
praxisbezogene Forschung betrieben werden kann. Es ist also in der For-
schung nicht unbedingt notwendig teure Maschinen anzuschaffen, um Pre-
dictive Maintenance Forschungen durchzufiihren.

7.2 AUSBLICK

In der vorliegenden Arbeit wurde mithilfe von historischen Daten gearbei-
tet. In Zukunft konnte das entwickelte Alterungsmodell an die reale FT-
Anlage angebunden werden. Im Rahmen dieser Arbeit wurde bereits die
FT-Anlage mithilfe einer Speicherprogrammierbaren Steuerung (SPS) pro-
grammiert. Die SPS-Steuerung wurde in der Programmiersprache Funkti-
onsplan (FUP) programmiert. Im Zuge dieser Implementierung wurde sich
auch das standardisierte Industrieprotokoll OPC Unified Architecture (OPC
UA) angeschaut und bereits die ersten Sensor- und Aktorwerte ausgelesen.
Die Daten wiirden dann iiber OPC UA von der FT-Anlage abgegriffen und
schliefillich an ein Edge-Gerat weitergeleitet werden. Auf dem Edge-Gerit
konnten die Daten auf Konsistenz gepriift werden und gegebenenfalls bear-
beitet werden. Die Daten wiirden dann an das Alterungsmodell in der Cloud
weitergeleitet werden und es kdnnte eine Vorhersage durchgefiihrt werden.
Im Weiteren konnten historische Daten in der Cloud gespeichert werden,
um damit die Anpassbarkeit des Alterungsmodells zu gewédhrleisten. Der
Zustand der einzelnen Komponenten in der Anlage konnte schliefilich mit-
hilfe einer AR-Brille in Echtzeit visualisiert werden.
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ANHANG A

A.1 TABELLEN ZU DEN DATEN

A.1.1 Features des FT-Datensatzes

# Name Beschreibung Einheit
1 txtiy_hPa Druck Kompressor hPa
2 txtiy_tC Temperatur am Kompressor °C

3 txtry_in Referenzschalter Ofenschieber innen Bit

4 txtiy_i2 Referenzschalter Ofenschieber aufsen Bit

5  txt1y_i3 Referenzschalter Sauger (Brennofen) Bit

6 txt1iy_i5 Lichtschranke Brennofen Bit

7 txt17_os Ventil Vakuum Bit

8 txtiy_ob Ventil Senken Bit

9 txtiy_oy Ventil Ofenttir Bit
10 txt17_o8 Leuchte Ofen Bit
11 txt17_mai.finished Motor Ofenschieber (aktiv oder inaktiv) Bit
12 txtiy_mi.speed Geschwindigkeit Motor Ofenschieber Bit
13 txt17_ma2.finished Motor Sauger (aktiv oder inaktiv) Bit
14 txti7_ma2.speed Motor Sauger Geschwindigkeit Bit
15  txt16_i1 Referenzschalter Drehkranz (Sauger) Bit
16 txt16_i2 Referenzschalter Drehkranz (Sdge) Bit
17 txt16_i3 Referenzschalter Drehkranz (Forderband)  Bit
18 txt16_ig Lichtschranke Ende Forderband Bit
19 txt16_i5 Referenzschalter Sauger (Drehkranz) Bit
20 txt16_label Fehlerklassifizierung Motor m3 Bit
21 txti6_mi.speed Motor Drehkranz Bit
22 txt16_m2.speed Motor Sige Bit
23 txt16_m3.speed Motor Forderband Bit
24 txt16_m3RUL Verbleibende Lebenszeit -

25 txti6_oy Ventil Auswurf Bit
26 txt16_08 Kompressor Bit
27 timestamp Zeitstempel -

28 txti6_adxl3_x  Beschleunigungssensor x-Achse m/s?
29 txt16_adxl3_y Beschleunigungssensor y-Achse m/s?
30 txt16_adxl3_z Beschleunigungssensor z-Achse m/s?
31 maintenance Wartungsfenster Bit

Tabelle A.1: Sensor- und Aktorwerte der Station Ofen (TXT17) und der Station Sage

(TXT16)
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A.1.2  Features des Datensatzes , Flugzeugtriebwerke”

# Name Beschreibung Einheit
1 t2 Gesamttemperatur am Liiftereinlass °R

2 t2g Gesamttemperatur am LPC-Ausgang °R

3 t30 Gesamttemperatur am HPC-Ausgang °R

4 ts50 Gesamttemperatur am LPT-Ausgang °R

5 p2 Druck am Liiftereinlass psia

6 pi5 Gesamtdruck im Bypass-Kanal psia

7 P30 Gesamtdruck am HPC-Ausgang psia

8 nf Physikalische Liifterdrehzahl rpm

9 nc Physikalische Kerngeschwindigkeit rpm
10 epr Motordruckverhéltnis (p50/p2) -

11 ps30 Statischer Druck am HPC-Ausgang psia
12 phi Verhiltnis des Kraftstoffdurchflusses zu ps3o  pps/psi
13 nrf Korrigierte Liifterdrehzahl rpm
14 nrc Korrigierte Kerndrehzahl rpm
15 bpr Bypass-Verhiltnis -

16 farb Brennstoff-Luft-Verhaltnis des Brenners -

17 htbleed Zapfluft Enthalpie -

18 nf dmd Erforderliche Liifterdrehzahl rpm
19 penfr_dmd  Erforderliche korrigierte Liifterdrehzahl rpm
20 W31 HPT Kiihlmittelentliiftung Ibm/s
21 W32 LPT Kiihlmittelentliiftung Ibm/s
22 maintenance Wartungsfenster Bindr

Tabelle A.2: Sensorwerte vom Datensatz , Flugzeugtriebwerke” (i. A. an [Sax+08])
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A.2 MESSERGEBNISSE DER ALGORITHMEN

A.2.1  Ergebnisse vom Random Forest - FT

Kriterium Originaldaten PCA Optimierung PCA/ Optimierung
TN 231 226 233 226
FN 1 3 o} 1
FP 6 11 4 11
TP 21 19 22 21
ERR 2,7%  5,41% 1,54% 4,63%
ACC 97,23%  94,60% 98,46% 95,37%
TPR 95,46%  86,36% 100,00% 95,46%
TNR 97,47%  95,36% 98,31% 95,36%
FNR 4,55%  13,64% 0,00% 4,55%
FPR 2,53%  4,64% 1,69% 4,64%

Tabelle A.3: Ubersicht der Ergebnisse vom Random Forest - FT

A.2.2  Ergebnisse vom Gradient Tree Boosting - FT

Kriterium Originaldaten PCA Optimierung PCA/ Optimierung
TN 233 227 231 228
FN 4 3 0 2
FP 4 10 6 9
TP 18 19 22 20
ERR 3,09%  5,02% 2,32% 4,25%
ACC 96,91%  94,98% 97,68% 95,75%
TPR 81,82% 86,36% 100,00% 90,91%
TNR 98,31% 95,78% 97,47% 96,20%
FNR 18,18%  13,64% 0,00% 9,10%
FPR 1,60%  4,22% 2,53% 3,80%
Tabelle A.4: Ubersicht der Ergebnisse vom Gradient Tree Boosting - FT
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A.2.3  Ergebnisse von Support Vector Machine - FT

Kriterium Originaldaten PCA Optimierung PCA/ Optimierung
N 230 226 - -
FN 2 1 - -
FP 7 11 - -
TP 20 21 - -
ERR 3,48%  4,63% - -
ACC 96,53% 95,37% - -
TPR 90,91%  95,46% - -
TNR 97,05% 95,36% - -
FNR 9,00%  4,55% - -
FPR 2,05%  4,64% - -

Tabelle A.5: Ubersicht der Ergebnisse von Support Vector Machine - FT

A.2.4 Ergebnisse vom Random Forest - Flugzeugtriebwerke

Kriterium Originaldaten PCA Optimierung PCA/ Optimierung
N 192 194 194 195
FN 6 12 2 12
FpP 5 3 3 2
TP 56 50 60 50
ERR 4,25%  5,79% 1,93% 5,41%
ACC 95,75%  94,21% 98,01% 94,60%
TPR 90,32% 80,65% 96,77% 80,65%
TNR 97,46%  98,48% 98,48% 98,99%
FNR 9,68% 19,36% 3,23% 19,36%
FPR 2,54%  1,52% 1,52% 1,02%
Tabelle A.6: Ubersicht der Ergebnisse vom Random Forest - Flugzeugtriebwerke
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A.2.5 Ergebnisse vom Gradient Tree Boosting - Flugzeugtriebwerke

Kriterium Originaldaten PCA Optimierung PCA/ Optimierung

N 191 194 194 196
FN 4 18 3 11
FP 6 3 3 1
TP 58 44 59 51
ERR 3,86%  8,11% 2,32% 4,63%
ACC 96,14% 91,89% 97,68% 95,37%
TPR 93,55% 70,97% 95,16% 82,26%
TNR 96,95% 98,48% 98,48% 99,49%
FNR 6,45% 29,03% 4,84% 17,74%
FPR 3,05%  1,52% 1,52% 0,51%

Tabelle A.7: Ubersicht der Ergebnisse vom Gradient Tree Boosting - Flugzeugtrieb-
werke

A.2.6 Ergebnisse von Support Vector Machine - Flugzeugtriebwerke

Kriterium Originaldaten PCA Optimierung PCA/ Optimierung

N 197 197 195 194
FN 10 58 4 37
FP 0 0 2 3
P 52 4 58 25
ERR 3,86%  22,39% 2.32% 15,44 %
ACC 96,14%  77,61% 97,68% 84,56%
TPR 83,87% 6,45% 93,55% 40,32%
TNR 100,00%  100,00% 98,99% 98,48%
FNR 16,13%  93,55% 6,45% 59,68%
FPR 0,00% 0,00% 1,02% 1,52%

Tabelle A.8: Ubersicht der Ergebnisse von Support Vector Machine - Flugzeugtrieb-
werke
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