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Kurzfassung |

Kurzfassung

Die Entwicklung von Machine Learning Anwendungen wird stetig umfangreicher, wes-
halb vermehrt Methodiken aus der professionellen Softwareentwicklung verwendet wer-
den. Diese Thesis wendet Continuous Integration/Deployment auf ein bestehendes Ma-
chine Learning Entwicklungsprojekt an. Dabei werden die Anforderungen, welche Ma-
chine Learning an Continuous Integration/Deployment stellt, ausgearbeitet und praxisnah
umgesetzt. Die praktische Anwendung basiert auf einer klassischen Continuous Integra-
tion Pipeline, welche mit GitLab-Cl umgesetzt wurde. Eine von DVC ausgefuhrte Ma-
chine Learning Pipeline wurde in die Continuous Integration Pipeline integriert. Daraus
resultiert eine automatisiert ausfiihrbare Continuous Integration/Deployment Pipeline mit
einem integrierten Machine Learning Prozess. Innerhalb dieser Pipeline knnen Machine
Learning Prozesse durchgefiihrt und nachvollzogen werden.
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1  Einleitung

Die Anzahl der Machine Learning Projekte und der Experten im Bereich des Machine
Learnings wachst stetig. Machine Learning wird in verschiedenen Bereichen angewendet,
unter anderem in der Medizin, der Wirtschaft und der Industrie. Machine Learning scheint
in der Lage zu sein, unser Leben um ein Vielfaches zu erleichtern. Es verspricht das au-
tomatische Erkennen von Krankheitsbildern, prézise Prognosen fur das nachste Quartal
oder auch ein Auto, welches autonom und zuverl&ssig sicher zum Ziel fahrt. Theoretisch
ist dies alles mdglich, doch in der praktischen Umsetzung stoRt Machine Learning auf
verschiedene Herausforderungen. Diese kénnen sowohl politischer, technischer als auch
wirtschaftlicher Natur sein.

Die Thesis stellt sich einer spezifischen Herausforderung im Bereich des Machine Lear-
nings, um diese zu l6sen. Machine Learning ist technisch komplex. Sobald das Projekt
eine gewisse GroRe erreicht, muss Machine Learning, neben seinen Kernaufgaben noch
weitere Anforderungen erfiillen. Die weiteren Anforderungen beziehen sich nicht auf das
Machine Learning selbst, sondern auf die duReren Strukturen des Entwicklungsprozesses.
In der professionellen Softwareentwicklung werden dazu unterschiedliche Methodiken
angewendet. Typische Methoden sind beispielsweil3e Continuous Integration sowie Con-
tinuous Deployment. Werden diese Methoden auf Machine Learning Projekte angewen-
det, ist es notwendig auf die Anforderungen von Machine Learning einzugehen, um es in
Continuous Integration/Deployment integrieren zu kdnnen.

Die dargestellte Herausforderung wird exemplarisch an einem bereits vorhandenen Ma-
chine Learning Projekt erortert. Das Projekt ist ein Praktikum, welches die Grundlagen
des Machine Learning vermittelt. Das daraus entstehende Machine Learning Modell stellt
den Ausgangspunkt der Thesis dar. Eine Optimierung des Machine Learning Modells ist
kein Ziel der Thesis. Stattdessen wird das Machine Learning Praktikum unter Verwen-
dung von Continuous Integration/Deployment in eine professionelle Entwicklungsstruk-
tur integriert.

1.1 Ziel der Thesis

Das Hauptziel der Thesis ist die Professionalisierung des Machine Learning Entwick-
lungsprozesses mit Hilfe von Techniken aus der Softwareentwicklung. Daher wird in die-
ser Thesis eine Pipeline entwickelt,, welche Continuous Integration/Deployment speziell
fur Machine Learning implementiert. Dabei sollen die Anforderungen von Machine Lear-
ning an eine solche Pipeline ausgearbeitet und umgesetzt werden.
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Exemplarisch soll die Umsetzung an dem Machine Learning Projekt ML-Praktikum er-
folgen. Das ML-Praktikum bildet die Basis der Umsetzung. Diese dient der Erweiterung
des ML-Praktikums. Die Kernkomponenten der Entwicklung des ML-Praktikums sollen
bei der Losung wiederverwendet werden. Zu diesen gehdren sowohl das Jupyter Note-
book als auch der verwendete Quellcode.

1.2 Aufbau der Thesis

Die Thesis gliedert sich in funf Kapitel. Nach der Einleitung in Kapitel Eins, wird der
aktuelle Stand der Technik in Kapitel Zwei erklart. Unteranderem werden die VVorausset-
zungen der Thesis dargestellt. Untergliedert ist das Kapitel in drei Bereiche, welche un-
terschiedliche Zielgruppen ansprechen. Sowohl fiir den Machine Learning Experten, wel-
cher sich fir die Methodiken aus der Softwareentwicklung interessiert, als auch fur den
Softwareentwickler, welcher die Grundlagen von Machine Learning verstehen mdochte,
werden Informationen bereitgestellt. In einem allgemeinen Teil, welcher fur beide Ziel-
gruppen relevant ist, wird das ML-Praktikum und das Jupyter Notebook erldutert.

Das dritte Kapitel umfasst die Herausforderungen von Continuous Integration/Deploy-
ment und Machine Learning sowie die Herausforderungen, welche Machine Learning di-
rekt an Continuous Integration/Deployment stellt. Daraus resultieren Anforderungen von
Machine Learning an Continuous Integration/Deployment.

Im vierten Kapitel wird die Umsetzung dargestellt. Diese ist in drei Ausfihrungsschritte
unterteilt. Eine klassische Continuous Integration/Deployment Pipeline wird als Grund-
lage erstellt. Weiterfiihrend wird die Machine Learning Pipeline definiert und mit Unter-
stiitzung eines Tools umgesetzt. Abschlielend werden beide Pipelines zusammengefiihrt,
indem die Machine Learning Pipeline in die Continuous Integration/Deployment Pipeline
integriert wird.

Das Kapitel Funf zeigt das Ergebnis auf. Die in Kapitel Drei erarbeiteten Anforderungen
werden Uberprift. Nachfolgend zeigt ein Ausblick, inwiefern an die Arbeit angeknlpft
werden kann.
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2 Stand der Technik

Im Stand der Technik werden die Grundlagen und Voraussetzungen fiir die Thesis be-
schrieben. Diese sind in drei Abschnitte unterteilt. Der Fokus liegt dabei auf Software-
entwicklern, welche sich fiir Machine Learning interessieren sowie auf Machine Learning
Experten, die sich fur die Techniken aus der Softwareentwicklung interessieren. Die Vo-
raussetzungen, auf denen die Thesis basiert, werden in einem allgemeinen Abschnitt er-
lautert, welcher fur beide Zielgruppen relevant ist.

2.1 Allgemein

Das ML-Praktikum ist die Grundlage der praktischen Umsetzung. Das dazugehérige Tool
Jupyter Notebook soll in der Losung enthalten bleiben. Im folgenden Teilkapitel werden
diese beiden Voraussetzungen genauer beschrieben.

2.1.1 ML-Praktikum

Bei dem ML-Praktikum handelt es sich um eine eintdgige Schulung. Diese Schulung
wurde von dem Unternehmen "Accso Accelerated Solutions GmbH" erstellt und durch-
gefiihrt. Die Schulung richtet sich an Softwareentwickler mit Interesse an Machine Lear-
ning. Ziel ist Vermittlung von Python und Machine Learning Grundlagen.

Das Praktikum besteht dabei aus einem theoretischen und einem praktischen Teil. In dem
theoretischen Teil bekommen die Teilnehmer verschiedene Présentationen zu Python und
Machine Learning vorgetragen. Im praktischen Teil der Schulung setzen die Teilnehmer
das Gelernte in die Praxis um. Dabei bekommen sie Beispiele und Aufgaben, die es zu
l6sen gilt. Die Ubungen werden mit der Hilfe von Jupyter Notebook (siehe Kapitel 2.1.2)
umgesetzt. Jede Ubungseinheit ist ein eigenes Notebook. Das ML-Praktikum ist in Fol-
gende Ubungseinheiten unterteilt:

« Python und Pandas Basics
* Entscheidungsbdaume
* Neuronale Netze

In den Notebooks wird zu Entscheidungsbdumen und neuronalen Netzen, jeweils ein Ma-
chine Learning Modell entwickelt. Die Teilnehmer wirken bei deren Entstehung mit.
Diese besteht aus den grundlegenden Schritten:

1. Daten Vorbereitung
2. Modelltraining

3. Modell Evaluation
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Bei den verwendeten Daten handelt es sich um eine Liste von Videospielen, auf der zum
Beispiel Titel sowie die Anzahl der Verkaufe gelistet werden. Hierbei werden jedoch nur
die Titel beruicksichtigt, die mehr als 100.000 Kopien verkauft haben. Die Modelle bilden
hierbei die folgende dquivalente Aufgabe ab: Als Mitarbeiter eines Spieleentwicklers
mochte das Unternehmen feststellen, ob ein neues Spiel eine Konkurrenz fir das Unter-
nehmen darstellt.

Dieses Praktikum ist eine gute Grundlage fir diese Thesis. Es besteht aus 2 Experimen-
ten, welche ihr Ergebnis weder aus der Jupyter Umgebung ausgeben noch Schritte zur
Automatisierung wahrnehmen. AulRerdem ist das verwendete Machine Learning Modell
simpel genug, um auch von nicht Machine Learning Experten verstanden zu werden.

2.1.2 Jupyter Notebook

Jupyter bietet eine Entwicklungsumgebung, welche haufig von Data Scientists verwendet
wird. Es bietet die Mdglichkeit mit interaktiven Dokumenten zu arbeiten. Diese Doku-
mente unterstutzen ausfuhrbaren Code, Dokumentation als formatierten Text, Gleichun-
gen und Abbildungen. Ein solches Dokument wird in Jupyter Notebook genannt.

: File Edit View Run Kemel Tabs Setlings Help

= Notebook.ipynb *
B+ X DO B » m C  Markdown v

o e
I Uberschrift

Das ist eine Markdown Zelle hier kann der Inhalt Formatiert werden:

2 o Fett
* Kursiv
() « unterstrichen

Dies ist eine LaTeX Formel % die im Text steht.

# Import the necessary packages and modules
import matpletlib.pyplot as plt
import numpy as np

# Prepare the data

x = np.linspace(@, 18, 168)

# Plot the data

plt.plot(x, x, label='linear")

# Add a legend

ﬁlt.legend(]

# Show the plot

plt.show()

10 1 — linear

8

3

Abbildung 1: Beispiel eines Jupyter Notebooks
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Jupyter verwendet zum Ausfihren von Code standardmaRig den IPython Kernel, einen
Python Interpreter. Unterstitzt werden neben IPython auch weitere Kernel. Ein Jupyter
Notebook ist in Zellen unterteilt. Es gibt die folgenden zwei Arten von Zellen:

e Markdownzellen
Dieser Zellentyp enthalt eine vereinfachte Auszeichnungssprache. Die Zellen

unterstiitzen formatierten Text, wie beispielsweise fett, kursiv und Uberschrif-
ten. Des Weiteren werden auch Links, Bilder und Formeln unterstitzt [1, S.
6].

o Codezellen
Der aktuelle Kernel fiihrt Zellen die als Code gekennzeichnet sind aus. Das

Ergebnis wird in einer Ausgabezelle dargestellt. Die Ausgaben sind dabei

vielféltig. Moglich sind z.B. Rich Text, Graphen, Bilder oder HTML-Tabellen

[1, S. 6].
In der Praktikumsumgebung wird das Jupyter als Server-Client Version verwendet. Die
Server-Client Anwendung nennt sich JupyterLab. Diese ermoglicht es mehrere Note-
books auf einem Server auszulagern und uber einen Client zu bearbeiten. JupyterLab ist
eine Weiterentwicklung der Jupyter Notebook Entwicklungsumgebung. Im Praktikum
haben die Teilnehmer jeweils eine eigene Instanz eines JupyterLabs zur Verfugung ge-
stellt bekommen. Dadurch kdnnen sie parallel an den gleichen Aufgaben arbeiten.

2.2 Techniken aus der Softwareentwicklung

Die Konzepte Continuous Integration und Continuous Deployment, werden fiir die Ver-
besserung des Entwicklungsprozesses fiir Machine Learning verwendet. Tools und Kon-
zepte, welche fir die praktische Umsetzung erforderlich sind, werden innerhalb dieses
Kapitels beschrieben.

2.2.1 Continuous Integration/Deployment (CI/CD)

Das grundlegende Thema der Thesis basiert auf den beiden Konzepten Continuous In-
tegration und Continuous Deployment.

Continuous Integration

Continuous Integration (ClI) ist ein Konzept zur Optimierung bei der Entwicklung von
Software. Beim Arbeiten in Teams, tiber verteilte Systeme, werden téglich oder auch 6fter
Softwarestrange zusammengefuhrt und kompiliert. Das Ziel von Cl ist es, Fehler auf dem
Weg zur lauffahigen Software jederzeit und friih zu erkennen, um letztlich die Qualitét
der Software zu steigern. Durch haufiges Kompilieren der Software werden Probleme
frihzeitig erkannt. Daflr werden zur Unterstlitzung Tests ausgefiihrt und Metriken
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erstellt. Diese Prozesse werden im ldealfall automatisch nach dem Einchecken in die
Quellcodeverwaltung ausgelost.

In der Softwareentwicklung findet ein Umdenken statt. Anstelle von Monolithen und lan-
gen Entwicklungszeiten wenden Unternehmen agile Softwareentwicklungsverfahren, au-
tomatisierte Entwicklungsprozesse sowie flexible und modulare Architekturen an.

Um das schnelle Ausliefern von Software zu gewahrleisten, ist Continuous Integration
(CI) der wesentliche Baustein.

Die Prinzipien hinter CI finden ihre Anwendung bei der Entstehung der Software. Das
Ziel von Cl ist es, den Build Prozess so haufig wie moglich durchzufiihren. Auf diese
Weise entsteht standiges Feedback, welches durch friihes Erkennen von Fehlern, die Qua-
litdt bedeutsam erhoht. Um dies zu erreichen, gilt es die Prinzipien von CI zu verstehen
und zu meistern.

Im Artikel "Continuous Integration™ von Martin Fowler werden diese Prinzipien erlautert

2]

Single Repository

In vielen Projekten entstehen eine Menge an Dateien. Es ist notwendig diese zu verwalten
und zu versionieren. Deswegen ist ein Team, welches das Arbeiten mit Quellcodeverwal-
tungstools verinnerlicht hat, eine VVoraussetzung fiir das Verwenden von CI. Dabei ist es
wichtig, dass alles an einem Ort zu finden ist. Dies impliziert, dass jedes Projekt nur ein
Repository besitzt. Es gilt nicht nur Quellcode zu verwalten; Martin Fowler schreibt dazu
"everything you need to do a build should be in there including: test scripts, properties
files, database schema, install scripts, and third party libraries.” [2].

Nach dem parallelen Entwickeln kdnnen beim Zusammenfiihren der Anderungen soge-
nannte Merge-Konflikte auftreten. Diese Konflikte treten auf, wenn an derselben Datei
Anderungen vorgenommen werden. Die Konflikte miissen, falls sie sich an der gleichen
Zeile befinden, manuell geldst werden. Durch haufiges zusammenfihren lassen sich ma-
nuelle Merge-Konflikte begrenzen. Deswegen ist es ein Standardvorgehen, Anderungen
mindestens einmal am Tag, besser noch 6fter zur Mainline hinzuzufiigen. Dadurch steigt
die Chance die Konflikte friiher erkennen und beheben zu kénnen [2].

Builds automatisieren

Um eine lauffahige Software aus dem Quellcode zu erhalten, werden typischerweise fol-
gende Schritte benétigt:

1. Kompilieren
2. Unit Testing
3. Paketieren
4. Deployen
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5. System Testing

Werden diese Schritte manuell ausgefihrt, wird Potential fiir Fehler geschaffen. "Make
sure you can build and launch your system using these scripts using a single command."
[2]. Dieser Punkt ist essenziell fiir das Automatisieren von Buildvorgangen. Alle Schritte
mussen in Skripten abgedeckt sein, die am Ende gebdindelt durch einen Befehl ausgefihrt
werden kénnen. Trotz standiger Quellcodednderungen im Repository, ist der Buildvor-
gang Kklar und einfach durchzufthren.

Selbsttestende Builds
"A program may run, but that doesn't mean it does the right thing." [2]

Mit genau dieser Problemstellung haben sich bereits viele Frameworks beschéaftigt. Das
Ergebnis sind Unit und Integration Tests. Bereits lokal muss der Entwickler mit Hilfe
automatisierter Tests feststellen kdnnen, ob ein Build erfolgreich ist oder nicht. Spatestens
beim Integrieren in die Mainline, sollten moglichst alle Bugs im Code gefunden werden.
Schlagen diese Tests fehl, muss der Entwickler diese umgehend beheben. Dadurch wer-
den Bugs effektiver gefunden und behoben. Um die anderen Teammitglieder nicht zu
blockieren, mussen Fehler, die beim Integrieren in die Mainline entdeckt werden, umge-
hend behoben werden [2].

Buildzeit

Insgesamt muss die Buildzeit moglichst gering sein, laut Martin Fowler "[...] the XP gui-
deline of a ten minute build is perfectly [...]" [2]. Trotz immer besserer Hardware ist diese
Zeit nicht immer zu erreichen. Dennoch sollte immer versucht werden, den Buildvorgang
so kurz wie moglich zu halten. Die Tests sind dabei ein haufiges Problem, da sie sehr
zeitintensiv sind. Daher ist eine Moglichkeit, um die Zeit effizienter zu nutzen, den Build-
vorgang in verschiedene Stages zu unterteilen, um nicht alle Tests in einem Schritt aus-
zufuhren und die Weiterarbeit zu ermdoglichen.

Kommunikation

Ein wichtiger Bestandteil von CI ist Kommunikation. Alle Schritte zum Erstellen und
Ablegen von Software muss fur alle im Team klar sein. Die Umsetzungsweise der bereits
genannten Prinzipien mussen im Team kommuniziert werden, um einen einheitlichen
Workflow zu bedienen. Zu jeder Zeit ist der Status des Projektes ersichtlich, damit klar
ist ob Handlungsbedarf besteht. Martin Fowler ist der Meinung, dass dies auf jeden Fall
auch visuell dargestellt werden muss, beispielsweise durch eine Ampel [2].

Continuous Deployment

Continuous Deployment (CD) ist ein agiles Konzept, welches auf den Prinzipien von CI
aufbaut. Es wird als erstes Prinzip unter dem Agilen Manifesto wie folgt genannt: Es sei
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die hochste Prioritdat den Kunden durch kontinuierliches Liefern von funktionierender
Software zufriedenzustellen [3]. Das Ziel von CD ist die Minimierung der Zeit zwischen
dem Schreiben einer Codezeile und deren Einsatz. Erreicht wird dies mit der Automati-
sierung des Ausrollprozesses der Software [4].

2.2.2 Git

Git ist ein Open Source Softwaretool, welche von Linus Torvalds 2005 initiiert wurde
[5]. Dessen Zweck ist die Versionierung von Dateien. Dies bedeutet, dass verschiedene
Versionen dieser Dateien gespeichert und wiederhergestellt werden kénnen. Somit eignet
es sich hervorragend zur Versionierung von Quellcode [6, S. 1].

Git ist ein verteiltes Versionierungssystem. Im Unterschied zu einem zentralen System,
wird der Quellcode nicht von einer zentralen Einheit verwaltet. Jeder Client hat seine
eigene Kopie des Repository des Servers [6, S. 4]. Somit kann jeder Entwickler lokal an
seinem Repository arbeiten und es spater mit anderen zusammenfuhren.

2.2.3 GitLab

Der Quellcode aus dem ML-Praktikum wird Uber Git versioniert. Im betreuenden Unter-
nehmen wird Git Uber das Quellcodeverwaltungssystem GitLab verwendet. Diese vor-
handene Ressource wird in der Thesis genutzt.

GitLab ist ein Versionskontrollsystem und basiert vollstandig auf Git. Es erweitert Git
um eine Weboberflache, welche mit verschieden Tools die Funktionalitat von Git unter-
stitzt und erweitert. Wichtige Komponenten sind dabei die Management-, Planungs-,
Quellcodeverwaltungs-, Qualitatssicherungs- und Release-Funktionalitaten [7].

2.2.4 GitLab-ClI

Tools unterstiitzen die Erstellung von Pipelines zur Automatisierung der Softwarepro-
duktion. Sie fordern die Kommunikation, indem sie den Zustand und Status der Pipeline
visualisieren und melden. Ebenfalls ist es mdglich diese Praktiken zusammenzufiihren.

Dieses Tool ermdglicht es innerhalb einer GitLab Umgebung eine CI/CD-Pipeline auf-
zubauen. In dem Repository eines Softwareprojektes kann eine Pipeline CI/CD, mit Hilfe
der Datei ".gitlab-ci.yaml", initialisiert werden. Der Name identifiziert diese als Ein-
stiegspunkt fiir den Pipelineprozess. Liegt diese Datei im Repository, 10st sie automatisch
beim Einchecken von Quellcode in GitLab die Durchfuhrung der Pipeline aus. In der
Datei stehen die ndtigen Informationen und Schritte, die zur Durchfihrung notwendig
sind. Das Ausfiihren des Skriptes tGbernimmt der GitLab-Runner (Runner). Ein Reposi-
tory bendtigt zum Ausfihren einer Pipeline mindestens einen Runner, kann aber auch
mehrere besitzen. Dabei kdnnen die Runner sowohl lokal auf dem Entwickler PC instal-
liert sein, als auch auf einem Server oder in der Cloud liegen. Die einzelnen Schritte lassen
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sich in der Webansicht begutachten. Nach Abschluss der Pipeline informiert GitLab den
Entwickler per Mail [8].

2.3 Machine Learning

Um die Anforderungen von Machine Learning an einen CI/CD-Prozess nachvollziehen
zu koénnen, ist es wichtig die Grundlagen von Machine Learning zu verstehen. Anhand
des Beispiels neuronale Netze, werden diese Grundlagen exemplarisch verdeutlicht.

CRISP-DM bietet einen Standardprozess fur die Entwicklung von Machine Learning Pro-
jekten an. Bei der praktischen Umsetzung wurde sich an diesem Standardprozess orien-
tiert.

2.3.1 Grundlagen

Neben CI/CD ist Machine Learning eine weitere Schlisselkomponente dieser Thesis.
Géron definiert Machine Learning folgendermaliien:

"Machine Learning ist die Wissenschaft (und Kunst), Computer so zu pro-
grammieren, dass sie anhand von Daten lernen.” [9, S. 4]

Machine Learning (ML) kann Probleme mit Hilfe von Lernalgorithmen und Daten l6sen.
Ein Algorithmus in Machine Learning ist eine Prozedur, welche ein Modell findet und
dieses auf ein Problem anwendet. Beispielsweise kann ein Algorithmus lernen, indem
dieser Muster in den Daten erkennt, an diesen lernt und dann das Modell anpasst. Der
Prozess wird trainieren genannt [10]. Daraus entsteht ein trainiertes Modell, welches zur
Ldsung des Problems verwendet werden kann.

Losungen mit Machine Learning eignen sich bei Aufgaben, welche viel Handarbeit oder
ein komplexes Regelwerk bendtigen, fur Probleme, fiir die es keine Standardldsung gibt
sowie Umgebungen mit haufig andernden Datenkontext. Des Weiteren eignet sich Ma-
chine Learning, um Erkenntnisse tber komplexe Aufgabenstellungen und grofien Daten-
mengen zu gewinnen [9, S. 7-8]. Beispielsweise aus einem Bild mit geringer Auflésung
ein Gesicht erkennen zu kdnnen.

Die Schwierigkeit liegt in der Auswahl eines geeigneten Algorithmus sowie die passen-
den Trainingsdaten, die das Problem ausreichend beschreiben. [9, S. 22].

Eine grolRe Rolle stellt die Auswahl und Menge der Daten dar.

"Selbst bei sehr einfachen Aufgaben bendtigen Sie Giblicherweise tausende
von Beispielen, und bei komplexen Aufgaben wie Bild- oder Spracherken-
nung kénnen es auch Millionen sein” [9, S. 23].
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Je nach Algorithmus helfen grofie Datenmengen beim Trainieren des Modells. Die Daten
miussen reprasentativ flr das Problem sein, weshalb die Menge allein nicht ausschlagge-
bend ist.

Beispielsweise soll ein Modell trainiert werden, das voraussagt, welches Land nachstes
Jahr das beliebteste Urlaubsziel der Deutschen sein wird. Zur Verfugung stehen die Daten
von Flugreisen einer Fluggesellschaft. Es kann sein, dass diese Daten dennoch nicht re-
prasentativ sind. Bei den ausgelesenen Daten kénnen neben den Urlaubsreisen auch Ge-
schéaftsreisen vorhanden sein. Die Geschéftsreisen sind fur das Modell irrelevanten Daten
und sorgen somit flr ein Rauschen im Trainingsdatensatz. Fehlerhafte Daten oder Aus-
reiler konnen ebenfalls zu einem Rauschen fuhren. Dieses Rauschen wirkt sich negativ
auf das Modell aus und fiihrt zu weiteren Fehlerquellen. Deshalb miissen sinnvolle Merk-
male ausgewahlt oder Merkmale zu sinnvollen Merkmalen verbunden werden. Dies wird
als Feature Engineering bezeichnet.

Es ist sinnvoll den Umfang der Trainingsdaten zu verringern, ohne dabei viele Informa-
tionen zu verlieren [9, S. 26]. Dies spart Zeit beim Trainieren und Platz auf der Festplatte.
Dazu kann ein Verfahren der Dimensionsreduktion verwendet werden. Dabei werden kor-
relierende Merkmale vereint. Beispielsweise hat der Kilometerstand und das Alter eines
Autos einen Einfluss auf seinen Verkaufspreis. Die Merkmale des Kilometerstandes und
des Autos kdnnen zu einem Merkmal verbunden werden, welches die Abnutzung des
Fahrzeugs représentiert [9, S. 12].

Wie bereits erwéhnt, haben auch Algorithmen, welche nicht zur Problemstellung passen,
einen negativen Einfluss auf die Genauigkeit des Modells. Passen die im Training ge-
wahlten Parameter zu genau zu den Trainingsdaten, so werden auch Muster in Rauschen
und AusreiBer erkannt. Ein solches Modell deckt die vorhandenen Daten perfekt ab,
schneidet jedoch schlecht bei neuen Daten ab. Dieses Verhalten wird als Overfitting be-
zeichnet. Es tritt auf wenn das Modell, im Verhaltnis zu den verwendeten Trainingsdaten,
zu komplex ist [9, S. 26].

Es gibt verschiedene Losungen, um Overfitting zu vermeiden. Zunéchst kann das Modell
angepasst werden, indem ein simpleres Modell gewahlt wird. Anstatt eines polynomiellen
Modells hoheren Grades, kann zum Beispiel ein lineares Modell verwendet werden.
Ebenfalls konnen dem Modell Restriktionen auferlegt oder die Trainingsdaten angepasst
werden, um das Problem zu lésen. Eine Restriktion kann die Einschrankung der Freiheits-
grade des Modells beinhalten. Beispielsweise wird ein Parameter des Modells auf einen
festen Wert gesetzt, sodass nur noch die anderen Parameter im Training angepasst werden
kdnnen. Solche Restriktionen kénnen vor dem Durchfiihren des Trainings angegeben
werden. Die Parameter zur Ausfiihrung des Trainings, werden auch Hyperparameter ge-
nannt [9, S. 27-28].
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Mehr Trainingsdaten, weniger Merkmale oder das Korrigieren von Daten, indem Ausrei-
Rer und Datenfehler entfernt werden, sind mdgliche Wege Overfitting mit Hilfe der Daten
zu beheben. Anhand von Ausreil3ern oder Rauschen werden so keine Muster erkannt [9,
S. 27].

Das Modell kann zu ungenau sein. Dieses gegensétzliche Verhalten nennt sich Underfit-
ting. Um nochmals das Beispiel des Reiseziels aufzugreifen: Es sind mehr Merkmale not-
wendig als die Flugdaten einer Fluggesellschaft. Die Realitét ist komplexer. In einem
wirtschaftlich schwachen Jahr wird aufgrund der finanziellen Situation, der Urlaub hau-
figer im eigenen Land stattfinden. Um Underfitting zu vermeiden, misste das Modell
auch diese Merkmale beinhalten. Generell hilft es in solchen Féllen auch einen komple-
xeren Algorithmus zu verwenden oder die Restriktionen des Modells zu verringern [9, S.
29].

Ist das Modell trainiert, muss geprift werden wie gut es das Problem 16st. Die Verwen-
dung des Modells mit neuen Datenpunkten ist die einzige Mdéglichkeit das Modell zu
prufen. Der direkte Einsatz im Produktivsystem ist nicht empfehlenswert. Falls das Mo-
dell unzulé@nglich verallgemeinert, hat dies negative Auswirkungen auf das Produktivsys-
tem. Gangige Praxis ist es, die Daten in Trainings- und Testdaten zu unterteilen. Dabei
wird das Modell mit den Trainingsdaten trainiert und anschlieBend mit den Testdaten
getestet. Dadurch l&sst sich Uberprifen, wie gut das Modell bei unbekannten Daten ab-
schneidet. Die dabei festgestellte Abweichung nennt sich Verallgemeinerungsfehler [9,
S. 26]. Treffen beispielsweise 5 von 100 Aussagen nicht zu, dann hat das Modell eine
Abweichungsrate von 5 %. Eine Verbesserung kann durch das Andern der vorherigen
Schritte erreicht werden, beispielsweise durch Auswahl des Algorithmus, Optimierung
der Merkmale oder Andern der Hyperparameter. Dennoch muss darauf geachtet werden,
dass am Ende nicht ein Modell resultiert, welches zwar perfekt die Testdaten abdeckt,
aber dennoch nicht verallgemeinert. Hierbei ist die gangige Praxis die Verwendung eines
weiteren Datensatzes. Dieser Validierungsdatensatz vergleicht nach dem Training die
Modelle untereinander. Nachdem das beste Modell gefunden ist, wird dieses abschlie-
Rend mit dem Testdatensatz auf den Verallgemeinerungsfehler tberpriift [9, S. 30-31].

Der Prozess bis zum Testen des Modells wird mehrfach ausgefiihrt, damit passende Al-
gorithmus und dazugehorige Hyperparametern fir ein ML-Modell ermittelt werden kon-
nen. Dabei ist ein hdufiges Verfahren das Ableiten verschiedener Annahmen aus den Da-
ten, um damit verschiedene Testlaufe auf experimenteller Basis auszufiihren. Das Ergeb-
nis eines Testlaufs wird Experiment genannt.

2.3.2 Beispiel neuronale Netze

Die Funktionsweise eines neuronalen Netzes, wird als ein Beispiel fur die konkrete Funk-
tionsweise eines Machine Learning Modells erklart. Im Bereich von ML erfreuen sich
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neuronale Netze grofler Beliebtheit. Sie sind flexibel, umfangreich und skalierbar.
Dadurch bietet es sich an neuronale Netze fiir komplexe Aufgaben einzusetzen, beispiels-
weise fur Spracherkennung, Videoempfehlungen oder Bilderklassifizierung [9, S. 253].

Das ML-Praktikum verwendet das Konzept eines Multilayer Perzeptron (MLP). MLP ist
eine Variante der Umsetzung eines neuronalen Netzes. Ein Perzeptron (siehe Abbildung
2) besteht aus einer einzelnen Schicht kiinstlicher Neuronen. Ein kinstliches Neuron be-
sitzt mehrere Eingabeleitungen und eine Ausgabeleitung. Zu jeder Eingabeleitung gehort
ein Gewicht. Der Wert des Neurons errechnet sich durch die Summe der Gewichte und
Eingaben z = w; x; + w, x,+...+w, x,,. Das w stellt das Gewicht dar und x den Ein-
gangswert. Die Werte fur x und w kdnnen auch als Vektoren initialisiert werden. Der
Wert des Neurons ist das Skalarprodukt dieser beiden Vektoren z = wT x x. Wird auf
diesen Wert eine Aktivierungsfunktion angewendet und dessen Ergebnis wird von h,, (x)
ausgegeben. [9, S. 257]. Hierzu wird h&ufig eine Sigmoide Funktion verwendet. Diese
Funktion zeichnet sich dadurch aus, dass sie beschrénkt und differenzierbar ist. Die Funk-
tion verlauft in einer S-Kurve und eignet sich fiir den in MLP verwendeten Algorithmus
[11].

Ausgabe: h,, (x) = step(w” - x)

_f Sigmoidfunktion sig(z)

z Gewichtete Summe: z = w7 + x
0 @ @ Gewichte
X1 Xy X3  Eingaben

Abbildung 2: Beispiel eines Neurons (eigene Abbildung in Anlehnung an Géron [9, S.
257])

Mehrere Ausgangsneuronen kénnen parallel angeordnet werden und beziehen dabei alle
Eingangsleitungen der Eingangsschicht [9, S. 257].

Dieses Konzept wird von MLP um weitere Schichten zwischen Eingangsschicht und Aus-
gangschicht erweitert. Jedes Neuron eines Netzes ist dabei mit allen Ausgéngen der vor-
herigen Schicht verbunden und sein Ausgang mit allen Neuronen der néchsten Schicht.
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MLP eignen sich gut fur Klassifizierungsprobleme, da jede Ausgabe eine Einteilung in
eine Kategorie z.B. Spam oder Ham darstellt. Diese Kategorisierung wird von der Akti-
vierungsfunktion gesteuert. Erreicht das Skalarprodukt der Eingangsvektoren und deren
Gewichte einen gewissen Schwellwert, wird das Neuron aktiviert und gibt ein Signal wei-
ter [9, S. 263].

MLP verwendet zum Trainieren der Neuronen Fehlerriickfuhrung bzw. im englischen
Backpropagation. Im ersten Schritt werden die Trainingsdaten benutzt, um jedes Neuron
eine VVorhersage treffen zu lassen. Der Algorithmus agiert dabei von der Eingangsschicht
beginnend uber die Zwischenschichten bis hin zur Ausgabeschicht. Anschlie}end wird
der Fehler der Ausgabe gemessen. Der Algorithmus prift nun ausgehend von der Aus-
gangsschicht, schichtweise die Fehlerquoten der einzelnen Schichten, bis dieser wieder
bei der Eingangsschicht angekommen ist. Dabei wird jeder errechnete Fehler eines Neu-
rons geprift und wie dieser Fehler zur aktuellen Schicht beigetragen hat. Abschliel3end
werden anhand des Gradientenverfahrens alle Gewichte des Netzes angepasst [9, S. 261-
262]. Das Gradientenverfahren ermdglicht das Berechnen des lokalen Minimums einer
Kostenfunktion. Die Kostenfunktion ist im Fall des neuronalen Netzes, die optimale Ge-
wichtskonfiguration des Modells zu den jeweiligen Trainingsdaten. Um dieses Minimum
zu erreichen, néhert sich das Verfahren schrittweise dem Minimum. In jedem einzelnen
Schritt wird ein Vektor durch die Ableitung der Kostenfunktion errechnet, dieser Vektor
ist der Gradient. Der Gradient zeigt in die Richtung des steilsten Abstieges und gibt die
Richtung des né&chsten Schrittes an. Die GroRe der Schritte, auch als Lernrate bezeichnet,
kann im Algorithmus als Hyperparameter angegeben werden [9, S. 112-113].Der Gradi-
ent kann nur gebildet werden, wenn die Funktion an diesem konkreten Punkt differen-
zierbar ist. Deshalb verwendet das MLP differenzierbare Aktivierungsfunktionen. Dieses
Verfahren profitiert davon, dass die Ableitungen der Aktivierungsfunktionen nie O erge-
ben und somit die Gradientenmethode immer voranschreiten kann.

2.3.3 CRISP-DM

CRoss-Industry Standard Process for Data Mining, kurz CRISP-DM, ist eine Methodik,
welche fir einen Business Case ein Modell erstellt. Das Modell stellt relevante Muster in
den Daten des Business Case dar. Der Prozess besteht aus 6 Phasen. Diese Phasen sind
nicht starr, sondern erméglichen iterative Wiederholungen zwischen einzelnen Phasen
(siehe Abbildung 3) [12].
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Abbildung 3: Die sechs Phasen des CRISP-DM (eigene Abbildung)

Der Prozess startet mit der Phase Business Understanding. Die einzelnen Phasen werden
von Rudiger Wirth und Jochen Hipp [13, S. 5-6]wie folgt formuliert:

1. Business Understanding

Die erste Phase beschaftigt sich damit, das Geschéftsverstandnis der Aufgabe zu
erfassen. Es werden Anforderungen und Ziele ausgearbeitet, um ein grobes Vor-
gehen zu planen.

2. Data Understanding

Beim Datenverstandnis werden alle zur Verfligung stehenden Daten gesichtet und
gesammelt. Nachdem die ersten Erkenntnisse gezogen werden, kénnen Hypothe-
sen aufgestellt und die Datenqualitéat Gberpruft werden.

3. Data Preparation

Die Datenvorbereitung erstellt aus den gewonnenen Kenntnissen der Daten ein
Datenset zusammen.
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4. Modeling

Techniken werden gewahlt und deren Parameter optimiert, um mit Hilfe des Da-
tasets verschiedene Modelle zu konstruieren.

5. Evaluation

Modelle werden anhand der definierten Anforderungen und Ziele tberprift und
bewertet. Auswahl des Modells welches die Kriterien erfillt.

6. Deployment

Entwicklung von Strategien flr die Auslieferung und Integration des Modells in
den Geschéftsprozess. AuBerdem werden die Ergebnisse aufbereitet und prasen-
tiert.
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3 Beschreibung der Herausforderungen fur die
Implementierung von Continuous
Integration/Deployment in Machine Learning und
deren Prufbarkeit

Bei skalierender ProjektgréiRe treten weitere Herausforderungen in der Softwareentwick-
lung hervor. Ab einer gewissen Aufgabenkomplexitat kann diese nicht mehr allein oder
mit einem Team bewadltigt werden. Begriindet werden kann dies zum Beispiel mit zu
komplexen Funktionalitaten beim Produkt, welche abgebildet werden missen. Ebenfalls
kdnnen komplexe organisatorische oder Qualitidtsanforderungen an die Software gestellt
werden. Dazu gehdren unter anderem die Skalierbarkeit, die Performance, die Wartbar-
keit und die Verfuigbarkeit. Die logische Folge bei zu komplexen Aufgaben ist, die Tren-
nung und Spezialisierung in diese Anforderungen und die Optimierung von Entwick-
lungsprozessen. Dadurch ist es mdglich alle Belange zu erfiillen.

3.1 Ubertragung der Herausforderungen aus der
Softwareentwicklung zu Machine Learning

Fur ML ist die steigende Anforderungskomplexitét ebenfalls ein Thema, da sich die ML-
Anwendung in vorhandene Projektstrukturen integrieren kénnen und dabei auch deren
organisatorischen und qualitativen Anforderungen entsprechen muss. Sowohl die duReren
Anforderungen als auch die Umsetzung der funktionalen Anforderungen der ML-Anwen-
dung kénnen dabei aufwendig sein. Die Entwicklung einer ML-Komponente benétigt an-
dere Aufwandstreiber als die klassische Softwareentwicklung. Zunéchst werden Daten
gesammelt und bereitgestellt. Diese werden dann analysiert und aufbereitet. Daraufhin
werden Annahmen getroffen. Anhand dieser Annahmen wird nun ein Algorithmus ent-
wickelt oder verbessert, welcher mit Hilfe der aufbereiteten Daten lernen kann. Daraus
resultiert ein Modell, dessen Zweck die Verallgemeinerung der Aufgabe ist. Der gesamte
Vorgang wird wiederholt, bis ein Modell gefunden wurde, welches zur Aufgabe passt
[14]. AnschlieBend wird das passende Modell in die Anwendung integriert. Bei hoher
Komplexitat ist es sinnvoll, diesen Schritten verschiedene Rollen zuzuweisen. Im Bereich
Machine Learning treten dabei drei Rollen in den VVordergrund:

e Data Engineer
Stellt die Datenversorgung sicher [15].
« Data Scientist
Analysiert die Daten und erstellt ML-Modelle [15].

o Al Developer
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Entwickelt API, erstellt Tests, zustandig fir Deployment, Integration und Auto-
matisierung [16].

Zu jeder Rolle gehort ein anderer Aufgabenbereich, welcher Abhangigkeiten zu voraus-
gelagerten Aufgaben besitzen und relevante Ergebnisse fiir Folgeaufgaben generieren
kann. Die Notwendigkeit unterschiedlicher Erfahrungen zur Aufgabenerfillung lasst die
Unterteilung in verschiedene Teams sinnvoll erscheinen. Die Teams nutzen dazu unter-
schiedliche Herangehensweisen, mit ihrem eigenen Workflow und eigenen Tools zur Er-
ledigung ihrer Aufgaben. Problematisch ist die Zusammenarbeit zwischen den Teams.
Wenn Team A mit seiner Aufgabe fertig ist, gibt es seine Erkenntnisse an Team B weiter,
welches wiederrum mit Hilfe dieser Informationen weiterarbeitet und das Ergebnis an
Team C weitergibt. Dementsprechend wichtig ist die Kommunikation zwischen den
Teams, um eine effiziente Arbeit zu ermdglichen. Das Kommunikationsproblem verstarkt
sich bei skalierender Projektgrofie. Bei kleinen Teams ist die Kommunikation zumeist ad
hoc gegeben, da sich die Projektmitglieder gut kennen. Im Gegensatz dazu benétigt es
bei einem Projekt aus 100 Personen wesentlich langer, bis die einzelnen Informationen
an den richtigen Stellen angekommen sind. Wenn 100 Entwickler an einem Projekt ar-
beiten, ist es sehr unwahrscheinlich alle personlich zu kennen. Der Aufwand an Verwal-
tung und Kommunikation ist hoch. Deshalb ist es wichtig, dass Input und Output spezifi-
ziert werden und die Teams selbst eine gute Kommunikation pflegen. Dadurch werden
Schnittstellenprobleme vermieden. Sind Schnittstellen erst einmal definiert, konnen die
Ubergabeprozesse im Optimalfall automatisiert ablaufen. Ungel6ste Probleme hingegen
fihren zu Verzégerungen oder Fehlern. Im Ergebnis kann das Projekt das Proof-of-Con-
cept nicht verlassen und nicht produktiv eingesetzt werden. Alternativ ist es sehr starr und
schwer zu updaten.

Praktiken wie CI (siehe Kapitel 2.2.1) werden verwendet, um bei der Entwicklung von
Software die Kommunikation, den Verwaltungsaufwand und die Entwicklungszeit so ge-
ring wie moglich zu halten. CI arbeitet eng mit Quellcodeverwaltungssystemen zusam-
men und optimiert dabei Entwicklungszyklen, Compilervorgange, Codequalitat und die
Kommunikation. Um CI in ML integrieren zu kénnen, missen zusatzlich auch die An-
forderungen von ML bericksichtigt werden. Der Data Scientist arbeitet auf experimen-
teller Basis und &ndert h&ufig Datenfeatures, Algorithmen und Hyperparameter, um Mo-
delle zu trainieren. Um diesen Prozess zu versionieren, ist die Sicherung des Modellcodes
nicht ausreichend. Die Daten, Algorithmen , Hyperparameter sowie die Artefakte aus dem
resultierenden Experiment miissen ebenfalls versioniert werden, sodass anhand der An-
derungen Hypothesen abgeleitet werden kénnen. Diese missen geprift und verglichen
werden, um so in geordneter Weise zu Erkenntnissen zu gelangen. Auch die Herausfor-
derungen aus der klassischen Softwareentwicklung bei skalierender Projektgrofiie beein-
flussen ein ML-Projekt. Wenn die Experimente mit all ihren Artefakten nicht klar vonei-
nander getrennt sind, kann die Arbeit mehrerer Data Scientists an Experimenten
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unubersichtlich werden. Nicht nur die Menge an Experimenten ist relevant, sondern auch
der Umfang eines einzelnen Experimentes. Je nach Algorithmus und Datenmenge kann
ein solches Experiment sehr rechenintensiv sein und benétigt zur Durchfiihrung entspre-
chende Hardware, damit dieses auch in einer annehmbaren Zeit durchgefiihrt werden
kann. Ist ein Experiment durchgefuhrt, muss das resultierende Modell und die Metrik
einer Anwendung zur Verfugung gestellt werden. Die Artefakte missen dabei den kom-
munizierten Anforderungen entsprechen. AnschlieBend kénnen die Artefakte in den CD-
Prozess der Anwendung integriert werden.

3.2 Beschreibung der Anforderungen fiir die Implementierung
von Continuous Integration/Deployment

Machine Learning stellt spezielle Herausforderungen an CI/CD. Sie lassen sich mit dem
Qualitatsmanagement der Softwareentwicklung vergleichen. Im Qualitdtsmanagement
der Softwareentwicklung liegt der Fokus auf der Funktionalitat, Skalierbarkeit, Perfor-
mance, Verflgbarkeit der Produkte. Werden diese Kriterien auf die Herausforderungen
des Machine Learnings angewendet, ergeben sich die folgenden Anforderungen von ML
an CI/CD:

Funktionalitat
Die Funktionalitat ist ein elementarer Bestandteil der Pipeline.

e Die Durchfuhrung der Experimente soll automatisierbar in der Pipeline erfolgen.
In einem Experiment ist die Datenverarbeitung, das Modelltraining und die Eva-
luation enthalten.

e Als Output der Pipeline wird ein trainiertes ML-Modell mit dazugehoriger Metrik
erwartet.

Nachvollziehbarkeit

Die Nachvollziehbarkeit der Pipeline dient dem besseren Verstandnis des Entwicklungs-
prozesses fiir den Data Scientist.

e Das Experiment muss nachvollzogen werden kénnen. Die Durchfuihrung der Ex-
perimente, die Reihenfolge der Pipelineschritte und bei der Durchfiihrung entste-
henden Abhéngigkeiten missen zuriickverfolgt werden kénnen. Daraus lasst sich
die Entstehung des Outputs ableiten und nachvollziehen.
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Skalierbarkeit

Die Skalierbarkeit sorgt fur die Anwendbarkeit der Machine Learning Pipeline in einem
skalierenden Umfeld.

e Mehrere Experimente sollen erstellt und getestet werden kénnen. Der Uberblick
soll, durch Versionierung unterstiitzt und erhalten werden.

e Mehrere Data Scientists sollen an den Experimenten arbeiten kdnnen. Sie sollen
sowohl an demselben, als auch an eigenen Experimenten arbeiten kénnen.

Performance

Die Performance stellt Anforderungen an die Leistungsfahigkeit des Entwicklungspro-
zZesses.

¢ Die Datenobjekte kénnen je nach Modell sehr grof3 sein. Dennoch soll mit ihnen
performant im Entwicklungsprozess gearbeitet werden konnen.

e Das Training eines Modells kann sehr zeitintensiv sein. Dementsprechend bené-
tigt es dedizierte Hardware, sowie eine Mdoglichkeit, um das Training auslagern
zu konnen.
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4  Umsetzung

In der Umsetzung werden die Ziele der Thesis und die zuvor formulierten Anforderungen
(siehe Kapitel 3.2) anhand des ML-Praktikums durchgefuhrt. Das Vorgehen teilt sich in
drei Unterabschnitte. Als Erstes wird eine Grundlage geschaffen, indem eine CI-Pipeline
aufgesetzt wird. Diese Pipeline entspricht dem Muster aus der klassischen Softwareent-
wicklung, parallel wird eine ML-Pipeline definiert und erstellt. AbschlieRend wird diese
ML-Pipeline in die klassische CI-Pipeline integriert.

4.1 Erstellung einer klassischen Cl-Pipeline

Das Konzept Continuous Integration wird in der Praxis mit Unterstlitzung eines Cl-Ser-
vers umgesetzt. Dabei kann eine CI-Pipeline wie folgt umgesetzt werden: Eine klassische
Cl-Pipeline beginnt mit geandertem Quellcode im Repository. Der Quellcode wird kom-
piliert und es wird Uberpruft, ob die Coderichtlinien eingehalten werden. Warnungen und
Fehler werden von dem CI-Server protokolliert. Der kompilierte Code wird bei Erfolg in
eine Testumgebung geladen. Die Testumgebung kann initialisiert werden, indem zum
Beispiel Datenbankschemen geladen und Testdaten bereitgestellt werden. In der laufen-
den Umgebung werden die Komponenten der Anwendung mit Unit Tests tberpruft. An-
schlielend laufen Integrationstests, welche das Zusammenspiel der Komponenten testen.
Das Feedback aller Schritte wird am Ende des Testlaufes gesammelt und in einem Dash-
board gemeldet [16].

In der Umsetzung wurde als CI-Server GitLab-Cl zur Unterstiitzung des CIl-Prozesses
aufgesetzt. Die Cl-Pipeline soll eine Grundlage fur die Machine Learning Pipeline er-
schaffen, um ein praxisnahes Umfeld zu ermdglichen. Es existiert keine Anwendung,
welche das Modell des Praktikums verwendet. Die Cl-Pipeline ist, bis auf seine Infra-
struktur, ein leeres Konstrukt, welches eine Machine Learning Pipeline integriert und aus-
flhrt.

Zentraler Einstiegspunkt der Pipeline ist die Datei ".gitlab-ci.yaml". Diese Konfigurati-
onsdatei enthélt alle Informationen, die fur einen Durchlauf des CI-Workflows notwendig
sind. Dazu gehdren Informationen, wie zum Beispiel Abhéngigkeiten und Skripte. Die
Pipeline beginnt mit dem Basiselement der Datei, den Jobs. Der Name eines Jobs kann,
abgesehen von reservierten Schlusselwortern, frei gewéhlt werden. Jobs kdnnen Ein-
schrankungen enthalten und missen mindestens ein Skriptelement behalten. GitLab ver-

wendet auf ihrer Website folgendes Beispiel [17]:

jobl:

script: "execute-script-for-jobl"
job2:

script: "execute-script-for-job2"

Mit den global definierten Stages ist es moglich eigene Pipelineschritte zu definieren.
Mehrere Jobs koénnen fir die verschiedenen Stages ausgefiihrt werden. Werden keine
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Stages definiert sind die Stages build, test und deploy verfligbar [18]. Jeder Job kann ein
Image angeben, in dessen Umgebung der Job ausgefiihrt wird. Dies ermdglicht es fiir den
Job erforderliche Abhangigkeiten beim Start des Jobs bereitzustellen. AuRerdem lassen
sich Variablen und Regeln definieren. Mit Hilfe der Regeln ist es moglich die verwendete
Umgebung zu prifen und entsprechend zu reagieren. Beispielsweise wird ein Job ausge-
flihrt, sobald bestimmte Dateien vorhanden sind bzw. gedndert werden. [19].

Die GitLab Instanz selbst fuhrt ".gitlab-ci.yaml" nicht aus, sondern hat hierflr ein spezi-
elles Konzept entwickelt. Ein Pipelinedurchlauf wird durch die Verwendung des GitLab-
Runners ermdglicht. Zur Durchfiihrung wird dieser auf beliebigen Hosts installiert. Diese
Anwendung fihrt die Jobs fir die Pipeline aus. Diese kdnnen nur ausgefuhrt werden,
wenn der Runner Zugriff auf das Repository hat. Dafiir muss der GitLab-Runner in Git-
Lab registriert sein. Der Runner kann lokal auf einer Entwicklungsumgebung oder einem
Server installiert sein. Da die Umsetzung der Thesis lokal ist, wurde auch ein lokaler
Runner verwendet [20].

Um einen Runner in einem Projekt zu registrieren, muss der Befehl "register” im Runner
ausgefiihrt werden. Zum Registrieren bendtigt der Runner folgende verschiedene Infor-
mationen. Diese werden auf GitLab wie folgt beschrieben [21]:

o GitLab URL und Projekt Token.

o Diese sind auf GitLab unter Einstellungen > CI/CD > Runners zu finden.
o Name des Runners.
e Tags

o Definiert welche Jobs ausgefuihrt werden, ".gitlab-ci.yaml" muss densel-
ben Tag enthalten.

e Runner Executor:

o Ermdglicht das Ausfiihren von Jobs in verschiedenen Szenarios, folgende
Executor stehen laut GitLab zur Verfugung [22]:

e SSH
e Shell
o Parallels

e VirtualBox

o Docker

o Docker Machine (auto-scaling)
e Kubernetes

e Custom
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« Bei der Auswahl von Docker, ist die Definition eines Standardimages notwendig.
Dieses kann im Job durch ein eigenes ersetzt werden.

In der Umsetzung entsprachen diese Einstellungen der URL und dem Token des Projektes
auf der GitLab Instanz des betreuenden Unternehmens, den Tags zur Ausfiihrung des
ML-Prozesses sowie Docker als Executer.

Jede Durchflihrung der Pipeline bendtigt mindestens einen Runner, es ist jedoch méglich
beliebig viele zu registrieren. Damit die Jobs zur Durchfuhrung an die Runner tbergeben
werden konnen, missen diese sich mit dem Befehl ,,run®, als bereit bei GitLab melden.
Sollen Jobs ausgefiihrt werden, fur die sich der spezifische Runner bei GitLab registriert
hat, werden diese ausgefihrt. Abhangig von den Regeln und Tags tbernimmt der Runner
Jobs der Pipeline. Wird ein Job ausgefuhrt, bereitet der Runner die Umgebung vor. Ist
beispielsweise ein Image angegeben, wird dieses gestartet. AnschlieRend fihrt der Run-
ner ein ,,git clone* des Repository aus. Die Dateien des Repository sind wéhrend der
Ausfihrung des Jobs im Arbeitsverzeichnis verfiigbar.

Mit der Unterstltzung der Konfiguration von Jobs und dem flexiblen Ausfiihren durch
den GitLab-Runner, lassen sich komplexe CI/CD Szenarien abbilden. Auch eine Machine
Learning Pipeline kann eingebunden werden.

4.2 Erstellung einer Machine Learning Pipeline

In diesem Kapitel wird eine Machine Learning Pipeline (ML-Pipeline) definiert, abge-
grenzt und erstellt. Daftr werden mehrere Tools auf Basis von unterschiedlichen Krite-
rien verglichen. Anhand dieses Vergleichs wird ein Tool ausgewahlt und zur Umsetzung
der Pipeline verwendet.

4.2.1 Definition und Abgrenzung der Machine Learning Pipeline

Die Machine Learning Pipeline ist das Konstrukt, in dem der Arbeitsprozess zur Erstel-
lung eines ML-Modells ausgefiihrt wird. Das Verwenden der Pipeline optimiert und au-
tomatisiert den Arbeitsprozess. Es werden Daten und Code als Input verwendet und als
Resultat ein trainiertes Modell und die dazugehdrige Metrik erhalten [23].

Die Verwendung von CRISP-DM (siehe Kapitel 2.3.3) bietet sich bei der Arbeit im Be-
reich Data Science an. CRISP-DM ist ein EU-gefdrderter Industriestandard, welcher un-
abhéangig vom ML-Modell implementiert werden kann. Die Definition der ML-Pipeline
in dem ML-Praktikum wird anhand von einem Teil der Phasen von CRISP-DM abgelei-
tet. Die Schritte zur Erstellung des Modells sind fur die ML-Pipeline relevant. Dies ent-
spricht den Phasen 3 bis 5. Die ML-Pipeline besteht dementsprechend aus den Schritten
Datenvorbereitung, Modelltraining und Evaluation.
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Das ML-Praktikum besteht aus einer Dateli, in der alle Schritte ausgefiihrt werden. Dabei
sollen die Schritte nach dem Prinzip der Single Responsibility Principle ausgefiihrt wer-
den. Das Prinzip besagt, dass jede Klasse nur eine Verantwortlichkeit haben sollte.
Dadurch kann der Fokus separat auf jede Klasse gelegt werden, was das Verstandnis, die
Erweiterbarkeit und Anwendbarkeit der Aufgabe erhoht [24].

Entsprechend der ML-Pipeline lasst sich das ML-Praktikum unter Anwendung des Single
Responsibility Principle in die Verantwortlichkeiten Datenvorbereitung, Modelltraining
und Evaluation unterteilen.

Diese drei Verantwortlichkeiten sind in einem einzigen Jupyter Notebook in verschiede-
nen Zellen des Notebooks abgebildet. Theoretisch missten sie separat in der Pipeline
ausgefuhrt werden kdnnen. Praktisch besitzt Jupyter aber keine Mdglichkeit einzelne Zel-
len maschinell auszufuhren. Deshalb werden die Verantwortlichkeiten in separate Note-
books aufgeteilt.

Die Trennung der Verantwortlichkeiten hilft dem Data Scientist beim Nachvollziehen der
Pipelineschritte. Jeder einzelne Schritt der Pipeline ist in seinem Workflow definiert. Die
Prifbarkeit der einzelnen Schritte, durch den Data Scientist, ist somit gewahrleistet. Zu-
satzlich wird die Pipeline versioniert. Anhand der Anderung bestimmter Daten, Parameter
und des Algorithmus in der Pipeline kann der Data Scientist das Modell verbessern.

4.2.2 Abgrenzung zu anderen Pipelines

Die Erstellung eines Ende-zu-Ende Prozesses mit der Unterstiitzung von Pipelines erfor-
dert das Verwenden weiterer Pipelines.

Daten Pipeline

Vor dem Start der ML-Pipeline werden Daten bendétigt. Die Datenversorgung ist die Auf-
gabe des Data Engineer, der die Datenerhebung und Speicherung zu verantworten hat.
Dieser Prozess der Datenversorgung fir die ML-Pipeline wird als Daten Pipeline defi-
niert. Es ist darauf zu achten, dass die Daten einfach zugreifbar und nutzbar sind. Dadurch
kann der Data Scientist die nétigen Daten fur sein Modell schnell identifizieren [25].

Fur die Erstellung eines gut verallgemeinernden Modells muss der Data Scientist aus den
Daten auch Features generieren konnen. Die Daten missen daftr von ihm manipuliert
werden konnen. Dabei wére es zum Beispiel moglich, die Daten zu sondieren und an-
schlielend in einer CSV-Datei zur Verfligung zu stellen. Die Schnittstelle der Datentiber-
gabe muss kommuniziert und festgehalten werden.

Deployment Pipeline

Die ML-Pipeline kann ein Teil einer grél3eren Cl-Pipeline sein. An diese schliel3t CD an.
Dessen Ziel ist es, Software fiir den Betrieb bereitzustellen.
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Fur die Veroffentlichung des aus der ML-Pipeline resultierten Modells wird die Deploy-
ment Pipeline bendtigt. Die Deployment Pipeline testet und bewertet das Modell, bevor
sie das Modell automatisch verdffentlicht. Das Verwenden der Deployment Pipeline er-
spart dem Data Scientist Zeit beim manuellen Testen des Modells, sodass mehr Zeit fur
die Optimierung des Modells zur Verfligung steht [26].

Daten- und Deployment Pipeline sind zwar flr den vollstdndigen Entwicklungsprozess
notwendig, jedoch eigene Themenbereiche, welche nicht in dieser Thesis behandelt wer-
den.

4.2.3 Toolauswahl

Die Umsetzung der Experimente in ML spezifischen Pipelines erfordert zusétzliche
Tools. Sie dienen der Ausfiihrung der Pipeline sowie der Nachvollziehung der Experi-
mente.

Die Tools Pachyderm, MLFlow und DVC sind unter den Tools diejenigen, die sich durch
ihre hohe Nutzerzahlen auszeichnen [27].

Pachyderm:

Das Besondere bei Pachyderm ist die containerbasierte Durchfiihrung von Pipelines. Es
nutzt Docker und Kubernetes. Der Vorteil besteht in einer flexibleren Ausfiihrbarkeit be-
liebiger Infrastrukturen des Machine Learnings. Die Nutzung der Container erméglicht
es, die Pipeline an beliebiger Stelle auszufiihren. Die Durchfiihrung mehrerer Experi-
mente in Pipelines kann mit Kubernetes parallelisiert werden. Pachyderm versioniert
selbststandig alle Informationen, welche fiir das Erstellen und Ausfuhren der Pipelines
bendtigt werden. Dargestellt wird Pachyderm mit dem Tooleigenem Userinterface [28].

MLFlow:

Das Tool MLFlow besteht aus vier Basiskomponenten: MLFlow Tracking, MLFlow Pro-
jects, MLFlow Models und MLFlow Registry. Am relevantesten fiir eine ML-Pipeline
sind MLFlow Tracking und MLFlow Projects. MLFlow Tracking dient der Nachvollzieh-
barkeit, wahrend MLFlow Projects den Code paketiert und ausftihrt. Parameter, Metriken
und Abhéngigkeiten werden von MLFlow Tracking nachverfolgt. Der Entwickler muss
jedoch im Code angeben, was er nachverfolgt haben méchte. Diese werden daraufhin im
Userinterface angezeigt [29].

DVC:

DVC basiert auf Git. Das gesamte Experiment wird nachverfolgt und versioniert. Der
Fokus beim Versionieren liegt auf grolRen Datenobjekten. Sie werden auRerhalb von Git
versioniert, um performant zwischen den Experimenten wechseln zu kénnen. Die einzel-
nen Schritte des Experiments kdnnen in Pipelines abgebildet und ausgefihrt werden [30].

Auswahlkriterien:
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Bei der Auswahl der Tools wurden verschiedene Kriterien beachtet, damit das Tool mit
der besten Effizienz fir das ML-Praktikum verwendet wird.

Der Code muss in Jupyter Notebooks bei der Ausfiihrung der Pipeline bleiben, weshalb
eine frei wahlbare Ausfihrungsumgebung (1.) essenziell ist. Die Fahigkeit eine Pipeline
zu definieren und auszufiihren (2.) sowie die N&he zu Git (3.) waren ebenfalls schwer-
wiegende Kriterien. Die Datenobjekte sollten zudem vom Tool effizient verwaltet (4.)
werden kénnen. Dennoch muss eine Unabhéngigkeit des Codes (5.) durch das Tool ge-
waéhrleistet sein. Der Installationsaufwand (6.) und das Userinterface (7.) gehorten eben-
falls zu den Auswahlkriterien.

Tools
Gewich- | Pachy-

Kriterien tung derm MLFlow |DVC
1. Ausfiihrungsumgebung 7 3 3 3
2. Pipeline 6 3 1 3
3. Git 5 1 2 3
4. Datenobjekte 4 2 1 3
5. Unabhdangigkeit des Codes |3 3 1 3
6. Installationsaufwand 2 1 3 3
7. Userinterface 1 3 3 1
Score 66 53 82

Tabelle 1: Entscheidungsmatrix der Toolauswahl

Die Tabelle 1zeigt die Auswahlkriterien entsprechend ihrer Gewichtung auf. Die Tools
konnten pro Kriterium bis zu drei Punkte erzielen. Dadurch soll die Effizienz der Tools
flir das Kriterium vereinfacht dargestellt werden. Der Score errechnet sich aus der Summe
der Produkte aus Gewichtung des Kriteriums mit der Effizienz des Tools. Aus der Tabelle
ergibt sich, dass das Tool DVC am besten fur das Erstellen einer ML-Pipeline geeignet
ist. Dieses Ergebnis l&sst sich auf das ML-Praktikum anwenden.

4.2.4 Konkrete Umsetzung der ML-Pipeline durch die Unterstiitzung des
Tools DVC

Die ML-Pipeline wurde in dem Praktikum unter Verwendung des Tools DVC umgesetzt.
DVC ist ein Open Source Versionskontrollsystem fur ML-Projekte. Es ermdglicht die
Versionierung des ML-Pipeline Prozesses und nutzt dafur Git, da dieses grolie
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Datenobjekte separat speichern kann. DVC versioniert alle Abhangigkeiten und Ablaufe,
wodurch verschiedene Experimente nachverfolgt werden kdnnen.

Es ist ein Command Line Interface (CLI) Tool. Die verwendeten Befehle sind an Git
orientiert. Innerhalb des Repository des ML-Praktikums wird DVC mit “dvc init” initia-
lisiert. Der Befehl “dvc run” wird bendtigt, um die ML-Pipeline Schritte hinzuzuftgen.
Die folgenden Optionen wurden verwendet:

o -f
o -d
e -0
e -M

“-f” verwaltet den Namen und Pfad der DVC Datei. In der DVC Datei sind alle fiir die
Versionierung des Pipelineschrittes notwendigen Daten gespeichert [31].

Jeder Pipelineschritt hat Abhangigkeiten, welche aus Inputs und Outputs bestehen. Die
Abhiéngigkeiten werden mit “-d” versioniert. Die Outputs werden mit “-0” spezifiziert.
Das getrennte Angeben von Inputs und Outputs lasst DVC nachvollziehen, in welcher
Reihenfolge die Pipelineschritte ausgefiihrt werden mussen. Auch das Notebook wird mit
“-d” erfasst, damit DVC feststellen kann, ob sich innerhalb der Pipeline etwas geéndert
hat. Die letzte verwendete Option “-M” erfasst die Metriken. Diese unterscheidet sich
durch einen zusétzlichen Tag in der DVC Datei vom Output. Der Tag kennzeichnet sie
als Metrik [31].

Nach den Optionen ist ein Befehl zur Ausfiihrung des Notebooks erforderlich. Das Aus-
fihren geschieht mittels des CLI Programm nbconvert. Es dient der Konvertierung von
Notebooks. Nbconvert bietet die Option “--execute” an, welche vor dem Konvertieren das
Notebook ausfiihrt. Der Nachteil bei nbconvert ist, dass nach jedem Konvertieren des
Notebooks ein ungewollter Output entsteht. Der Output muss manuell geldscht werden,
da er fir die Pipeline nicht relevant ist [32].

Mit dem Befehl “git checkout” kénnen andere DVC Versionen aufgerufen werden.
Dadurch werden die DVC und Code Dateien aus einem anderen Experiment in die lokale
Arbeitsumgebung geladen. Anhand dieser Dateien kdnnen die In- und Outputs des Expe-
riments wiederhergestellt werden. Der dazugehorige Befehl lautet “dvc checkout”. Durch
diesen Befehl wird der Inhalt aller DVC Dateien tberprift. Innerhalb dieser Dateien sind
die Hashes aller In- und Outputs gespeichert. Anhand dieser Hashes wird geprift, welche
Dateien aus dem Cache ins Arbeitsverzeichnis tbertragen werden mussen [33].

Der Cache ist ein Verzeichnis, welches durch “dvc init” erstellt wird. In dem Verzeichnis
werden alle In- und Outputs nach dem Ausfiihren von “dvc run” gespeichert. Alternativ
kdnnen sie auch manuell mit “dvc add” hinzugefiigt werden.
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Wenn Reflinks vom Dateisystem unterstitzt werden, wird die Originaldatei in den Cache
verschoben und im Arbeitsbereich ist nur noch ein Reflink zu der Datei vorhanden. Wird
die Datei im Arbeitsverzeichnis editiert, sorgt der Reflink fur die Unveranderbarkeit der
Datei im Cache.

Da bei der Reflink Methode nur die Links ausgetauscht werden ist diese Methode, im
Gegensatz zu der Copy Methode, sehr schnell. Bei der Copy Methode miissen alle Daten
neu kopiert werden, weshalb dies langere Zeit in Anspruch nehmen kann, sobald die Da-
teien groRer werden.

Deshalb ist die Reflink Methode empfehlenswert. In der konkreten Umsetzung war es
nicht méglich die Reflink Methode zu anzuwenden, da kein entsprechendes Dateisystem
verwendet wurde. Alternativ musste die Copy Methode verwendet werden [34].

Bei der Arbeit in Teams missen die In- und Outputs mit den Teamkollegen geteilt werden
kdnnen, damit jedes Mitglied die Experimente der anderen Mitglieder nachvollziehen
kann. Der Befehl “dvc remote” erzeugt einen DVC Remote Storage. Dies ermdglicht das
hinterlegen von In- und Outputs auBBerhalb des Cacheverzeichnisses. DVC unterstiitzt da-
bei verschiedene Remote Storage Arten, wie ein lokales Dateisystem, SSH, Amazon S3,
Google Cloud Storage, HTTP oder HDFS und weitere. Damit die Dateien aus dem Cache
im Remote Storage hinterlegt werden konnen, muss der Befehl “dvc push” ausgefiihrt
werden. Das Hinzufiigen der Dateien der Teamkollegen erfolgt durch “dvc pull” [35].

4.3 Zusammenfuhrung der klassischen CI/CD und der ML-
Pipeline

In den vorherigen Kapiteln (4.1 und 4.2.4) wurde jeweils eine CI/CD-Pipeline und eine
ML-Pipeline beschrieben und erstellt. Die ML-Pipeline muss in die CI/CD-Pipeline inte-
griert werden.

In der Datei “.gitlab-ci.yml” wird ein Job angelegt, welcher die Schritte zur Ausfithrung
der ML-Pipeline definiert. Der GitLab-Runner bendtigt in der konkreten Umsetzung
DVC und Jupyter fir die Ausfiihrung der Pipeline. Die Verwendung von Docker Contai-
nern ermoglicht eine flexiblere Nutzung des GitLab-Runners. Docker selbst beschreibt
diese als:

“A container is a standard unit of software that packages up code and all
its dependencies so the application runs quickly and reliably from one com-
puting environment to another. A Docker container image is a lightweight,
standalone, executable package of software that includes everything
needed to run an application: code, runtime, system tools, system libraries
and settings.” [36]
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Die Erstellung des Docker Images bendtigt einen weiteren Job. Dieser lauft vor dem Job
zur Ausfiihrung der ML-Pipeline. GitLab bietet eine Container Registry an. Dort kénnen
Docker Images hinterlegt werden. Der Job erstellt das Docker Image und hinterlegt es im
Registry.

Im Docker Image werden Jupyter und DVC zur Verfligung gestellt. Im Job wird das
Image definiert. Der GitLab-Runner verwendet das definierte Image, um den Job auszu-
fihren. Die Ausfiihrung von Jobs ist unabhéangig von den auf dem System installierten
Anwendungen.

Die ML-Pipeline wird mit der Unterstlitzung von DVC durchgefiihrt. DVC bietet den
Befehl “dvc repro” an. Dieser Befehl ermdglicht die Reproduktion einer mit DVC defi-
nierten Pipeline, wie zum Beispiel die ML-Pipeline. Der Befehl benétigt eine “.dvc” Da-
tei, in welchem ein Pipelineschritt definiert ist, um ausgefuhrt zu werden. Die Pipeline
wird bis zu dieser Datei reproduziert [37]. Dies ermdglicht sowohl eine Reproduktion der
gesamten Pipeline als auch nur einen Teil davon. In der konkreten Umsetzung wurde der
Pipelineschritt der Evaluation angegeben, damit die gesamte Pipeline reproduziert wird.
Am Ende des Jobs fuhrt dieser ein Deployment des Modells und der Metrik aus. Die
Artefakte werden auf3erhalb des Jobs persistiert. Dabei werden die vorherigen mit den
neuen Artefakten ausgetauscht. Eine Anwendung kann nun das Modell integrieren und
verwenden. Dieser Schritt wurde nicht umgesetzt, da fur dieses Projekt keine Anwendung
existiert.

Das aktuelle Repository wird bei der Ausfuhrung von GitLab-Runner in die Jobumge-
bung kopiert. DVC speichert Datenobjekte nicht tiber Git, sondern verwaltet diese selbst.
Wird die Pipeline durchgefihrt ist das Dataset als Input erforderlich. Dieses ist in der
Jobumgebung nicht verfiigbar. Vor der Reproduktion wird deshalb der Befehl “dvc pull”
aufgerufen. Dadurch werden die Datenobjekte aus dem DVC Remote Storage herunter-
geladen. Die geanderten Pipelineschritte kdnnen anschlieend reproduziert werden. Der
DVC Remote Storage und der GitLab-Runner waren bei der konkreten Anwendung lokal
hinterlegt. Das Image muss sich den Pfad des DVC Speichers mit dem Host des GitLab-
Runners teilen, damit der Job Zugriff auf nétigen Datenartefakte hat. Ein weiterer GitLab-
Runner auf einem anderen Host kénnte mit dieser Methode die Pipeline nicht ausfuhren,
insofern der DVC Speicher nicht ibertragen wurde.

Fehler! Verweisquelle konnte nicht gefunden werden. veranschaulicht die konkrete
Umsetzung des Workflows der CI/CD-Pipeline. Anderungen am Code der Jupyter Note-
books werden in Git versioniert. Die Abh&ngigkeiten des Experimentes werden im loka-
len DVC Remote Storage hinterlegt. GitLab-Cl startet den Pipeline Prozess, wenn ein
Experiment auf GitLab hochgeladen wird. Der lokale GitLab-Runner fiihrt die ML-Pipe-
line aus. Diese reproduziert das hochgeladene Experiment mit Hilfe der Abhéangigkeiten
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im lokalen Netzwerk. Der Workflow endet, mit dem lokalen Deployment des Modells
und Metrik.

GitLab-Runner, Git und DVC werden lokal ausgefuihrt, wahrend GitLab-Cl extern betrie-
ben wird.

Im Umkehrschluss bedeutet dies, dass die Pipeline nur von diesem lokalen System aus-
geflihrt werden kann.

GitLab CI

® ©
a8

Runner

Abbildung 4 Systemlandschaft bei Umsetzung auf lokaler Umgebung (eigene
Abbildung)
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5 Zusammenfassung und Ausblick

Die Zusammenfassung bietet einen Uberblick tiber die Umsetzung der Thesis. Anschlie-
Rend werden die Anforderungen von ML an CI/CD gepruft inwiefern diese Umgesetzt
wurden und ein Ausblick tGber eine mogliche Erweiterung der Thesis gegeben.

5.1 Zusammenfassung

AbschlieRend wird der gesamte Prozess der Integration von Continuous Integra-
tion/Deployment-Pipeline in ein ML Entwicklungsprojekt zusammenfassend dargestellt.
Die klassische CI/CD Pipeline wird als Infrastruktur aufgesetzt. Separat wird eine ML-
Pipeline erstellt. AnschlieBend wird die ML-Pipeline in die CI/CD Pipeline integriert.

GitLab-Cl wurde als Grundlage fur die Anwendung einer CI/CD-Pipeline verwendet. Die
Verwendung von GitLab ermdglichte das Erstellen einer Pipeline. Die Durchfuihrung be-
notigt einen GitLab-Runner. Dieser kann sowohl auf einer lokalen Entwicklungsumge-
bung oder auf einem Server hinterlegt sein. Verschiedene Executer kdnnen vom GitLab-
Runner definiert werden. Diese sorgen flr verschiedene Ausfuhrungsumgebungen beim
Durchfiihren der Pipeline. Die Ausflihrung der Pipeline kann sowohl automatisiert als
auch manuell erfolgen. Die Durchflihrung der GitLab Pipeline wird automatisiert aufge-
rufen, sobald das Repository in GitLab aktualisiert wird. Der GitLab-Runner wurde lokal
und mit dem Docker Executer implementiert.

Die CI/CD-Pipeline wurde mit den Bedurfnissen einer ML-Pipeline erweitert. Die Um-
setzung erfolgte mit dem Tool DVC, welches eine Erweiterung zu Git darstellt. Das Ver-
sionieren von Experimenten wird von DVC verbessert. Die bei der Durchfiihrung ver-
wendeten Abhangigkeiten werden nicht tber Git versioniert, sondern lokal von DVC ver-
waltet. Das Arbeiten mit groRen Datenobjekten ist mit DVC performanter. VVorherige Ex-
perimente konnen abgerufen und wieder durchgefiihrt werden. Das Teilen der Experi-
mente erfolgte Uber den DVC Remote Storage. In der Umsetzung war der DVC Remote
Storage ausschlieBlich lokal verftigbar. DVC ermdglicht das Ausfiihren einzelner Schritte
des Experiments. Die einzelnen Schritte werden in einer Pipeline zusammengefihrt. Die
ML-Pipeline wurde umgesetzt, indem diese VVorgehensweise auf die Pipelineschritte Da-
tenvorbereitung, Modelltraining und Evaluation angewendet wurde. Jeder der drei
Schritte wurde in einem separaten Jupyter Notebook ausgefihrt.

Der resultierende Workflow lasst sich wie folgt beschreiben (siehe Abbildung 5): Er be-
ginnt mit der Entwicklung eines Experiments auf einer lokalen Systemumgebung. Git
teilt dieses mit dem GitLab Repository. GitLab-CI startet daraufhin einen Durchlauf der
Pipeline, indem der lokale GitLab-Runner verwendet wird. Die definierten Aufgaben
werden ausgefuhrt, darunter auch die ML-Pipeline. Die bendétigten Abhéngigkeiten fur
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die ML-Pipeline werden aus dem lokalen Speicher abgerufen. Ein Modell mit dazugeho-
riger Metrik resultiert und wird in einem lokalen Verzeichnis gespeichert.

Experiment in GitLab initialisiert
GitLab versionieren Pipelinedurchlauf

GitLab-Runner
startet ML-Pipeline

Reproduktion des
Expernimentes

Abbildung 5: Flowchart des Pipeline Workflows (eigene Abbildung)

5.2 Prufen der Anforderungen von Machine Learning an CI/CD

Im Folgenden wird tberprift, ob die in Kapitel 3.2 gesetzten Anforderungen umgesetzt
wurden.

Funktionalitat

Die Durchfuhrung der Experimente sollte automatisierbar in der Pipeline erfolgen. Als
Resultat wurde ein ML-Modell mit dazugehoriger Metrik erwartet. Die ML-Pipeline er-
flllt diese Anforderungen.

Nachvollziehbarkeit

Der gesamte Verlauf des Experiments sollte nachvollzogen werden kdnnen. Dazu gehor-
ten, sowohl der Durchlauf des Experiments in der Pipeline, als auch die bestehenden Ab-
hangigkeiten. Die vollstdndige Versionierung des Experiments ist durch die kombinierte
Anwendung von Git und DVC umgesetzt. Die Abh&ngigkeiten und die einzelnen Schritte
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der Experimente kénnen unter Anwendung der von DVC erstellten Pipeline nachvollzo-
gen werden.

Skalierbarkeit

An mehreren Experimenten sollte gleichzeitig gearbeitet werden konnen. Die Arbeit im
Team an unterschiedlichen Experimenten sollte ebenfalls ermoglicht werden. Verschie-
dene Versionen kdnnen in geordneter Weise Uber Git bezogen werden. Die Bearbeitung
in Teams wurde nur bedingt umgesetzt. Da der DVC Remote Storage lokal implementiert
wurde, lasst sich nur am lokalen System arbeiten. An dem lokalen System kénnen ver-
schiedene Nutzer arbeiten.

Performance

GroRe Datenobjekte mussten versioniert werden kénnen. Das Trainieren des Modells
kann viele Ressourcen beanspruchen. Daher sollte die Mdglichkeit bestehen dieses aus-
zulagern. In der praktischen Umsetzung werden grof3e Datenobjekte von DVC verwaltet,
da es diese performanter verwenden kann als Git. Die von DVC bereitgestellten Metada-
ten der Datenobjekte werden von Git verwaltet. Das Training wird vom GitLab-Runner
ausgefihrt. Ein GitLab-Runner l&sst sich auf verschiedenen Systemen registrieren. Eine
automatisierte Durchfuihrung ware nicht moéglich, da die benétigten Abhangigkeiten auf
dem lokalen DVC Speicher hinterlegt sind. Eine manuelle Durchfuhrung ist moglich,
wenn die benétigten Abhéngigkeiten vorher mit dem GitLab-Runner geteilt werden.

5.3 Ausblick

Im folgenden Kapitel soll aufgezeigt werden, inwiefern die Arbeit zu dieser Thesis fort-
gesetzt werden kann.

Die ML-Pipeline wurde in der technischen Umsetzung der Thesis lokal aufgesetzt. Ab-
hangigkeiten, die fur die Durchfiihrung einer ML-Pipeline notwendig sind, werden von
DVC verwaltet. Sie werden in einem DVC Remote Storage gespeichert und geteilt. Der
Speicher wurde auf der lokalen Umgebung des Projektes implementiert. Die Zusammen-
arbeit im Team wird durch diese Umsetzung eingeschrankt. Experimente kénnen nicht
mit unterschiedlichen Arbeitsgeréten geteilt werden, da die verwendeten Inputs des Ex-
periments zur Ausfiihrung der Pipeline fehlen. Der GitLab-Runner kann nur auf DVC
Remote Storage Objekte zugreifen, wenn diese sich auf demselben System befinden. Als
Konsequenz kann die Pipeline nur auf dem System ausgefiihrt werden, auf dem sich das
Experiment, der DVC Remote Storage und der GitLab-Runner befinden.

Der Problematik vorbeugen wirde die Einflhrung eines Remote Storage in einem Cloud
Service oder auf einem Server. Der GitLab-Runner wiirde autark durchgefiihrt werden



5 Zusammenfassung und Ausblick 33

und Modell und Metrik kdnnten anderen Systemen zur Verfligung gestellt werden. Der
Austausch von Experimenten im Team waére vereinfacht, da das Team unter Anwendung
des ausgelagerten Remote Storage an mehreren Systemen gleichzeitig arbeiten kénnte.
Der GitLab-Runner kdnnte somit auf einem beliebigen System mit dedizierter Hardware
ausgefiihrt werden. Die Performance und Skalierbarkeit waren verbessert. Exemplarisch
in Abbildung 6 dargestellt.

GitLab CI

Remote Storage

Abbildung 6: Systemlandschaft bei Auslagerung des Remote Storage (eigene Abbil-
dung)

Unterschiedliche Entwickler bearbeiten beim Entwickeln und Durchfiihren von Experi-
menten Komponenten im Quellcode. Diese werden von der ML-Pipeline ausgefuhrt. Da-
bei kénnen Fehler auftreten, welche aus der Entwicklung resultieren kénnen. Fehler kon-
nen zum Beispiel die erfolgreiche Durchfiihrung der Pipeline verhindern oder das resul-
tierende Modell unzureichend verallgemeinern lassen. Eine Vertiefung der Kenntnisse
zur Integration von Softwaretests fordert die Vermeidung dieser Fehler. Es ware zu pri-
fen, inwiefern die Methodiken aus der Softwareentwicklung auf die Bedurfnisse des ML-
Prozesses angewendet werden kénnen. Die Komponenten eines Experimentes kénnen
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von Softwaretests gepruft werden. Beispielsweise prifen die Tests die korrekte Ausfiih-
rung einer Datentransformation. Weitere Tests konnten fur die Datenbereitstellung oder
einem zukinftigen Userinterface fur das ML-Praktikum ausgeftuihrt werden.
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