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Abstrakt

Label-Placement-Probleme bezeichnen in der Kartografie das Problem, Beschriftungen wie Stadte-,

Fluss- und StraRennamen kollisionsfrei und gut lesbar automatisiert zu platzieren.

In dieser Arbeit geht es um ein Platzierungsproblem innerhalb des Wettervisualisierungssystems NinJo,
welches unter anderem vom Deutschen Wetterdienst eingesetzt wird. Auch wenn die Literatur bereits
einige Losungen und Algorithmen fiir Platzierungsprobleme anbietet, sind die durch die
meteorologische Fachlichkeit vorgegebenen Anforderungen innerhalb von NinJo sehr unterschiedlich
zu anderen Platzierungsproblemen, weshalb hier verschiedene Optimierungstechniken erprobt

werden.

Im Fokus dieser Arbeit steht dabei die Konstruktion einer Fitnessfunktion, welche eine Losung der

Optimierung numerisch bewertet.

Mit Hilfe von simulierter Abkihlung, Schwellenakzeptanz und genetischen Algorithmen werden dann
verschiedene Szenarien getestet und die Ergebnisse miteinander verglichen. Zusatzverfahren, wie

Elitismus, lokale Suche und das Teile-und-Herrsche-Verfahren werden ebenfalls erprobt.

Dabei stellt sich heraus, dass die in dieser Arbeit konstruierte Fitnessfunktion gute Ergebnisse liefert
und dass die Schwellenakzeptanz der simulierten Abkihlung Uberlegen ist. Der Genetische
Algorithmus liefert ebenfalls gute Ergebnisse, die mit denen der Schwellenakzeptanz vergleichbar sind.
Mit den vorgestellten Zusatzverfahren kann aufRerdem die Laufzeit der Algorithmen drastisch reduziert

werden.

Stichworte: Schwellenakzeptanz, simulierte Abkiihlung, genetische Algorithmen, label placement,
Optimierung, NinJo, Meteorologie, Wetter, Elitismus, lokale Suche, divide and conquer



Abstract

In cartography label placement problems define a situation, where objects like cities, rivers and streets

need to be labeled automatically in a way that they are both free of collisions and well readable.

This thesis is about a label placement problem within the weather visualization system NinJo, which is
used by the German Weather Service and other weather services. Various publications offer solutions
and algorithms for label placement problems, but the meteorological placing rules within NinJo differ
too much from those problems to be usable as a whole, which is why different optimization techniques

will be used.

A main part of this thesis is the construction of a fitness function which rates a solution in a numerical

way.

Different scenarios will be tested using simulated annealing, threshold acceptance and genetic
algorithms. The results are compared with each other. Additional methods like elitism, local search

and divide and conquer are being tested as well.

As a result of this thesis, it can be shown that the threshold acceptance algorithm performs better than
simulated annealing. The genetic algorithm creates good results, which can be compared to those
found by threshold acceptance. By using additional methods in combination with the three algorithms,

the runtime can be improved drastically.

Keywords: threshold acceptance, simulated annealing, genetic algorithms, label placement,

optimization, NinJo, meteorology, weather, elitism, local search, divide and conquer
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1 Einleitung

Das Projekt NinJo ist ein Gemeinschaftsprojekt des Deutschen Wetterdienstes mit den Wetterdiensten

der Bundeswehr, Kanadas, Danemarks und der Schweiz.

Die Hauptfunktion der meteorologischen Workstation NinJo ist die prozessbezogene, zeitnahe
Visualisierung und Auswertung aller vorhandenen meteorologischen Daten in einem definierten
geographischen Ausschnitt fiir einen festgelegten Zeitraum. Damit liefert NinJo eine wesentliche
Unterstiitzung fiir die Analyse und Diagnose aller verfiigbharen Daten im Wetter-
vorhersageprozess. Neben den synoptischen und aerologischen Beobachtungsdaten werden mit
NinJo regelmdfSig numerische Modellvorhersagen, Daten der statistisch-meteorologischen
Anschlussverfahren, aktuelle Radar-, [..], Satelliten- und Blitzortungsdaten sowie

meteorologische Produkte (z.B. Warnungen, Frontenvorhersagen) visualisiert und ausgewertet.
[Jac12] nach [Hei09]

NinJo nutzt ein Layer-System, das auf geographischen Karten Daten verschiedener Quellen
(Satellitendaten, Radardaten, Messwerte aus dem Messnetz sowie Gitterdaten der numerischen
Wettervorhersage) und meteorologische Elemente (wie beispielsweise ,Temperatur’, ,Niederschlag’,
,Druck’) visualisiert. Eine der zentralen Komponenten von NinJo ist die Visualisierung von Gitterdaten

als Ausgabedaten der numerischen Wettervorhersage.

Weltweit von Wetterstationen gemessene Daten (unter anderem Temperatur, Luftdruck und
Radardaten) werden in NinJo zusammengetragen und in verschiedenen Layern visualisiert. Ein Layer
ist dabei eine Ebene, in der jeweils ein Datentyp visualisiert wird. Zuséatzlich zu den gemessenen

Datenwerten konnen auRerdem Geodaten (Flisse, Stadte, Laindergrenzen) visualisiert werden.

Ein weiterer Anwendungsfall von Ninlo liegt in der Darstellung der Wettervorhersage (sogenannter
Forecasts): Mit Hilfe der gemessenen Daten kdnnen Simulationslaufe fiir das zukiinftige Wetter
durchgefiihrt werden, die in NinJo letztendlich als grafische Wettervorhersage visualisiert werden

kénnen.

Die in NinJo visualisierten Wetterdaten werden als grafische Objekte geographisch referenziert
dargestellt. Die Visualisierung erfolgt nach festen Regeln. Objekte kdnnen sich gegenseitig teilweise
oder komplett verdecken, wenn sehr weit herausgezoomt wird, wenn die Visualisierungen vieler
Messwerte dicht beieinander liegen oder viele Layer libereinander liegen. Dies liegt daran, dass die

Layer unabhangig voneinander agieren und kein globales Wissen (iber die Visualisierung existiert.
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Aus diesem Grund ist es notwendig, ein Verfahren zu implementieren, welches die in NinJo
visualisierten grafischen Objekte in einem ersten Schritt sammelt und diese Visualisierung dann global
optimiert. Dabei soll die Lesbarkeit der so erzeugten Wetterkarten und der darauf platzierten Objekte

und Beschriftungen gewahrleistet bleiben.

Ziel dieser Arbeit ist es, eine Bewertungsfunktion fiir die Glite der Darstellung fiir dieses Problem zu
definieren, sowie verschiedene Optimierungsverfahren zu untersuchen und eines oder mehrere auf
das spezifische Problem zu optimieren. Daraus ergibt sich ein Prototyp fir einen Algorithmus, der in
NinJo verwendet werden kdnnte. Die Entwicklung erfolgt dabei aulRerhalb des NinJo-Clients, nutzt

jedoch das Grafikframeworks von NinJo und grafische Objektdaten, die aus NinJo exportierten werden.
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2  Problemstellung

In NinJo werden grafische Objekte in verschiedenen Layern von der GOF (Graphics Object Factory als
Grafik-Framework von NinJo) gezeichnet. Diese grafischen Objekte werden oft durch Beschriftungen
(Symbole, Texte, Zahlen) dargestellt und haben eine geografische Referenz (ein Punkt, ein Polygon
oder eine Linie). Die Objekte sind im Regelfall verschiebbar und konnen skaliert werden. Ein grafisches
Objekt besitzt eine Prioritdt, beispielsweise auf Grund der Schwere eines Wetterereignisses (z.B.
signifikante Wettermeldung wie Starkregen, Windbden, Nebel). Ein Objekt kann auch versteckt

werden, wenn eine Uberlappung mit anderen Objekten sonst unvermeidbar wire.

In Abbildung 1 ist eine Europa-Karte zu sehen, die mit NinJo visualisiert wurde. Neben dem Geo-Grid-
Layer, der Langen- und Breitengrade als flach projiziertes Gitter einzeichnet, werden in dem Geo-

Vektor-Layer die Kiistenlinien, Linder-Grenzen sowie hoch priorisierte Stadtenamen visualisiert.

E ep 04 2011
d Do 08:00 UTC

Abbildung 1 Stédtenamen in Europa (hohe Prioritdt)

Wird im Geo-Vektor-Layer die Konfigurationseinstellung fir die Prioritdat fir die Anzeige von
Stadtenamen verringert, dann werden mehr Beschriftungen eingeblendet. Im Extremfall fiihrt dies

dazu, dass die Beschriftungen der Karte groRteils nicht mehr lesbar ist, wie in Abbildung 2 zu sehen ist.
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E ep 0 2014
d Do 08:00 UTC

Abbildung 2 Alle verfiigbaren Stédtenamen in Europa

Uber die Option ,Beschriftungen ausdiinnen“ verbessert NinJo die Lesbarkeit, indem viele

Beschriftungen ausgeblendet werden. Das Ergebnis der Ausdiinnung zeigt Abbildung 3.

E ep 04 2011
d Do 08:00 UTC

Abbildung 3 Stédtenamen in Europa mit der Option "Beschriftungen ausdiinnen

Problematisch bei der Ausdiinnung ist, dass das nur fir Beschriftungen eines Objekttyps, nicht aber
beispielsweise flir Wetterdaten (beispielsweise Temperaturangaben) funktioniert, die von einem
separaten Layer visualisiert werden. Diese Ausdiinnung bericksichtigt also nicht, dass mehrere Layer
Ubereinander liegen kdnnen, deren Visualisierungen sich gegenseitig nicht ,kennen”. Selbst bei
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verschiedenen Objekttypen innerhalb desselben Layers entstehen viele Verdeckungen. In Abbildung 4
wurden zusatzlich noch Flussnamen in denselben Layer eingefligt. Hier ist erkennbar, dass die Fluss-
und Stadtenamen sich gegenseitig verdecken und die Lesbarkeit der Karte deutlich verringern.

AuRerdem koénnen die Flussnamen mit anderen Flussnamen kollidieren.

E ep 0 2014
d Do 08:00 UTC

Abbildung 4 Stédte- und Flussnamen verdecken einander

In Abbildung 5 ist ein vergroRerter Ausschnitt von Deutschland zu sehen, in dem die Problematik noch
einmal verdeutlicht wird. Die sich Uberlagernden Fluss- und Stadtenamen machen die Karte

unleserlich.

ERLIH
.'l'aﬂ

Abbildung 5 Kartenausschnitt von Deutschland
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Aus diesem Grund ist es erforderlich, dass ein Algorithmus eine globale Platzierung dieser grafischen
Objekte (z.B. Beschriftungen und meteorologische Symbole) optimiert, indem er die Daten aus allen

Layern in Betracht zieht.

Ziel dieser Arbeit ist es somit, einen Optimierungsalgorithmus zu finden, so dass folgende Bedingungen

moglichst optimal erfiillt werden:

- Es soll méglichst wenige Uberlappungen von gezeichneten Objekten geben.

- Die Optimierung soll bertlicksichtigen, dass Objekte in verschiedenen Layern liegen kénnen.
Die Reihenfolge der Layer ist dabei durch NinJo festgelegt und kann nicht verandert werden.

- Objekte sollen moglichst nah an ihrer eigentlichen Position platziert werden. Nicht-
verschiebbare Objekte diirfen nicht verschoben werden. Verschiebbare Objekte dirfen im
Rahmen eines vordefinierten Bereichs bzw. entlang einer Linie oder Kurve verschoben
werden.

- Hoch-priorisierte Objekte haben Vorrang vor niedrig-priorisierten Objekten. Sie werden also
vorrangig gezeichnet und moglichst nicht versteckt.

- Ergebnisse sollen moglichst gut reproduzierbar sein: Bei erneuten Optimierungsldufen sollen
die Ergebnisse vergleichbar sein.

- Moglichst viele Objekte sollen gezeichnet werden. Sollte ein Objekt dennoch groRteilig

verdeckt werden, soll es ausgeblendet werden.

Als Abbruchkriterium fiir das Optimierungsverfahren wird eine feste Anzahl Iterationen und/oder eine

zu erreichende Gute und/oder eine Gltekonvergenz festgelegt.

Um den Fokus auf die eigentliche Problemstellung zu legen, wird fiir die Bearbeitung dieses Problems
und die Entwicklung der Algorithmen nicht komplett innerhalb der Ninlo-Entwicklungsstrukturen
entwickelt. Stattdessen wird eine unabhangige Datenstruktur entworfen, die in Form des in NinJo
etablierten Prototypverfahrens zu einem spateren Zeitpunkt nach NinJo integriert werden kann. Das
Optimierungsproblem wird in einer separaten Anwendung in Java (aufRerhalb des Standard-NinJo-
Clients) entwickelt. Das GOF-Framework wird als grafisches Framework verwendet, um die
Kompatibilitdt zu gewahrleisten. Die grafische Repradsentation erfolgt in vereinfachter Form. Testfdlle
werden einerseits kiinstlich generiert, aber auch so gut wie moglich aus NinJo exportiert. Hierzu stehen
die Export-Formate GML, GeoTIFF und ESRI-Shapefiles zur Verfligung, auf die in Kapitel 5 eingegangen

wird.
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3  Stand der Forschung

In der Literatur gibt es wenige Offentlich zugangliche Quellen Uber das Problem der ,Label-

wl

Platzierung“*, die fir diese Arbeit geeignet waren.

In einer Diplomarbeit von Ingo Petzold (Textplazierung in dynamisch erzeugten Karten, [Pet96]) wurde
die Uberlegenheit des Optimierungsverfahrens Simulierter Abkiihlung gegeniiber anderen Verfahren
(unter anderem Greedy-Algorithmen, lineare Programmierung, Gradientenabstiegsverfahren)
beschrieben. Dies wird zum Anlass genommen, die Simulierte Abklhlung im Vergleich mit weiteren
anerkannten Optimierungsverfahren zu untersuchen. Die bereits der Simulierten Abkihlung
unterlegenen Verfahren werden nicht weiter beriicksichtigt. Allerdings verwendet Petzold andere
Rahmenbedingungen fiir die Platzierung und Positionierung der Objekte. So kann bei ihm Schrift
gebogen werden (engl. warping) und die Beschriftungen beriicksichtigen beispielsweise Verdeckungen
mit Geodaten (Flusslinien, Stadtgebiete). Des Weiteren sind Positionierung, Layer, Skalierung und
Verdeckungsproblem in dieser Problemstellung anders definiert, weshalb aus seinen Ansatzen fiir

dieses Problem nur wenige Grundlagen gewonnen werden kdnnen.

In Automated Label Placement in Theory and Practice (Freie Universitat Berlin, 1999 [Wol14]) wurde
versucht, ein allgemeines Verfahren fir Label-Placement-Probleme zu definieren. Allerdings
unterschieden sich auch hier die Rahmenbedingungen deutlich von denen, die in NinJo vorgegeben

sind.

In A Genetic Algorithm for Labeling Point Features (Universitat Wien, [Rail4]) wurden Genetische
Algorithmen mit simulierter Abklhlung verglichen. Die Ergebnisse zeigten, dass Genetische
Algorithmen als Optimierungsverfahren zwar im Allgemeinen eine héhere Laufzeitkomplexitdt haben,
es aber bei vergleichbarer Iterationszahl und Laufzeit auch haufiger schaffen, einem lokalen Optimum
zu entkommen und somit generell bessere Ergebnisse finden kdnnen. Die Platzierung der Objekte
erfolgt hier stark vereinfacht: Es gibt fiir jede Beschriftung genau 8 Positionerungsmaoglichkeiten. Auf
die Implementierung der Fitness (eine numerische Repradsentation der Giite einer Losung), des
Selektionsverfahrens und der Crossover- und Mutationsverfahren wird in [Rail4] leider nur wenig

eingegangen.

Die offentlich einsehbare Literatur zur Textplatzierung ist somit nicht ausreichend, um einen
Algorithmus zu entwickeln, der in NinJo Beschriftungen entsprechend der komplexen Méglichkeiten

(Layer, Skalierung, Verdeckung, Positionierung, Sichtbarkeit) moéglichst optimal darstellt. Aus diesem

1 n dieser Arbeit wird generell nicht von Labeln, sondern von grafischen Objekten gesprochen. In der Literatur
ist dieses Problem aber eher als Label Placement bekannt.
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Grund werden in dieser Arbeit neue Verfahren entwickelt und auf ihre Effektivitat und Effizienz hin
untersucht. Dabei liegt der Fokus insbesondere auf der Definition einer geeigneten Giitefunktion sowie
der Implementierung und Parametrisierung genetischer Algorithmen und dessen Vergleich mit

anderen erprobten Optimierungsverfahren.
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4  Die grafischen Objekte

Es gibt fir die in dieser Arbeit untersuchte Problemstellung drei Arten von grafischen Objekten:
Punktobjekte, Linienobjekte (sogenannte Label) und Polygonobjekte. Andere Visualisierungsarten,
beispielsweise Flachenvisualisierungen von Isoflichen werden nicht betrachtet. Alle Objekte haben

grundsatzlich folgende Eigenschaften gemein:

- Die moglichen Objektpositionen werden durch eine Menge an Punkten beschrieben (ein
Punkt fiir Punktobjekte, mehrere fir Linien- und Polygonobjekte).

- Objekte kdnnen verschiebbar, versteckbar und skalierbar sein.

- Objekte besitzen eine Prioritat, die die Wichtigkeit des Objektes bestimmt. StandardmaRig
besitzt jedes grafische Objekt eine Prioritdt von eins. Eine Prioritdt von zwei bedeutet, dass
dieses Objekt doppelt so wichtig ist wie eines mit Prioritat eins.

- Objekte besitzen eine Breite und eine Hohe und werden vereinfacht fir dieses Problem als
Rechtecke gezeichnet. Dieses Rechteck ist somit auch die Bounding Box? fiir die Erkennung
von Uberlappungen.

- Objekte kénnen nach unten skaliert (verkleinert) werden, aber nicht gegeniiber ihrer

OriginalgrolRe vergroBert werden.

Die Unterschiede der einzelnen grafischen Objekttypen beziehen sich lediglich auf die moglichen

Positionierungen der Objekte und werden im Folgenden dargestellt.

4.1.1 Punktobjekte

Punktobjekte besitzen einen einzigen Punkt als Positionierungsangabe und einen Radius. Ist ein
Punktobjekt nicht verschiebbar, liegt das Objekt statisch im Ursprung. Andernfalls kann der
Objektursprung auf einen beliebigen Punkt innerhalb des Radius der Originalposition gelegt werden.
Abbildung 6 zeigt zwei mogliche Positionierungen von Punktobjekten innerhalb des giiltigen Radius.
Meteorologische Messwerte, die an einer geographischen Position gemessen wurden, beispielsweise

Temperaturwerte, werden in NinJo als Punktobjekte visualisiert.

2 Die Kollisionserkennung von Text mit anderem Text ist vergleichsweise aufwendig und rechenintensiv, weshalb
in dieser Arbeit jede Beschriftung und jedes Objekt als Rechteck angenahert wird. Die Bounding Box beschreibt
ein solches Rechteck, das fiir eine vereinfachte Kollisionserkennung verwendet wird.

23



Abbildung 6 Zwei Punktobjekte: links im Mittelpunkt positioniert, rechts auf den Rand verschoben positioniert

4.1.2 Linienobjekte

Linienobjekte besitzen mindestens zwei Punkte als Positionierungsangabe. Diese Punkte bilden einen
Vektorzug (eine Linie bzw. Kurve), auf der das Objekt positioniert werden kann. Fiir eine zufallige
Positionierung des grafischen Objekts werden zwei in der Vektorzug-Liste benachbarte Punkte
genommen, zwischen denen eine Interpolation erfolgt. Zuséatzlich besitzt ein Linienobjekt eine
Abstandsangabe, die bestimmt, wie weit das Objekt von diesem interpolierten Punkt auf dem
Vektorzug entfernt sein darf. Abbildung 7 zeigt einen solchen Vektorzug mit zwei moglichen
Positionierungen des grafischen Objekts. Die rote Linie zeigt den zufdllig gewahlten
Positionierungsabstand von der interpolierten Position auf der jeweiligen Teilstrecke. Ein typischer
Anwendungsfall ist beispielsweise ein Flussname, der am Vektorzug einer Fluss-Visualisierung

ausgerichtet werden soll.

Abbildung 7 Zwei grafische Objekte an jeweils einem Vektorzug ausrichtet

4.1.3 Polygonobjekte

Ahnlich wie Linienobjekte werden Polygonobjekte durch eine Menge von Punkten beschrieben. Der
Unterschied ist, dass der letzte Punkt mit dem ersten eine geschlossene Form bildet. Aus diesem Grund
muss ein Polygonobjekt mit mindestens drei Punkten beschrieben werden. Fiir die Positionierung des

Objekts ist als Objektursprung jeder Punkt giiltig, der in dem so erzeugten Polygon liegt. Abbildung 8
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zeigt zwei mogliche Positionierungen eines grafischen Objekts, dessen Positionierung mit einem
Polygon beschrieben wird. Ein typischer Anwendungsfall ist beispielsweise ein Stadtname, bei dem das

Polygon den Bereich der Stadtflache reprasentiert.

Abbildung 8 Zwei méglichen Positionierungen innerhalb des gleichen Polygons
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5 Export aus NinJo

Die Verwendung des GOF-Frameworks ist eine notwendige Basis, um spater die Anwendung innerhalb
von NinJo verwenden zu konnen. Auf Grund der Komplexitdt von NinJo wird in dieser Arbeit auf eine

Entwicklung innerhalb der kompletten NinJo-Entwicklungsstrukturen verzichtet.

Zunachst wird in diesem Kapitel kurz die Rolle der GOF innerhalb von NinJo beschrieben. Im Folgenden

geht Kapitel 5.2 auf die verfiigbaren Moglichkeiten ein, Daten aus NinJo auszulesen.

5.1 GOF als Schnittstelle zu NinJo

Die GOF (Graphics Object Factory) ist eine Factory-Klasse?, die in NinJo verwendet wird, um Objekte zu
rendern. Im Weitesten beschreibt sie auch die Rendering Engine, welche fir die Konstruktion des
Szenegraphen und die Darstellung der Szene verantwortlich ist. Verschiedene Grafik-Schnittstellen
werden Uber die GOF abstrahiert, u.a. OpenGL, Java2D, Postscript und Shockwave. Die Einbindung des
GOF-Frameworks in NinJo und die Abstraktion der grafischen Schnittstellen ist in Abbildung 9

dargestellt.

NinJo-Client

Java 2D| | Postscript| | OpenGL

Graphic Objects Factory (GOF)

Visualization Library (VisLib)
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o Layer n 3
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v v v

Corba File MAP
Connectors Connectors

Abbildung 9 Die Einbindung von GOF in NinJo [Sch14]

3 Das Factory-Pattern (dt. Fabrikmuster) bezeichnet ein Vorgehen, bei dem Objekte nicht iiber einen Konstruktor
erstellt werden. Stattdessen besitzt die Factory-Klasse Methoden, um diese Objekte zu erzeugen und
zuriickzugeben, womit die Instanziierung solcher Objekte gekapselt wird.
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Relevant ist fiir diese Arbeit die GOF-API, welche eine Vielzahl an Funktionen bereitstellt, um grafische
Objekte (Punkte, Linien, Polygone und Flichen, sowie Text) zu erzeugen und zu rendern. Uber eine
MVC*-Anwendung, welches sich aus den Ubungsbeispielen der NinJo-internen GOF-Trainings
abgeleitet wurde, ist ein einfaches grafisches Grundgerust verfligbar, welches in einem Canvas solche
grafischen Objekte rendern kann. Die in dieser Arbeit gezeigten Screenshots wurden mit dieser

Anwendung visualisiert.

5.2 Testdatengewinnung mit GML

NinJo kann die visualisierten Daten in drei verschiedenen Formaten exportieren, namlich als GML

(Geography Markup Language), GeoTIFF und ESRI-Shapefiles.

GML ist eine, auf XML basierende Modellierungssprache, mit der geografische Eigenschaften relativ
einfach beschrieben werden kdnnen. [GML14] GeoTIFF ist ein Rasterformat und damit nicht geeignet.
ESRI-Shapefiles sind ein Standardformat, welches unter anderem in das Open-Source
Geoinformationssystem QGIS importiert und dort visualisiert werden kénnte®. GML bietet sich fiir
diese Arbeit an, weil es verhaltnismaRig leicht einzulesen ist und bereits alle Rohdaten enthilt, die flr

Optimierungsverfahren notig sind.

Leider liefert der Datenexport aus NinJo die Daten nicht in einer Form, wie sie direkt fiir die
Optimierung bendtigt wirden. Stattdessen beschreiben die exportierten Daten, wie die in NinJo
dargestellte Karte (rein visuell) nachgebaut werden kann. Meta-Informationen wie Prioritdt und
Positionierungsangaben werden in dieser Arbeit erst eingefiihrt und existieren somit nicht in dem

Export-Format.

Des Weiteren gehen Informationen lber die Zuordnung zu Layern verloren, so dass alle grafischen

Objekte aller Layer komplett in einer Datei exportiert werden.

Aus diesem Grund kénnen reale Testfalle lediglich approximiert werden.

4 Mit Model-View-Controller wird die Anwendung in die drei Teile Model, View und Controller aufgeteilt, die
jeweils eigene Aufgaben erledigen: Model verwaltet die fir die Anwendung relevanten Daten, wahrend
Controller die Steuerung der Anwendung tGbernimmt. View ist fiir die Visualisierung der Daten verantwortlich.
5 Weitere Informationen Giber QGIS gibt es auf der dazugehdrigen Webseite: http://www.qgis.org/en/site/
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5.2.1 Aufbau des GML-Formats

In Abbildung 10 sind die verfiigbaren grafischen Objekttypen in GML 2.0 zu sehen. Die aktuelle GML-

Version 3.3 weist weitere Klassen auf, die aber hier nicht relevant sind.

Geometry SpatialReferencesystem
Point Curve Surface GeometryCollection
iy
Polygon
LineString MultiSurface | |MuktiCurve MubtiPoint

Ty 1.r T T

MultiPohwgon | |MultiLineString

- j’

Abbildung 10 Die wichtigsten Objekttypen in GML 2.0 (nach [GML14, p.7])

Line LinearRing

Relevant sind im vorliegenden Kontext die Objekttypen Point, Line und Polygon. Ein LineString
bezeichnet eine Menge von Punkten, die eine Linie bilden. Diese sind sowohl Basis fiir Line (das
konkrete Linienobjekt), sowie fir LinearRing (bei der die Punkte zusammengefasst einen Ringschluss
ergeben). Dabei muss der letzte angegebene Punkt eine exakte Kopie des ersten Punkts sein. Ein

LinearRing wird zur Beschreibung eines Polygons benoétigt.

Ein Beispiel fur die Beschreibung eines Polygons aus einem Bodendaten-Layer (einem Layer, der unter
anderem Temperaturdaten visualisiert) ist im Folgenden zu sehen. Aus Griinden der Ubersichtlichkeit
wird nur ein Auszug der GML-Datei dargestellt (fiir ein einzelnes Polygon kdnnen in einem GML-Export

aus NinJo durchaus mehrere hundert Punktangaben enthalten sein).
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<gml:featureMember>
<ninjo:Feature gml:id="feature-00000">
<ninjo:referenceDate>
2014-07-28T06:00:00Z
</ninjo:referenceDate>
<ninjo:classification>
Weather observations
</ninjo:classification>
<ninjo:text>
15
</ninjo:text>
<ninjo:geometry>
<gml:Polygon>
<gml:exterior>
<gml:LinearRing>
<gml:posList>
44.76518 2.97585
44.86473 2.96258
44.96429 2.94927
44.76518 2.97585
</gml:posList>
</gml:LinearRing>
</gml:exterior>
</gml:Polygon>
</ninjo:geometry>
</ninjo:Feature>
</gml:featureMember>

Verkiirzter Auszug aus einer GML-Datei

Relevant ist das Polygon, welches als Unterkategorie von Geometry beschrieben wird. Innerhalb dieses

Polygon-Tags wird ein LinearRing beschrieben, der die relevanten Punkte des Objekts darstellt.

Der <ninjo:text>-Tag ist die Beschriftung fir das Objekt. Dies konnen im einfachsten Fall
Temperatur-Angaben (in diesem Fall 15) oder Stddtenamen sein, in anderen Fallen aber auch

meteorologische Symbole, die beispielsweise die Wolkendichte oder Windrichtung symbolisieren.

Im Anschluss an den <ninjo:text>-Tag folgen ein oder mehrere Polygone, die zu der genannten
Beschriftung gehoéren. Im Falle der Temperaturangabe 15 sind dies zwei Polygone, die grafisch die
Zahlen 1 und 5 reprasentieren, im Falle des Stadtenamens PARIS waren es flnf Polygone, die die

Buchstaben P, A, R, | und S beschreiben.

Neben der Angabe <gml:exterior> fiir die duRere Kontur des Polygons kann es auch mehrere
<gml:interior>-Befehle geben. Diese bezeichnen Locher im Polygon (im Fall von PARIS in den
Buchstaben P, A und R). Diese werden in der vorliegenden Arbeit nicht bericksichtigt, da die
Komplexitat beim Einlesen aus GML stark zunimmt, wenn bestimmt werden soll, ob ein Objekt in
einem Polygon liegt, das auBerdem noch Lécher besitzt, beziehungsweise wenn eine zufallige neue

Position in solch einem Polygon bestimmt werden soll.
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Die Angabe der Vertices® erfolgt in einem <gml:posList>-Tag, wobei die Projektion und die Art der
Koordinaten von der in NinJo ausgewdhlten Projektion abhdangen. Samtliche Daten in dieser Arbeit
wurden als rechteckige Plattkarte (siehe [Wik14]) exportiert, sodass die Ldngen- und Breitengerade ein
regelmaliges Gitter bilden, bei dem samtliche Langengrade parallel zur Y-Achse und samtliche

Breitengrade parallel zur X-Achse liegen (Abbildung 11).

E ep 0 2014
d Do 08:00 UTC

Abbildung 11 Europa in der Flat-Projektion
Neben den Polygonen, welche die grafische Reprasentation der Fldche bezeichnen, erstellt NinJo in
dem GML-Export zusatzlich noch eine Linie, welche die Kontur des Polygons beschreibt. Die Vertices
der Kontur und des Polygons sind folglich dieselben, so dass der Import beriicksichtigt, dass die Kontur

nicht als zweites Objekt eingelesen wird.

Ferner werden die in Abbildung 11 dargestellten Landergrenzen als Linienobjekte kodiert.

5.2.2 Moglichkeiten und Grenzen des Exports

Da die Information Uber eine zentrale Positionierung einer Beschriftung nicht in GML hinterlegt wird,
muss die Position folglich approximiert werden. Hierzu wird die Tatsache genutzt, dass die Beschriftung

zentral (iber dem Objektursprung liegt.

5 Ein Vertex ist ein Punkt, in diesem Fall ein Eckpunkt des Polygons mit x- und y-Wert.
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In dem Beispiel der Beschriftung von PARIS kénnen die Polygone, welche die Buchstaben P, A, R, | und
S beschreiben unter dem Text-Tag PARIS ausgelesen werden. Damit wird der Mittelpunkt der flinf

Buchstaben interpoliert, sodass die Position von PARIS approximativ bestimmt werden kann.

Die SchriftgroRRe, die sich je nach Zoomstufe unterscheiden kann, kann in NinJo frei festgelegt werden.
Je nach GroRe der Beschriftung entsteht durch den Datenexport dann eine leicht veradnderte

Ausgangssituation fur die Optimierungsverfahren.

Aus der Lange der Beschriftung, das hei$t der Anzahl der Zeichen, und der GroRRe der Schrift kann die
Breite und Hohe der Beschriftung berechnet werden. Diese Bounding Box bezeichnet die maximale

GroRe der Beschriftung und wird als Berechnungsgrundlage fiir die Kollisionserkennung verwendet.

Zur Visualisierung von Symbole (beispielsweise zur Visualisierung der Wolkendichte) besitzt Ninlo
eigene Schriftarten, die den Vorgaben der WMO folgen [DWD14]. Bei dem Export in GML werden diese
Symbole in ASCII-Zeichen im Text-Tag dargestellt. Da die Information (iber das Symbol fir nur fir die
Visualisierung und nicht das Optimierungsverfahren relevant ist, werden in dieser Arbeit alle

unbekannten Symbole als ,?‘ visualisiert.

Die Prioritat und Layer-Zugehorigkeit kann beim Import der aus NinJo exportierten Daten ohne
weiteres nicht bestimmt werden. In dem letzten der finf Testfalle (Kapitel 6.5) wurden die Prioritdten
der Stadtenamen genutzt, um den realen Anwendungsfall anndhernd gut simulieren zu kénnen. Darauf
kann verzichtet werden, sobald NinJo diese nétigen Informationen beim Exportieren fiir jeden

Objekttyp mit zur Verfligung stellt.
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6 Definition von Testfillen

Um die Gite der Algorithmen in verschiedenen Szenarien zu testen, sowie deren Parameter
optimieren zu kdnnen, ist es notig, einige Testfdlle aufzustellen, anhand derer die Funktionalitat der
Optimierungsverfahren bewertet werden kann. Im Folgenden werden verschiedene Testfille
aufgezeigt, mit denen die Funktionalitat und Effektivitat der in dieser Arbeit untersuchten Algorithmen

Uberpruft werden kann.
Grundsatzlich lassen sich dabei zwei Arten von Testféllen unterscheiden:

- Einige der Testfalle sind kiinstlich erstellte Beispiele mit unrealistisch groBen und sehr wenigen
Objekten. Diese sollen die allgemeine Funktionalitat der Algorithmen nachweisen und dienen
auch als Regressionstest. Ein Versagen bei solchen Problemstellungen wirde die
Funktionalitat der Algorithmen direkt widerlegen.

- Weitere Testfdlle beinhalten reale, aus NinJo in GML exportierte Daten mit einem oder

mehreren Layern, verschiedenen Prioritdten und dementsprechend hoheren Komplexitaten.

Fiir die Visualisierung wurden primitive Rechtecke gewahlt, die farblich kodiert sind und in den
Beispielen, in denen die Daten aus GML importiert wurden, mit Text beschriftet sind. Mit grinen Boxen
werden Objekte visualisiert, die sichtbar sind und nicht mit einem anderen grafischen Objekt
kollidieren. Rote Boxen sind versteckte Objekte und somit unsichtbar, wahrend gelbe Boxen Objekte

symbolisieren, die von einem anderen Objekt ganz oder teilweise verdeckt werden (Abbildung 12).

Paris | Keine Kollision
Paris Wird teilweise verdeckt

BEFEN Ausgeblendet
warel Skaliert

Abbildung 12 Farbkodierung fiir die Beschriftungen

6.1 Testfall A - Fiinf Punktobjekte

In dem ersten Testfall gibt es insgesamt flinf Punktobjekte. Die Ausgangssituation ist in Abbildung 13
zu sehen. Vier Objekte sind grolRe Quadrate, die dicht aneinander liegend angeordnet sind. Sie besitzen
die Prioritat 1. Hinter den vier Quadraten liegt mittig ein flinftes, welches die Prioritat 5 besitzt und

dessen Lesbarkeit somit deutlich héher priorisiert wird. Ziel der Optimierung ist es, das verdeckte, hoch

32



priorisierte Objekt nach vorne zu setzen und gegebenenfalls die anderen vier Quadrate etwas zur Seite

zu schieben, um die Verdeckung der Objekte zu verringern.

Abbildung 13 Ausgangssituation fiir Testfall A

6.2 Testfall B—Viele Punktobjekte

Testfall B besteht aus 324 Punktobjekten, die allesamt versteckt sind und die Prioritat 1 besitzen. Einige
dieser Objekte wiirden mit anderen tberlappen, wenn die Objekte sichtbar waren. Ziel dieses Testfalls
ist es, dass der Algorithmus alle Objekte einblenden kann und die Positionierung der Objekte beibehalt.
Er muss die Uberlappung akzeptieren, da ein Verschieben aller Objekte deutlich schlechter wire, als

ein kollisionsfreies Resultat (die Verschiebungsstrafe fiir 162 Objekte ist deutlich hoher, als die
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Verdeckungsstrafe flir 18 Objekte). In der Ausgangssituation, die in Abbildung 14 dargestellt ist, sind

die Objekte schon optimal platziert, aber versteckt.

Abbildung 14 Ausgangssituation fiir Testfall B

6.3 Testfall C— Linien- und Polygonobjekte

Im dritten Testfall sind mehrere Polygonobjekte der Prioritdt 1 dicht beieinander platziert. Diagonal
kreuzen zwei Linienobjekte derselben Prioritdt diese Polygone. Die Ausgangssituation ist in Abbildung
15 dargestellt. Die dargestellten braunen Polygone definieren den Platzierungsbereich fir

Polygonobjekte.
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Ziel dieses Tests ist es, die Funktionalitdt der Implementierung der Datenstruktur auch fiir die
Objektarten Linie und Polygon zu zeigen. Da jede Positionierung innerhalb des Polygons
beziehungsweise auf der Linie erlaubt ist, sollten die Algorithmen hier sehr gute Ergebnisse vorweisen

kénnen. Das heiBt, dass es wenige bis keine Verdeckungen gibt und im Optimalfall die Fitness 0 erreicht

wird.

Abbildung 15 Ausgangssituation fiir Testfall C
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6.4 Testfall D — Temperaturwerte und Wolkenbedeckung

In dem vierten Testfall werden Temperaturwerte (2 Meter Uber BodenhOhe gemessen) sowie
Wolkenbedeckung aus NinJo exportiert. Die Anzeige der Rohdaten in NinJo wird in Abbildung 16

dargestellt.

Sep 08 2014
Mo 08:00 UTC

i
Bodendaten Mo 08.09.14 08:00 UTC [+0/-29min] Gesamtbedeckung (N/Ns)in1/8, 284 von 433
Bodendaten Mo 08.09.14 08:00 UTC [+0/-29min] Lufttemperatur 2 m in°C, 413 von 937

Abbildung 16 Ausgangssituation Testfall D, Darstellung im NinJo-Client

Bei dem Import werden die Wolkenbedeckungssymbole mit der Prioritdt 2 festgelegt. Die
Temperaturangaben erhalten die Prioritdt 1. Eine solche Priorisierung entspricht nicht unbedingt einer
meteorologischen Vorgabe, soll aber den Algorithmus zwingen, Priorisierungsangaben bei der

Optimierung zu bericksichtigen.

Nach dem GML-Export der Daten aus Ninlo in die Anwendung sieht die Ausgangssituation wie folgt in
Abbildung 17 aus. Dabei werden die Wolkenbedeckungs-Symbole lediglich als ,?* visualisiert

(vergleiche dazu Kapitel 5.2.2).
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Abbildung 17 Ausgangssituation fiir Testfall D

6.5 Testfall E—Stadtenamen in Europa

Der letzte Testfall soll eine Menge von Stadtenamen auf einer Europakarte optimal platzieren. Hier
sind die Beschriftungen besonders lang und tberlappen sehr stark. Das Original ist in Abbildung 18 zu
sehen. In NinJo besitzt der GeoVektor-Layer verschiedene Prioritatsstufen, auf denen unterschiedlich
viele Objekte visualisiert werden. Fir diesen Testfall wurden mehrere Exporte auf verschiedenen
Prioritatsstufen durchgefiihrt, um Objektdaten verschiedener Prioritdten zu erhalten. Dabei sind
Objekte, die hohe Prioritatsstufen haben, auf niedrigeren Prioritatsstufen erneut zu finden, weshalb

diese heraussortiert werden missen, um nicht mehrfach visualisiert zu werden.

TRERINE
Do 08:00 UTC

Abbildung 18 Ausgangssituation Testfall E, Darstellung im NinJo-Client
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Auf der hochsten Prioritdtsstufe sind die wichtigsten Stadtenamen (hauptsachlich Hauptstadte)
visualisiert. Diese Stadte erhalten durch den Import die Prioritat 4. Export-Dateien der niedrigeren
Prioritdtsstufen enthalten immer mehr Stadtenamen. Folglich muss der Import alle Dateien aller vier
Exporte einlese und vergleichen, ob auf der néachstniedrigeren Prioritdt neue Beschriftungen
dazukamen. Dementsprechend werden neuen Beschriftungen mit den niedrigeren Prioritdten 3, 2 und

1 vergeben.

AnschlieBend werden diese Stddtenamen dann in einen gemeinsamen Layer gelegt. Diese

Problemstellung soll zeigen, ob und inwieweit die Algorithmen mit einer groBen Menge liberlappender

Testdaten zurechtkommen. Die Ausgangssituation nach dem Import zeigt Abbildung 19.

Abbildung 19 Ausgangssituation fiir Testfall E
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7/ Szenegraph und Kollision

Damit mittels der GOF ein Szenegraph zur Visualisierung der grafischen Objekte erstellt werden kann,
ist es notig, dass jedes Objekt von sich selbst einen Node erstellen kann. Ein Node ist ein GOF-Objekt,
welches grafische Informationen (iber das Rendering beinhaltet. Wichtig sind die GOF-Klassen Shape
(die Form: Polygon, Punkt, Linienzug) und ColorAppearance (Farbe der Form), sowie der anzuzeigende
Text (zum Beispiel eine Temperaturangabe). Sind mehrere grafische Objekte zu zeichnen, kdnnen diese

in einer Group zusammengefasst werden.

Damit die in dieser Arbeit untersuchten Algorithmen Verdeckungen vermeiden kénnen, ist es notig,
sowohl Kollisionen zu erkennen, als auch zu bestimmen, welches das verdeckte und welches das

verdeckende Objekt ist. Dies geschieht in zwei Schritten:

Zunachst wird Uber die Position des grafischen Objekts, sowie dessen Bounding Box (die Breite und

Hohe des Objekts) berechnet, ob dieses mit einem anderen Objekt kollidiert.

In einem zweiten Schritt wird untersucht, welches das verdeckte und welches das verdeckende Objekt

ist.

Ist eine Kollision erkannt, wird auRerdem die Kollisionsflache berechnet. Unter Kollisionsflache ist der

Bereich zu verstehen, den beide Objekte bei der Kollision teilen.

7.1 Kollisionsberechnung

Da in dieser Arbeit alle grafischen Objekte durch Rechtecke angendhert werden, ist die

Kollisionsberechnung relativ einfach durchfihrbar.

Seien zwei Rechtecke A und B definiert durch ihre Mittelpunkte Pa(Xa|Ya) und Pg(Xz|Ys), sowie ihren
entsprechenden Breiten und Hoéhen W und H. Dann folgt, dass die Kollision genau stattfindet, wenn
die absolute Differenz der X-Werte kleiner oder gleich der halben Summe beider Breiten ist und die
absolute Differenz der Y-Werte kleiner oder gleich der halben Summe beider H6hen ist.

Wenn(Abs(XA - XB) <= % (WA + WB))

Wenn(Abs(Ya - Yg) <= % (Ha + Hg))
Kollision = wahr

Dabei muss aullerdem beriicksichtigt werden, dass beide Objekte sichtbar sind. Sollte eines der

Objekte versteckt sein, erfolgt dementsprechend auch keine Kollision.
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7.2 Die Reihenfolge im Szenengraph

Ist eine Kollision erkannt worden, muss festgestellt werden, welches der beiden Objekte das verdeckte

und welches das verdeckende Objekt ist.

Das GOF-Framework zeichnet die Objekte des Szenengraphs in der Reihenfolge, in der die Knoten dem
Szenegraphen hinzugefligt werden. Das heif3t, dass Objekte, die in der Datenstruktur am Anfang einer
Liste stehen, zuerst gezeichnet werden, also rdumlich hinter anderen Objekten, die spater gezeichnet

werden.

Dies erfordert eine Umstrukturierung der Objekte bei der Erstellung des Szenegraphen. Dabei wird zu
Beginn des Optimierungsverfahrens jedem Objekt ein eindeutiger Z-Index vergeben. Dieser Z-Index
bezeichnet die Reihenfolge der Objekte, wie sie in den Szenegraphen gelegt werden. Soll nun die
Rendering-Reihenfolge zweier Objekte gewechselt werden, tauschen diese Objekte lediglich ihren Z-
Index. Am Ende des Optimierungsverfahrens, wenn die Objekte an die GOF zum Zeichnen lbergeben
werden, werden samtliche Objekte dann einmalig nach ihrem Z-Index sortiert und entsprechend in
den Szenegraphen Ubertragen. Der Z-Index ist dabei einmalig innerhalb jedes Layers. Objekte konnen
nicht layer-lGbergreifend ihren Z-Index austauschen, da die Zeichenreihenfolge der Layer durch NinJo

festgelegt ist.

7.3 Kollisionsvorberechnung

Die Kollisionserkennung bei vielen Hunderten oder Tausenden Objekten ist sehr rechenintensiv, wenn
bei jeder Kollisionsberechnung jedes Objekt mit jedem anderen auf eine mogliche Kollision gepruft
wird. Dies heildt, dass der Aufwand fir eine solche Kollisionsberechnung in jedem Fall (best case,

average case und worst case) immer O(n?) ist.

Aus diesem Grund wird vor Beginn des Optimierungsverfahrens eine Kollisionsvorberechnung
durchgefiihrt, bei der festgestellt wird, welche Objekte liberhaupt miteinander kollidieren kénnen. Fiir
diese Kollisionsvorberechnung wird die Bounding Box so erweitert, dass sie jeden Bereich abdeckt, in

dem das grafische Objekt entsprechend seiner giiltigen Platzierungsregeln liegen kann (Abbildung 20).
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Abbildung 20 Bounding Box des Punktobjekts (griin) und maximale Bounding Box (rot)

Die auf diese Weise gefundenen Objekte, welche unter Bericksichtigung aller mdglichen
Positionierungen mit dem jeweiligen Objekt kollidieren konnten, werden dann gemeinsam in einer

sogenannten Kollisionsgruppe gespeichert.

Daraufhin wird einmalig eine aufwendige Kollisionsvorberechnung mit O(n?) durchgefiihrt, wobei fur
jedes Objekt in einer Liste gespeichert wird, mit welchen anderen Objekten es potentiell iberhaupt

kollidieren kann.

Wird nun eine Kollisionsberechnung durchgefiihrt, muss jedes Objekt nur mit den Objekten derselben
Kollisionsgruppe verglichen werden, welche bei einer regelmaRigen Verteilung der Objekte den

Aufwand deutlich reduziert sind.

Der Aufwand der Kollisionsberechnung von Objekten bleibt somit zwar im worst case bei O(n?), liegt
im average case aber deutlich darunter und im best case sogar bei O(n), falls keine Bounding Boxen

kollidieren.

Da die Kollisionsberechnung im Laufe der Optimierung sehr oft durchgefiihrt werden muss, reduziert

diese Vorausberechnung der Kollisionsgruppen deren Laufzeit drastisch.
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8 Anforderungen an das Optimierungsverfahren

Bevor ein Optimierungsverfahren ausgewahlt werden kann, miissen die aus der Problemstellung
abgeleiteten Anforderungen an den Algorithmus festgehalten werden. Dabei kann zwischen den
allgemeinen Anforderungen an den Algorithmus und den Anforderungen an den Optimierungsprozess

unterschieden werden.

8.1 Anforderungen an den Algorithmus

Bei Optimierungsproblemen existiert in der Regel ein Loésungsgebirge, das die Losungsmenge darstellt

(Abbildung 21).

lobales Optimum
lokales Optimum 9 P

Abbildung 21 Maximierungsproblem mit lokalem und globalem Optimum

Jeder Punkt des Graphen bezeichnet dabei eine konkrete Losung fiir das Optimierungsproblem. Dabei

gibt es sowohl globale Optima (Minima oder Maxima) und maoglicherweise mehrere lokale Optima.

Optimierungsverfahren werden eingesetzt, um ein globales Optimum zu finden. Oft sind Losungen, die
moglichst nah an dem globalen Optimum sind, ausreichend. Dies geschieht, indem sie die aktuelle
Losung verandern und damit entlang des Graphen ,wandern”. Ladsst der Algorithmus nur
Verbesserungen der aktuellen Losung zu, kann er nur weiter (bei einem Maximierungsproblem) ,nach
oben” steigen. Er kann somit, abhadngig von der Startsituation, sehr schnell in einem lokalen Optimum
stecken bleiben. Erlaubt der Algorithmus hingegen auch Verschlechterungen, kann er sich von einem

lokalen Optimum Uber eine schlechtere Lésung hin zu dem globalen Optimum bewegen.

Es gibt verschiedene Griinde, warum ein globales Optimum nicht auf direktem Weg gefunden werden

kann:

- Fir die Problemstellung ist kein Verfahren bekannt, dass effektiv ein globales Optimum finden
kann.
- Die Konstruktion des globalen Optimums ist zu zeitaufwendig.

- Die Losungsmenge ist unendlich groR.
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In der vorliegenden Problemstellung dieser Arbeit ist vor allem der letzte Grund relevant. Da jedes
Objekt unendlich fein positioniert werden kann, ist die gesamte Losungsmenge zur Optimierung der

Wettersymbole und -beschriftungen unendlich grof.

8.2 Anforderungen an den Optimierungsprozess

Wahrend des Optimierungsverfahrens kénnen mehrere Operationen auf das grafische Objekt

angewandt werden:

Die Sichtbarkeit des Objekts kann gedndert werden (sichtbar / unsichtbar).
- Das Objekt kann skaliert werden.

- Das Objekt kann neu positioniert werden.

Die Reihenfolge, in der Objekte gezeichnet werden, kann gedndert werden.

Das oberste Ziel soll dabei sein, dass jedes Objekt moglichst lesbar ist. Nicht lesbare Objekte sollen
dementsprechend nicht gezeichnet werden. Damit entschieden werden kann, nach welchen

Prioritaten der Algorithmus optimiert, missen dafiir einige Entscheidungen getroffen werden.

Folgende Anforderungen wurden dabei festgelegt:

Die Anzahl der Verdeckungen, Skalierungen und Verschiebungen ist so klein wie méglich zu

halten.

- Kann ein Objekt skaliert werden, um Verdeckungen zu vermeiden, wird dies einer Verschiebung
vorgezogen.

- Sind die Verdeckungen sehr gering, wird die Verdeckung einer VVerschiebung vorgezogen.

- Kann ein Objekt nicht verschoben werden, wird eine Skalierung einer Verdeckung vorgezogen.

- Wird ein Objekt zu mindestens 50% verdeckt, wird es nicht gezeichnet.

- Werden beide Seiten eines Objekts um mindestens 50% skaliert, wird es nicht gezeichnet.

- Die Prioritdt eines Objekts ist als Faktor zu verstehen. Ein Objekt der Prioritét 2 ist doppelt so

wichtig wie ein Objekt der Prioritdit 1.
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9 Auswahl der Optimierungsverfahren

Fiir jedes konkrete Optimierungsproblem gibt es eine Vielzahl an mdéglichen, meist suboptimalen
Losungskandidaten, die in diesem Fall die Positionierung und Visualisierung jedes einzelnen grafischen
Objekts beschreiben. Um eine Losung mit einer anderen in Relation stellen zu kbnnen, ist es notig, die

Gute einer Losung bestimmen zu kénnen.

Mit der sogenannten Fitness wird Uber eine Fitnessfunktion jeder Losung eine Glte als numerischer
Wert zugeteilt. Historisch gepragt kommt der Fitness-Begriff aus der Evolutionslehre und wird vor
allem im Kontext Genetischer Algorithmen verwandt. Andere Optimierungsverfahren greifen den

Begriff Fitness aber ebenso auf.

Die Definition einer Fitnessfunktion ist nicht trivial und maRgeblich relevant fir den Erfolg eines

Optimierungsalgorithmus. lhr wird im Folgenden ein ganzes Kapitel gewidmet (Kapitel 10).

Flr dieses Optimierungsproblem wurde im Vorfeld eine Reihe an Algorithmen in Betracht gezogen, die
daraufhin auf ihre Tauglichkeit untersucht wurden. Erprobte Optimierungsalgorithmen sind unter
anderem Simulierte Abkiihlung und Schwellenakzeptanz, Monte-Carlo-Tree-Search (MCTS), Sintflut-

Algorithmen und Genetische Algorithmen.

Verfahren, die bereits in [Pet96] als der Simulierten Abkihlung unterlegen erkannt wurden
(beispielsweise das Gradientenabstiegsverfahren) werden aus diesem Grund nicht weiter

bericksichtigt.

Bei der Auswahl war zu bericksichtigen, dass der Algorithmus nicht nur lokale Optima finden darf,
sondern auch das globale Optimum finden kann. Sintflut-Algorithmen sind ein vereinfachtes Verfahren
der Schwellenakzeptanz, welche in einem benachbarten Lésungsraum suchen und lediglich Losungen
zulassen, die liber einem stetig steigenden Schwellwert liegen [Mot14]. Damit ist die Gefahr sehr hoch,
dass der Algorithmus in einem lokalen Optimum stecken bleibt und das globale Optimum nicht finden
wird [Bor14, p.57]. Fir MCTS ergibt sich das Problem, dass der Algorithmus die Lésung in Form eines
vollstdndigen Baums aufspannt. Dies ist praktisch fiir Probleme, die einen begrenzten Losungsraum
haben (zum Beispiel Schach oder Go [Cha10]), aber nicht fir das hier dargestellte Problem, das einen
unendlich groBen Losungsraum hat. Simulierte Abkihlung wurde bereits als Algorithmus fir
Platzierungsprobleme erprobt [Pet96] und der daraus abgeleitete Schwellenakzeptanz-Algorithmus
bot sich an, erprobt zu werden, da er im Regelfall bei gleicher Ergebnisglte bessere Laufzeiten erreicht.
Genetische Algorithmen sind ebenfalls anerkannte Optimierungsverfahren, die ein globales Optimum
zuverldssig erreichen kénnen und werden in dieser Arbeit aus diesem Grund untersucht. In [Rail4]
wurde bereits festgestellt, dass das dort beschriebene Platzierungsproblemen mit Genetischen
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Algorithmen zwar besser als mit Simulierter Abkihlung gelost wurde, die Laufzeit aber auch
dementsprechend hoher war. Die drei gewahlten Verfahren werden im Folgenden detailliert

vorgestellt.

9.1.1 Simulierte Abkiihlung

Die Simulierte Abkihlung (engl. simulated annealing) ist ein Optimierungsverfahren, welches den
Abkiihlungsprozess nachbildet. Flissigkeiten und Metalle versuchen im Abklhlungsprozess stets, den
energiedrmsten Zustand einzunehmen. Solange sie noch nicht vollkommen abgekiihlt sind, kdnnen sie

dabei auch kurzzeitig in einen energiereicheren Zustand wechseln.

Wird dieses Prinzip auf ein Optimierungsproblem Ubertragen, lasst sich daraus ein Algorithmus fir ein
Minimierungsproblem ableiten. Das Problem ldsst sich aber auch als Maximierungsproblem

umformulieren, indem die Vergleichsoperatoren umgedreht werden.

Der Energiezustand einer konkreten Losung K wird hierbei tGber die Fitness-Funktion berechnet, wobei
eine bessere Fitness eine bessere Losung bezeichnet. Zu Beginn des Algorithmus wird eine Temperatur

T definiert, sowie ein Faktor f, um den die Temperatur nach einer Reihe von Iterationen gesenkt wird.

Danach wird in jeder Iteration aus der aktuellen Lésung K eine neue Losung K’ erzeugt, die eine kleine
Anderung (eine Mutation der Losung) beinhaltet. Fiir diese beiden Ldésungen werden nun die
Energiezustande mit Hilfe der Fitnessfunktion F(K) bzw. F(K‘) berechnet. Ist der Energiezustand von K’
niedriger als der von K, wird K* als neue Lésung Gbernommen. Ist der Energiezustand jedoch hoher,
entscheidet eine Exponentialfunktion auf der Basis der aktuellen Temperatur. Je hoher die aktuelle
Temperatur ist, desto wahrscheinlicher wird eine energiereichere und somit schlechtere Losung

ibernommen.

FO-F(K')
Die Exponentialformelp = e kBT gibt die Wahrscheinlichkeit an, zu der die schlechtere Losung K’

ibernommen wird. kB bezeichnet die Boltzmann-Konstante [Cep11]. Die Boltzmann-Konstante kann

jedoch vernachlassigt werden, wenn der Temperaturwert entsprechend angepasst wird. [Saul4]

Nachdem fir einen Temperaturwert mehrere Losungen berechnet wurden, wird die Temperatur
entsprechend des gewahlten Faktors gesenkt. Bei [Due90] kann die Temperatur auch abfallen, wenn
die Losung sich nicht verbessert. In anderen Quellen wird dieser Performance-Aspekt oft
vernachlassigt. In [LHS95] wird die Temperatur hingegen nur abgesenkt, wenn sich die Qualitat der

aktuellen Losung nicht mehr verbessert.
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Ingo Petzold verglich 1996 in seiner Diplomarbeit verschiedene Textplatzierungsalgorithmen
miteinander. Unter anderem testete er dabei einen Greedy-Algorithmus, den Algorithmus von Hirsch,
Backtracking und lineare Programmierung. Dabei schnitt die Simulierte Abkiihlung in Bezug auf die

Gute der besten gefundenen Losung deutlich besser als andere Verfahren ab. [Pet96]

9.1.2 Schwellenakzeptanz

Im Jahr 1990 schlugen Gunter Dueck und Tobias Scheuer Schwellenakzeptanz (eng. threshold
accepting) als neuen Algorithmus vor, der vergleichbare Ergebnisse zu Simulierter Abkihlung liefert.
Die Idee der Kiihlung wird abstrahiert auf einen Schwellwert, der immer weiter sinkt. Das Prinzip bleibt
gleich, doch die Entscheidungsfunktion, ob eine neue Losung auf Basis des aktuellen Schwellwerts
genommen wird, wird vereinfacht, indem lediglich geprift wird, ob die Veranderung der innerhalb des

aktuellen Schwellwerts liegt. Bessere Losungen werden in jedem Fall akzeptiert.
Schwellenakzeptanz funktioniert dhnlich wie die Simulierte Abkiihlung mit folgenden Unterschieden:

- Auf die teure Exponentialfunktion wird verzichtet.
- Statt der Temperatur gibt es einen Schwellwert T, der prinzipiell genauso gesenkt wird, wie die
Temperatur bei simulierter Abkihlung.

- Die neue Losung K* wird gegeniiber K bevorzugt, wenn F(K) — F(K‘) < T ist.

In [LHS95] wurden Simulierte Abkihlung und Schwellenakzeptanz miteinander verglichen, sowie
adaptive Varianten beider Algorithmen, bei denen die Temperatur bzw. der Schwellwert angepasst
werden, abhangig davon, wie sich die Qualitdt der neuen Lésung von der alten unterscheidet. Es wurde
festgestellt, dass Schwellenakzeptanz in der Regel bessere oder vergleichbare Ergebnisse zu
Simulierter Abkiihlung erzeugt. Dies wurde auch schon 1990 von Dueck und Scheuer festgestellt.

[Due90]

9.1.3 Genetische Algorithmen

Genetische Algorithmen (engl. genetic algorithms) bezeichnen ein Klasse von Optimierungsverfahren,
die Optimierungsprobleme I6sen, indem sie die Gesetze der Darwin’schen Evolutionslehre nachbilden.
GemiaR des Prinzips Survival of the fittest (Uberleben des Stirkeren) ,kdmpfen“ verschiedene
Losungen gegeneinander an. Nicht jede Lésung wird dabei akzeptiert, jedoch haben auch wie in der

Evolution schwachere Individuen eine (wenn auch geringere) Chance, weiterzukommen.

Zunachst wird eine Ausgangspopulation P mit n Individuen erzeugt. Jedes Individuum reprasentiert
eine Lésung fir das Optimierungsproblem. Ubliche PopulationsgroRen liegen zwischen 30 und 500
liegen. Um den Suchraum moglichst grofR aufzuspannen, miissen die einzelnen Individuen (also die

Losungskandidaten) moglichst unterschiedlich sein. Die Ausgangspopulation sollte deswegen
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moglichst zufallig initialisiert werden [Nis97, p.37]. Im Anschluss wird die Fitness jeder LOsung

berechnet. Diese Population bildet die erste Generation.

Nachdem die Fitness fiir jede Losung der aktuellen Population berechnet wurde, kann die Selektion
der Elternpaare fiir die nachfolgende Generation beginnen. Aus zufillig gewahlten Elternpaaren,
entstehen durch Kreuzung und Mutation die Kinder der nachsten Generation. Um die Eltern zu
bestimmen, werden erneut n Losungen aus P gezogen. Dabei kann eine einzelne Losung auch mehr als
einmal ausgewahlt werden. Verschiedene Verfahren kénnen zur Selektion der Eltern angewandt
werden, die Lésungen mit hoherer Fitness bevorzugt auswahlen. Die verschiedenen Verfahren werden

in Kapitel 11.1 ausfuhrlich diskutiert.

Aus dem so erzeugten Elternpool (mating pool) werden nun Paare aus je zwei Lésungen gebildet,
wobei dieses Mal jede Losung exakt einmal gezogen wird. Diese Paare bilden die Elternpaare, aus
denen die nachste Generation erzeugt wird. Nun wird jedes Elternpaar mit einer festgelegten
Wahrscheinlichkeit einer Kreuzung (engl. crossover) unterzogen, wobei aus Eigenschaften beider
Eltern ein Kind entsteht. Fiir die Durchfiihrung des Crossovers gibt es verschiedene Verfahren, die
spater noch vorgestellt und diskutiert werden. Die mittels Crossover erzeugten Kinder
(beziehungsweise die unveranderten Elternpaare, falls kein Crossover stattfindet) werden im
Anschluss mutiert (es werden kleine, zufillige Anderungen durchgefiihrt) und in die Population der
nachsten Generation gelegt. Auf die Realisierung von Crossover und Mutation wird in Kapitel 11 noch

ausfihrlicher eingegangen.

Auf diese Weise entsteht eine neue Generation von Kindern. Diese neue Generation kann dann als
Elterngeneration fiir die nichste Generation verwendet werden. Uber viele Iterationen hinweg

konvergieren die so erzeugten Losungen gegen das globale Optimum.

Auf die Population jeder neuen Generation werden dieselben Verfahren angewandt, bis eine
Abbruchbedingung erreicht ist. Ublicherweise ist dies eine feste Anzahl an Iterationen, eine Zeitspanne
oder die Konvergenz der besten Losung (das heil’t, dass die beste Losung sich nicht mehr merklich

verbessert).

9.2 Vorgehen bei der Implementierung

Um die vorgestellten Optimierungsalgorithmen implementieren zu kénnen, sind zunachst noch einige

weitere Schritte notig.

Nach [Borl4, pp.16-17] sind fiir die Implementierung eines Genetischen Algorithmus eine Reihe von

Schritten notig:
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- Definition der Kodierungsvorschrift

- Erzeugung der Anfangspopulation

- Definition einer Fitnessfunktion

- Auswabhl eines Selektionsverfahrens

- Definition der Operatoren Crossover und Mutation
- Parameter fiir den Algorithmus

- Wahl eines oder mehrerer Abbruchkriterien

Als Erstes muss dementsprechend eine Fitnessfunktion aufgestellt werden, um eine Losung bewerten
zu koénnen. Uber die Qualitdit der Fitnessfunktion wird ebenfalls die Qualitit des

Optimierungsverfahrens gesteuert. Die Fitnessfunktion wird in Kapitel 10 konstruiert.

Im Anschluss missen fir den genetischen Algorithmus ein Selektions- und ein Crossover-Verfahren
ausgewahlt und eine Kodierung festgelegt werden. Zusatzlich dazu wird ein Mutationsverfahren
bendtigt, welches sowohl der Genetische Algorithmus als auch die Simulierte Abkihlung und die

Schwellenakzeptanz nutzen. Diese Verfahren werden anschliefend in Kapitel 11 diskutiert.

Nachdem die Algorithmen definiert sind, wird in Kapitel 12 die daraus resultierende Anwendungs-

Architektur beschrieben.

AbschliefRend werden die drei implementierten Verfahren in Kapitel 13 auf die vorgestellten Testfalle
angewandt und anhand der Qualitdt der besten gefundenen Losung und der dafiir bendtigten Zeit
bewertet. Die Parameter werden dabei durch einen weiteren Genetischen Algorithmus als Meta-
Algorithmus, also in einem Meta-Optimierungsverfahren optimiert. Im Anschluss werden einzelne
Aspekte der Algorithmen, unter anderem Laufzeitverhalten und das Teile-und-Herrsche-Verfahren, im

Detail untersucht.
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10 Konstruktion der Fitnessfunktion

Die Fitnessfunktion ist essentiell fiir den Erfolg eines Optimierungsalgorithmus. Uber sie wird

bestimmt, welche Aspekte der Losung wie stark positiv oder negativ gewichtet werden.

Fir jedes grafische Objekt aus der Menge der zu platzierenden grafischen Objekte gibt es folgende

Faktoren, die Einfluss auf die Glite von Platzierung sowie Visualisierung des Objekts haben:
Die Sichtbarkeit des Objekts (versteckt/sichtbar)

Die Prioritat des Objekts

1.

2

3. Die Skalierung des Objekts

4. Die Positionierung des Objekts innerhalb des erlaubten Radius
5

Die Kollision des Objekts mit anderen Objekten als prozentuale Uberdeckung beider Objekte

Die Berechnung der Fitness in der vorliegenden Problemstellung setzt sich aus den Einzelbewertungen,

also den individuellen Fitnesswerten jedes grafischen Objekts zusammen.

Die Fitnessfunktion eines einzelnen grafischen Objekts sei im Folgenden als F, bezeichnet. In die
Berechnung der Objektfitness gehen - mit Ausnahme der Kollision, welche objektiibergreifend

berechnet werden muss - samtliche oben genannten Faktoren 1. bis 4. ein.

Fir die Berechnung der Objektfitness (im Folgenden F,) werden die Skalierungen, Positionierungen

und die Sichtbarkeiten, sowie die Prioritaten der kollidierenden Objekte benétigt.

Fiir die Berechnung der Kollisionsfitness (im Folgenden F.) werden die prozentuale Uberdeckungen der

Objekte, sowie die Prioritaten der kollidierenden Objekte bendtigt.

10.1 Fitnessfunktion fiir eine Lésung

Somit ergibt sich folgende Formel fiir die Gesamtfitness einer Losung:
FK)=F+ XF, (1)

Die beiden Teile der Fitnessfunktion werden im Folgenden genauer definiert.
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10.2 Wertebereich der Fitnessfunktion

Bei dem Entwurf einer Fitnessfunktion ist es hilfreich, die Frage nach der Fitness einer perfekten
Losung zu klaren. Besonders einfach geht dies in der vorliegenden Problemstellung, wenn die optimale
Losung eine Fitness von 0 aufweist und sdmtliche anderen Losungen entsprechend schlechter gewahlt

sind.
Eine solche optimale Lésung hat folgende Eigenschaften:

- Es gibt keine Kollisionen zwischen Objekten.
- Jedes grafische Objekt wird in seiner OriginalgroRe dargestellt und ist nicht versteckt.
- Jedes grafische Objekt befindet sich zentral im Ursprung seines Objektbereichs (also nicht

verschoben).

Abbildung 22 zeigt eine Losung mit drei grafischen Objekten und ihren moéglichen Platzierungsradien.

Alle drei Objekte sind im Ursprung in OriginalgrofRe platziert. Die Losung ist somit optimal.

Abbildung 22 Eine optimale Lésung fiir drei grafische Objekte

Die Definition einer optimalen Losung mit der Fitness O fiihrt zu einer Fitnessfunktion mit negativen

Werten und bedingter Skalierbarkeit, deren Einfluss auf die Algorithmen in Kapitel 11 noch einmal
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detailliert diskutiert wird. Auf Grund dieser Fitnessdefinition ist es einfach zu beurteilen, inwieweit
eine vorliegende Losung noch verbesserbar ist. Je ndher sich der Wert an 0 anndhert, desto besser ist

die Losung zu bewerten.

Es ergibt sich eine Form eines ,Strafsystems”, bei dem jede Abweichung von der optimalen Lésung

(mit Ausgangsfitness 0) verringert.

10.3 Berechnung der lokalen Objektfitness F,

Als Basis fiir die Berechnung der Objektfitness wird folgende Annahme getroffen:

Die (anteilige) Strafe fiir ein Objekt, das (anteilig) nicht gezeichnet wird, entspricht (anteilig)

seiner negativen Prioritéit.

Es ist zu beachten, dass die Fitnessfunktion am Ende immer noch beliebig skaliert werden kann, indem

Teilfaktoren der Funktion entsprechende Koeffizienten vorangestellt werden.

Die Objektfitness besteht aus insgesamt drei Teilen: der Strafe fiir das Verstecken, das Skalieren des
Objekts, sowie die Verschiebung des Objekts vom Ursprung weg. Diese drei Teilfunktionen werden im

Einzelnen nun definiert.

10.3.1 Hidden-Flag

Sei Ho ein Hidden-Flag, welches bestimmt, ob das Objekt gezeichnet wird und Po die Prioritdt des

Objekts. Dann folgt daraus:

_ —Po,fallSHO=1
For = {0, falls Hp = 0 2

Ein Objekt, welches nicht gezeichnet wird, erhalt folglich seinen negativen Prioritdtswert als Strafe.
Dies sorgt dafiir, dass hdher priorisierte Werte entsprechend starker auf die Fitnessfunktion einwirken

und somit bevorzugt angezeigt werden.

10.3.2 Skalierung

Nun sei die Skalierung des Objekts So mit So € [0, 1]. Eine Skalierung von 0 entspricht dem kompletten

Verstecken eines Objekts (dquivalent zu dem gesetzten Hidden-Flag). Eine Skalierung von 0.5
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entspricht aber nicht P,/2, da die Skalierung auf beide Dimensionen des Objekts (Breite und Hohe)
angewandt wird. Somit ergibt beispielsweise eine Skalierung von 0.5 eine RestgroRe des

Ursprungsobjekts von 25% (0.5 * 0.5 = 0.25).

Der Einsatz der Skalierung eines Objekts soll hauptsachlich dann erfolgen, wenn eine Verkleinerung
des Objekts die Lesbarkeit dessen erhoht, weil dieses dann nicht mehr ein anderes Objekt verdeckt

oder von einem anderen Objekt verdeckt wird.
Diese Pramisse stellt folgende Anforderungen an die Fitnessfunktion:

- Der Fitnessabzug muss bei niedriger Skalierung sehr gering sein, damit die Skalierung der
Verdeckung gegeniber bevorzugt wird.
- Je weiter das Objekt nach unten skaliert wird, desto drastischer muss der Fitnessabzug

ausfallen, da die Lesbarkeit bei kleiner werdender Schrift immer schlechter wird.

Es wurde in den Anforderungen festgelegt, dass eine Skalierung beider Seiten eines Objekts um jeweils

50% genauso schlecht ist, als wenn das Objekt gar nicht erst gezeichnet wiirde.

Dies fuihrt im Falle eines linearen Abzugs zu folgender Formel:
F02=_P0*2*(1_So) (3)

Um die eben genannten Pramissen jedoch erfiillen zu kdnnen, muss die Funktion noch erweitert
werden. Da entsprechend der Anforderungen eine Skalierung einer Verdeckung bevorzugt werden soll,
muss die Skalierungsstrafe bei kleinen Werten geringer sein, als die Verdeckungsstrafe. Beide
wiederum miussen geringer sein, als die Verschiebungsstrafe. Aus diesem Grund wurde fiir die
Skalierungsfunktion eine quartische’ Funktion angenommen (dementsprechend quadratisch fiir die

Verdeckungsstrafe und linear fiir die Verschiebungsstrafe):
F03 = _PO * 16 * (1 - 50)4 (4)

Der Verlauf des Fitnessabzugs in Relation zur Skalierung fiir ein Objekt der Prioritat 1 ist nachfolgend

in Abbildung 23 grafisch dargestellt.

7 Eine quartische Funktion beschreibt eine Funktion vierten Grades, ebenso wie eine quadratische Funktion eine
Funktion zweiten Grades und eine kubische Funktion eine Funktion dritten Grades beschreibt.
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Fitnessabzug in Relation zur Skalierung

1 0,95 0,9 0,85 0,8 0,75 0,7 0,6 55 0,5 0,45 0,4 0,35 0,3 0,25

Fitnessabzug
w

Skalierung

Abbildung 23 Skalierungsstrafe fiir ein Objekt der Prioritdt 1

Flr So = 1 ergibt sich somit Fo = 0 und fiir So = 0 folgt Fo = -Po * 16. Fiir So = 0.5 wird entsprechend der
Annahme der Wert -1 festgelegt, welcher genauso stark auf die Fitness einwirkt, als wenn das Objekt

gar nicht gezeichnet wiirde.

Wird das Hidden-Flag mit der Skalierung kombiniert (Formeln 2 und 4), entsteht folgende Formel:

_Po,fallSHo =1

Fou = {—PO £16 * (1 — Sp)%, falls Hy = 0 e

10.3.3 Verschiebung

Die dritte Strafe, die auf die Fitness wirkt, ist die Verschiebung des Objekts weg von seiner
Originalposition. Hierbei werden alle drei Objektarten einzeln betrachtet. Grundsatzlich gilt, dass ein

Objekt moglichst an seiner Originalposition gezeichnet werden sollte.

Eine Verschiebung ist die drastischste Operation, um Verdeckungen zu vermeiden, und sollte daher
moglichst vermieden werden. Da die Skalierungsstrafe quartisch verlauft und die Verdeckungsstrafe
quadratisch ist, verhalt sich die Verschiebungsstrafe linear und steigt somit am schnellsten an (es ist

dabei immer von Werten unter 1 die Rede).
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Die Verschiebungsstrafe V wird auf die bereits vorhandene Formel addiert und ebenfalls mit der

Prioritat multipliziert. Somit ergibt sich folgende finale Formel aus Formel 5 fir die Objektfitness:

—Py, falls Hy = 1
F, = { (6)

_Po*(16*(1_50)4+ V),fallSH():O

Die Verschiebungsabziige V flr Punkt-, Linien- und Polygonobjekte werden im Folgenden diskutiert.

10.3.3.1Verschiebung bei Punktobjekten

Punktobjekte definieren ein Objekt, welches eine exakte Position besitzt. Es wird fiir jedes Punktobjekt
ein Radius definiert, innerhalb dessen das Objekt platziert werden darf. Der Radius gibt dabei die
maximale Distanz an, die eingenommen werden darf, wobei eine exakte Platzierung am Rand
dquivalent mit dem Verstecken des Objekts sein soll. Uber den Radius hinaus darf das Objekt nicht

gezeichnet werden.

Liegt ein Objekt an Punkt P(Px|Py) und besitzt den Ursprung U(Ux|Uy) mit einem gegebenen Radius r

(siehe Abbildung 24), dann folgt nach Pythagoras die Distanz d des Punktes zum Ursprung wie folgt:

d = \/(Px — Ux)? + (Py — Uy)? 7)

Abbildung 24 Berechnung der Verschiebungsstrafe fiir Punktobjekte

54



Da der Punkt P immer im Radius um den Ursprung liegt, liegt d immer im Intervall [O;r]. Mit einer
Division durch r kann der Abstand auf das Intervall [0;1] normiert werden, was somit einen
prozentualen Abstand zum Mittelpunkt angibt. Der Wert 1 entspricht somit einer hundertprozentigen
Entfernung zum Mittelpunkt und soll somit mit der gleichen Strafe belegt werden, wie die komplette
Verdeckung des Objekts. Wird darauf noch die Prioritdt multipliziert, entsteht folgende Formel aus

Formel 7 fiir die Verschiebungsstrafe:

_ V(Px=Ux)*+(Py=Uy)? _d

VPunkt - r r (8)

Einer exakten Positionierung im Mittelpunkt folgt somit eine Distanz von 0 und somit kein Abzug auf

die Fitness der Losung.

10.3.3.2Verschiebung bei Linienobjekten

Bei der Verschiebung eines Linienobjekts ist der Fitnessabzug &hnlich zu berechnen. Die
Positionierungsangabe eines Linienobjekts ist als eine Menge von verbunden Vertices ohne
Ringschluss definiert. Dabei ist jede Platzierung auf einer Linie zwischen zwei verbundenen Vertices als
optimale Position anzusehen. Der Radius, der zusatzlich angegeben wird, entspricht der maximalen

Distanz des Objekts zu einem beliebigen Punkt auf der Linie.

Fir die Berechnung der Verschiebungsstrafe wird dieselbe Formel Veunt angewandt, die auch die Strafe
bei Punktobjekten berechnet. Der Ursprung U(Ux|Uy) unterscheidet sich jedoch. In diesem Fall ist der
Ursprung der Punkt auf dem Linienzug, welcher dem Punkt P am néachsten liegt, womit die errechnete

Distanz d die zur Linie senkrechte Strecke bezeichnet (Abbildung 25).
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Abbildung 25 Berechnung der Verschiebungsstrafe fiir Linienobjekte

10.3.3.3Verschiebung bei Polygonobjekten
Bei der Verschiebung eines Objekts innerhalb eines Polygons sind einige Punkte zu beachten.

Grundsatzlich gibt ein Polygon einen Bereich an, in dem ein Objekt gezeichnet werden kann. Eine

zentrale Positionierung innerhalb dieses Polygons ware somit zwar besser, grundsatzlich darf aber jede

Position innerhalb des Polygons akzeptiert werden (Abbildung 26).

—

Abbildung 26 Das Objekt wurde innerhalb des Polygons platziert.

Dies ergibt eine Verschiebungsstrafe von 0, wenn das Objekt innerhalb des Polygons liegt. Es ist aber
auch erlaubt, dass das Objekt aus dem Polygon herausgeschoben wird und in der Ndhe dessen

gezeichnet wird. In diesem Fall gibt es wieder eine Strafe auf die Distanz, wobei die Distanz nicht der
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Abstand des Objekts zum Mittelpunkt des Polygons, sondern zum approximierten Rand (der

rechteckigen Bounding Box des Polygons) ist.
Um den Algorithmus zu vereinfachen wird das Polygon durch eine Quadrierung angenahert. Uber den
jeweils groBten und kleinsten X- bzw. Y-Wert wird eine Bounding Box um das Objekt herum erzeugt.
Innerhalb dieser Box ist jede Positionierung ohne Abzug erlaubt. Abbildung 27 zeigt eine ebenfalls

straffreie Positionierung, bei der das Objekt aullerhalb des Polygons aber noch innerhalb des

umschlieBenden Rechtecks platziert wurde.

—

Abbildung 27 Straffreie Positionierung innerhalb des approximierten Polygons

In den unten beschriebenen Testfdllen sind die Polygone meistens gut durch die Bounding Box

angenahert. Problematisch ware, wenn Polygone sehr langliche, diagonale Formen annehmen wiirden

und somit die Bounding Box deutlich groRRer als das eigentliche Polygon wiéren.

Wenn das Polygon durch eine Bounding Box definiert ist, kann wiederum auch ein Ursprungspunkt,

namlich den Mittelpunkt des Rechtecks, bestimmt werden (Abbildung 28).
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Abbildung 28 Verschiebungsstrafe bei Polygonobjekten
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Nun kann analog zu den bisherigen Verfahren eine Verschiebungsstrafe berechnet werden, wenn bei
()

der Distanz beachtet wird, dass alle innerhalb der Breite W und Hohe H des Rechtsecks liegenden

r

Punkte straffrei sind.
W \2 H_ .,
\/Max(Abs(PX—UX)— 7,0) +Max(Abs(Py—Uy)— ?0)

VPolygon
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10.4 Berechnung der globalen Kollisionsfitness F.

In Kapitel 8.2 wurde festgelegt, dass ein Objekt, welches zu mehr als 50% verdeckt wird, nicht
gezeichnet werden soll. Da die Strafe fiir das Verstecken eines Objekts -1 entspricht, muss analog die

Strafe fiir eine 50%ige Verdeckung ebenfalls diesem Wert entsprechen.

Zunachst ist es also notwendig, die prozentuale Verdeckung eines Objekts zu errechnen. In Abbildung
29 liegen die Objekte A und B so, dass eines der beiden das andere teilweise verdeckt. Die Reihenfolge

der Verdeckung kann dabei liber den Vergleich der Z-Indizes festgestellt werden.

Abbildung 29 Zwei Objekte kollidieren: ein Objekt wird beim Zeichnen teilweise verdeckt

In diesem Fall ist das Vorgehen eindeutig: der griine Bereich (welcher sich leicht ausrechnen lasst,
wenn die Mittelpunkte sowie Breite und Hohe der grafischen Objekte bekannt sind) wird entweder
durch A oder B verdeckt werden. Sei nun A das verdeckende grafische Objekt, dann wird die sichtbare
Flache von B entsprechend verringert. In die Fitness geht dies wiederum als entsprechende Strafe fir

das Objekt B ein.

In Abbildung 30 kollidieren gleich zwei Objekte mit dem grafischen Objekt B. Hier lasst sich die
sichtbare Flache von B ebenfalls leicht berechnen, namlich als Differenz der Flache B zu der Summe

der Uberlappungsflichen mit A und C (hier die Flichen in Orange und Griin).
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Abbildung 30 Drei grafische Objekte A, B und C: A und C iiberdecken B

In Abbildung 31 zeigt ein komplexeres Beispiel, denn hier tiberlappen nicht nur A und C mit B, sondern
auch A und C miteinander. Soll nun die sichtbare Flache von B berechnet werden, so muss auch die

cyan-farbene Flache erkannt und berechnet werden, damit diese nicht doppelt berechnet wird.

Abbildung 31 Drei Kollisionen: diesmal (iberlappen alle Objekte miteinander

In dieser Arbeit wird die Berechnung der Uberlappung fiir solche Fille vereinfacht, da diese Fille selten
auftreten und nicht stark ins Gewicht fallen (Verdeckungen sollen prinzipiell vermieden werden). Fir
jedes Objekt, das mit einem anderen kollidiert, wird die prozentuale Verdeckung berechnet und als
Strafe auf die Fitness addiert. Dies wiirde in Abbildung 31 dazu fihren, dass die cyan-farbene Flache
doppelt berechnet wird. In Folge dessen ist die Fitness ein wenig schlechter und der Algorithmus wiirde

umso mehr versuchen, eine solche Dreifach-Kollision zu vermeiden.

Genau wie bei der Skalierungsstrafe ist eine geringe Verdeckung des Objekts vernachldssigbar, jedoch

sollen Verdeckungen Uber 50% den Algorithmus entsprechend der Anforderungen forcieren, das
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Objekt besser zu verstecken. Dies flihrt zu einer exponentiellen Funktion, welche bei einer Verdeckung

50% schnell ansteigt.

Seien folglich zwei Flachen A und B Uberlappend, wobei Flache A die verdeckende und Flache B die
verdeckte Flache ist. Dann lasst sich die prozentuale Verdeckung von B aus der Schnittmenge beider

Flachen geteilt durch die Grofie von B berechnen:

__ Flacheynp

Pverdeckung = Flicheg (10)

Fiir die Verdeckung wird nun eine quadratische Funktion gewahlt, da die Skalierungsfunktion quartisch
ist und bei geringer Verdeckung eine Skalierung der Verdeckung gegeniiber bevorzugt werden soll. Der
Faktor 4 sorgt dafiir, dass bei einer entsprechenden Verdeckung von 50% die negative Prioritat

errechnet wird, welche der Strafe flir das Verstecken entspricht.

lach
F. = _4(M)2 * Pg (1)

Flachepg
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11 Konfiguration der Algorithmen

In diesem Kapitel werden die Algorithmen genauer untersucht, insbesondere auf ihre Kompatibilitat
mit dem konkreten Optimierungsproblem. Zunachst werden mehrere Selektionsverfahren inklusive
Erweiterungen fir den Genetischen Algorithmus in Kapitel 11.1 und 11.2 vorgestellt und diskutiert. Im
Anschluss zeigt Kapitel 11.3 die Realisierung eines spezifischen Crossovers fiir die in diesem Problem
verwendete Datenstruktur. In Kapitel 11.4 wird dann das Mutationsverhalten festgelegt, welches auch

fir die Simulierte Abkihlung und die Schwellenakzeptanz relevant ist.

AbschlieBend wird in Kapitel 11.5 erklart, wie die beschriebenen Verfahren fiir die Algorithmen

konfiguriert werden kdnnen.

11.1 Selektionsverfahren fiir den Genetischen Algorithmus

Das Selektionsverfahren bezeichnet bei Genetischen Algorithmen den Vorgang, bei dem Elternpaare
aus der bestehenden Population gewahlt und in einen mating pool Gbertragen werden. Dieser besitzt
genauso so viele Elemente, wie die aktuelle Population, wobei bei einem Selektionsverfahren auch
Elemente mehrfach ausgewahlt werden kdnnen. Aus dem so entstandenen Pool werden jeweils zwei

Eltern genommen (ohne Zurlicklegen) und miteinander liber Crossover und Mutation kombiniert.

Ein Selektionsverfahren soll bevorzugt Losungen, die eine bessere Fitness haben, mit hoherer
Wahrscheinlichkeit auswahlen. Jedoch sollen auch Individuen mit einer schlechteren Fitness eine
Chance erhalten, in die nachste Generation ibernommen zu werden. Dieses Prinzip, welches

Verschlechterungen zuldsst, ist notwendig, um nicht in einem lokalen Optimum stecken zu bleiben.

Fir die Auswahl der Elternpaare, die in Folge dessen einem Crossover und der Mutation unterzogen
werden, wird im Standard-Algorithmus eine fitnessproportionale Selektion verwendet. Bei dieser Form
der Selektion entspricht die Wahrscheinlichkeit der Selektion einer einzelnen Losung K dem Verhaltnis
seiner Fitness zur Gesamtfitness aller Lésungen der aktuellen Generation.

_ F(K)
Pselektion = ZF—(I(I,) (12)

Da bei dem hier beschriebenen Optimierungsproblem aber samtliche Fitnesswerte kleiner gleich 0

sind, kann diese Form der Selektion nicht angewandt werden.

Das Problem, dass negative Fitnesswerte nicht fir eine fitnessproportionale Selektion geeignet sind,
ist nicht neu. Der Vorteil, dass die optimale Fitness des globalen Optimums mit Wert 0 vorab bekannt

ist, Uberwiegt aber die Nachteile, denn gibt es einige Alternativverfahren, die das Problem auf
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unterschiedliche Weise [6sen kénnen. Die nachstehend vorgestellten Verfahren sind detailliert in

[Mit01] erklart.

11.1.1 Sigma Scaling

Eines der Probleme fitnessproportionaler Selektion ist die Skalierbarkeit. Beispiel: Fir nur zwei
Lésungen mit Fitnesswerten 5 und 10 haben diese also Selektionswahrscheinlichkeiten von 5/15 = 1/3
bzw. 10/15 = 2/3. Werden nun beide Werte um 15 erhoht (auf 20 und 25), so liegen die
Wahrscheinlichkeiten bei 4/9 und 5/9. Der Wertebereich der Fitnessfunktion bestimmt also

malgeblich die Wahrscheinlichkeiten der Selektion mit.

Bei Sigma Scaling werden neben dem eigentlichen Fitnesswert die Populationsgrofle und die
Standardabweichung aller Fitnesswerte der Population berlicksichtigt. Auf Basis dessen wird die
Fitness flr jede Losung normiert. Dies sorgt dafiir, dass Skalierungsprobleme sich weniger stark

bemerkbar machen.

Flr das genaue mathematische Verfahren sei auf [Mit01, pp.167-68] verwiesen.

11.1.2 Rank Selection

Das Prinzip der Rank Selection ist die Vergabe einer Selektionswahrscheinlichkeit auf Basis der
Rangfolge der Fitness einer gegebenen Loésung im Vergleich zu anderen Lésungen derselben
Generation. Hierzu werden samtliche Losungen aufsteigend nach ihrer Fitness sortiert, so dass die

schlechteste Lésung den Rang 1 und die beste den Rang N bekommt.

Nun kann fir jede Losung entsprechend ihres Rangs eine Selektionswahrscheinlichkeit p gewahlt
werden mit p in [Min, Max], wobei Min und Max festgelegte Parameter mit Min + Max = 2 und Max in
[1, 2] sind. Die Berechnung der Selektionswahrscheinlichkeit erfolgt mittels einer Interpolation

zwischen dem Rang und den Werten Min und Max wie folgt:

Rang-1

N1 (13)

Dsetektion = Min + (Max — Min)

Somit ergibt sich fir den Rang 1 die Wahrscheinlichkeit Min + (Max — Min) * 0 = Min und fir Rang N
die Wahrscheinlichkeit Min + (Max — Min) * 1 = Max. Baker, der den Algorithmus 1985 vorgestellt hat,
empfiehlt dabei fiir Max den Wert 1,1. [Mit01, pp.169-70]

Rank Selection hat Vor- und Nachteile: Bedingt durch die Rangfolge konnen zwei Losungen, die in der
Rangliste aufeinander folgen, nahezu gleiche Selektionswahrscheinlichkeiten besitzen, obwohl die
Differenz der Fitness beider Losungen sehr hoch sein kann. Dies fiihrt allgemein zu einer langsameren

Konvergenz des Algorithmus, als es beispielsweise bei der fitnessproportionalen Selektion der Fall
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ware. Experimente haben aber auch gezeigt, dass diese langsamere Konvergenz durchaus zu besseren

Ergebnissen fiihren kann. [Mit01, p.170]

11.1.3 Tournament Selection

Tournament Selection ist ein Selektionsverfahren, das vor allem durch seine geringe algorithmische
Komplexitdt glanzt. Wahrend bei Rank Selection beispielsweise ein Sortierverfahren angewandt
werden muss, bevor Uberhaupt die einzelne Fitness berechnet werden kann, geht Tournament

Selection hier viel einfacher vor.

Prinzipiell werden bei Tournament Selection zwei oder mehr Lésungen aus der aktuellen Population
gezogen. Unter diesen wird dann ein Turnier abgehalten und der Gewinner wird in die neue Generation

Ubernommen. In jedem Fall werden alle Kandidaten in den Pool zuriickgelegt.
Die Auswahl des Siegers kann unterschiedlich erfolgen:

Nach Mitchell [Mit01, p.171] werden aus der Population zwei Losungen gezogen (ein sogenanntes
Binary Tournament). Nun wird eine zuféllige Zahl zwischen 0 und 1 erzeugt. Ist diese Zahl kleiner, als
ein gegebener Parameter, wird die bessere Losung genommen. Ansonsten wird die schlechtere Lésung

gewahlt.

Bei Nissen [Nis97, p.70] und Borgelt [Borl4, p.31] werden aus der Population 2 oder mehr Lésungen

gezogen. Im Anschluss wird aus dieser Auswahl die beste gewahlt und Glbernommen.

11.1.4 Auswahl eines Selektionsverfahrens

Nissen bezeichnet fitnessproportionale Selektion und Tournament Selection als die in der Praxis
gangigsten Selektionsverfahren [Nis97, p.71]. Die fitnessproportionale Selektion habe offensichtlich
noch aus , offenbar Gberwiegend historische[n] Griinde[n]“ ihren Einsatz in der Praxis, habe aber viele

Nachteile.

Zum einen ist es nicht moglich, mit negativen Fitnesswerten zu arbeiten, des Weiteren ist die Funktion
nicht verschiebungsinvariant. Das heiRt, dass eine Anderung der Fitness aller Lésungen (zum Beispiel
eine Erhohung jeder Fitness um 50) nicht zu den theoretisch selben Wahrscheinlichkeiten bei der

Selektion fihren wirde.

Tournament Selection hat sich in der Praxis als effektives Verfahren herausgestellt und besticht ferner
gegeniber Rank Selection und fitnessproportionaler Selektion dadurch, dass die Laufzeit sehr gering
ist. Wahrend bei der fitnessproportionalen Selektion das Roulette Wheel aufwandig zu berechnen ist,
miissen bei Rank Selection zunachst alle Losungen sortiert werden, was die Performanz der Selektion

beeintrachtigt [Borl4, p.99]. Bei Tournament Selection ist der Aufwand linear.
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Mit Sigma Scaling ist es moglich, die negativen Fitnesswerte in den positiven Wertebereich zu
verschieben und dann eine fitnessproportionale Selektion durchzufiihren. Sigma Scaling ist im
Verhéltnis zu der relativ populdaren Tournament Selection aber nicht sonderlich verbreitet. In
Zusammenhang mit Tournament Selection ist Sigma Scaling auch nicht mehr nétig, da Tournament
Selection sich nicht fiir die Differenz zwischen den Fitnesswerten interessiert, sondern lediglich

entscheiden muss, welche Losung die bessere ist.

Aus den genannten Griinden wird fiir die vorliegende Problemstellung zur Optimierung der Platzierung
grafischer Objekte im Genetischen Algorithmus die Tournament Selection verwendet. Im Folgenden
wird konkret ein binares Verfahren angewandt mit einer Konstante p, welche bestimmt, ob die bessere
oder schlechtere Losung Gibernommen wird. Dies fiihrt dazu, dass auch die schlechteste Losung eine

Chance besitzt, gewahlt zu werden. Mitchell schlagt fiir p den Wert 0.75 vor. [Mit01, p.171]

11.2 Erweiterungen fiir Selektionsverfahren

Unabhangig von der konkreten Wahl des Selektionsverfahrens kann es erweitert werden. Im
Folgenden werden drei solche Erweiterungen vorgestellt: die Steady-State Selection, Elitismus, sowie

die lokale Suche.

11.2.1 Steady-State Selection

Steady-State Selection erganzt die genannten Selektionsverfahren. Normalerweise wird lber die
vorgestellten Selektionsverfahren aus der alten Population eine Menge an Losungen fir die neue
Population erzeugt. Bei Steady-State hingegen werden nur einige weniger der Lésungen ersetzt und

ein GrofRteil der alten Losungspopulation bleibt erhalten.

Bei Borgelt wird auf die Erzeugung eines mating pools verzichtet. Stattdessen werden aus der aktuellen
Population die r schlechtesten (oftmals r = 2) Losungen sowie alle Duplikate verworfen. Daraufhin
werden neue Losungen der Population hinzugefiigt, indem zufillige Elternpaare gewahlt werden und
einem Crossover und einer Mutation unterzogen werden. Dieses aufwendigere Verfahren erhoht die
Chance, in einem lokalen Optimum steckenzubleiben, sorgt aber auch dafir, dass gute Kandidaten

nicht aussterben, da sie der Population immer beibehalten werden. [Bor14, p.65]

11.2.2 Elitismus

Elitismus ist ein ergdnzendes Selektionsverfahren, bei dem die beste Losung oder die k besten
Losungen aus der aktuellen Population auf jeden Fall in den mating pool ibernommen werden. Dies

fihrt dazu, dass gute Losungen nicht einfach verloren gehen kénnen, verlangsamt aber unter
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Umstanden die Konvergenz und riskiert damit eher eine Stagnation der Optimierung. [Nis97, pp.71-

72] [Mit01, p.168]

11.2.3 Lokale Suche

Lokale Suche bezeichnet bei einem Optimierungsverfahren die direkte Suche in der Nahe der aktuellen
Losung nach besseren Losungen. Konkret bedeutet das in diesem Kontext, dass eine Losung gezielt
verbessert wird, indem sie sich dem lokalen Optimum annahert oder dieses sogar erreicht. Wenn bei
einem Algorithmus alle Losungen einer lokalen Suche unterzogen werden, wird von einem

memetischen Algorithmus gesprochen. [Meil4]
In dieser Arbeit wird eine lokale Suche wie folgt auf jede mogliche Losung angewandt:

- Jedes versteckte Objekt wird angezeigt, wenn es dadurch nicht mit anderen Objekten
kollidiert.
- Jedes Objekt, das skaliert ist und nicht kollidiert, wird soweit vergroRert, dass es weiterhin

nicht kollidiert (maximal bis zur OriginalgrofRRe).

Diese Definition der lokalen Suche sorgt dafiir, dass die Anwendung einer lokalen Suche immer
mindestens gleich gute oder gar bessere Ergebnisse liefert, da der Algorithmus keine Kollisionen

produzieren kann.
Grundsatzlich kann die lokale Suche auf mehrere Weisen angewandt werden:

- Bei der Erzeugung des mating pools unter Zuhilfenahme von Elitismus kann zusatzliche eine
der lokalen Suche unterzogene beste Losung libernommen werden oder statt der besten eine
beste mit der lokalen Suche optimierte Losung gewahlt werden.

- Nach Crossover und Mutation kann jede neue Losung mittels lokaler Suche optimiert werden.

Die Auswirkungen von lokaler Suche und Elitismus auf die Glite der Ergebnisse in der vorliegenden

Problemstellung zur Optimierung der Platzierung grafischer Objekte wird in Kapitel 13.7 eingegangen.

11.3 Crossover fiir den genetischen Algorithmus

Ein Crossover bezeichnet eine Kreuzung von zwei oder mehr Elternteilen. In der Natur werden DNA-
Strange teilweise ausgetauscht, so dass die Kinder von beiden Eltern Eigenschaften erben kénnen. Bei
genetischen Algorithmen wird dies nachgebildet, indem im Regelfall die Losung als bindrer String
kodiert wird. Nachdem die Binarstrings mittels Crossover rekombiniert und mit Mutation verandert

wurden, kdnnen diese in Losungen zuriickgewandelt werden. [Mit01, pp.5-6]
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Es gibt aber auch die Moglichkeit, auf die Kodierung zu verzichten und die Datenstruktur fiir das
Problem so zu bauen, dass direkt an der eigentlichen Losung Crossover und Mutation durchgefiihrt

werden kénnen.

Bei einem genetischen Algorithmus werden fir die Erzeugung der Kinder zwei Elternteile aus dem
mating pool ausgewdhlt und zu einer gegebenen Wahrscheinlichkeit gekreuzt. Hier gibt es mehrere
Varianten flr die Durchflihrung eines solchen Crossovers, die in den folgenden Unterkapiteln erldutert

werden.

11.3.1 Der 1-Punkt-Crossover

Beim 1-Punkt-Crossover werden beide Strings der Elternteile an einem zufalligen Punkt
durchgeschnitten. Die Enden beider Elternteile werden vertauscht. Abbildung 9 zeigt zwei Elternteile
(blau und griin) mit ihrer entsprechenden bindren Kodierung, den mit rot markierten zufallig

gewahlten Schnittpunkt, sowie darunter liegend die Ergebnisse des 1-Punkt-Crossovers.

Abbildung 32 1-Punkt-Crossover mit Trennung in der Mitte. Oben die Eltern, unten die Kinder

11.3.2 Der N-Punkt-Crossover

Beim N-Punkt-Crossover werden beide Strings an N zufallig gewahlten Stellen zerschnitten. Die so
erhaltenen String-Teile werden nun alternierend wieder zusammengesetzt. Das Verfahren sorgt im

Vergleich mit dem 1-Punkt-Crossover fiir mehr Varianz bei den moglichen Ergebnissen (Abbildung 33).



Abbildung 33 N-Punkt-Crossover mit drei Trennungen. Oben die Eltern, unten die Kinder

11.3.3 Der Uniform Crossover

Beim Uniform Crossover wird fiir jedes Bit separat eine Wahrscheinlichkeit bestimmt, zu der das Bit
mit dem des anderen Elternteils getauscht wird. Prinzipiell entspricht dies einem N-Punkt-Crossover
mit maximalem N. Abbildung 34 zeigt, wie ein mogliches Ergebnis nach einem Uniform Crossover

aussehen kann.

Abbildung 34 Uniform Crossover mit zufillig vertauschten Bits. Oben die Eltern, unten die Kinder

11.3.4Der Diagonal Crossover

Bei einem Diagonal Crossover wird ein N-Punkt-Crossover mit mehreren Elternteilen durchgefihrt.
Abbildung 35 zeigt, wie drei Elternteile (griin, blau und braun) mit einem Diagonal Crossover

rekombiniert werden kénnen.
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Abbildung 35 Diagonal Crossover mit drei Eltern und drei Trennungen. Oben die Eltern, unten die Kinder

11.3.5 Auswahl eines nicht-bindren Crossover-Verfahrens

Alle bisher vorgestellten Crossover-Verfahren beziehen sich auf bindre Datenstrukturen, wie sie bei
Genetischen Algorithmen aus historischer Sicht oft (iblich sind. Jedoch ist es nicht immer die beste
Wahl, eine Losung binar zu kodieren, Crossover und Mutation durchzufiihren und dann wieder zu

dekodieren.

Gemein haben die verschiedenen Verfahren, dass Eigenschaften der Lésungen (und dabei mitunter
gute Teilldsungen) ausgetauscht werden. Im Optimalfall kdnnen bei einem Crossover zwei gute
Teillosungen zweier Elternteile gekreuzt zu einer sehr guten Gesamtlosung fiihren. Die Unterschiede
der Verfahren liegen in der Art, wie granular diese Losungsteile aufgebaut sind. Je mehr Moglichkeiten
es fiir den Crossover gibt (Anzahl der Schnittpunkte, Anzahl der Eltern), desto mehr Varianz erlaubt
das Verfahren, was wiederum heif3t, dass gewiinschte Ergebnisse unter Umstdanden weniger verlasslich

erzeugt werden kénnen:

- Bei einem 1-Punkt-Crossover beispielsweise werden die Losungen in zwei groRe Losungsteile

aufgeteilt. Dies heiRt auf die vorliegende Problemstellung bezogen, dass beispielsweise die



Karte in eine Ost- und eine Westhilfte geteilt wird (oder Norden und Siiden) und die
Westhalfte des einen Elternteiles mit der Westhalfte des anderen Elternteiles getauscht wird.

- Ein N-Punkt-Crossover entspricht einer entsprechend feineren Teilung. Denkbar ware hier eine
grobere geografische Unterteilung der Karte in einzelne Sektionen. Im Anschluss kdnnen einige
dieser Sektionen zwischen zwei Elternpaaren getauscht werden. Dies wiirde dazu fiihren, dass
bereits gute Teillésungen nicht zerstort werden.

- Ein Uniform Crossover wiirde bedeuten, dass fiir jedes einzelne Objekt die Informationen tber
die aktuelle Positionierung, Sichtbarkeit und Skalierung aus einer Losung mit einer anderen

Losung getauscht wirden.

Sinn des Crossovers ist es aber, gute Teillosungen beizubehalten und gemeinsam mit anderen
gemeinsamen Teilldsungen zu rekombinieren. Dies bedeutet, dass lokale optimierte Teillésungen

moglichst zusammengehalten werden sollten.

Ebenfalls denkbar ware eine Sektionierung nach Layern, wobei bei einem Crossover jeweils einige der
Layer zwischen den Eltern getauscht werden. Dieses Vorgehen ist ungeeignet, da gute Teill6sungen
sich dadurch auszeichnen, dass in einem Gebiet alle grafischen Objekte gut platziert sind, so dass auch
keine Kollisionen stattfinden. Zwei Layer kénnen zwar einzeln fir sich gute Teillésungen aufweisen,

aber dennoch Ubereinandergelegt viele Kollisionen aufweisen.

Ein Uniform Crossover entsprache einem Verfahren, bei dem jedes grafische Objekt oder jede
Eigenschaft eines grafischen Objekts zufallig mit dem grafischen Objekt oder der Eigenschaft des
grafischen Objekts des jeweiligen Elternteils getauscht wiirde. Dies fihrt zu starker Willkir und

beglinstigt nicht, dass bereits gefundene Teillésungen beibehalten werden kénnen.

Ein Diagonal Crossover ware moglich, steigert aber die Komplexitat nur noch mehr.

Aus den genannten Griinden ergibt sich relativ klar, wie ein Crossover fiir die vorliegende
Problemstellung zur Optimierung der Platzierung grafischer Objekte effektiv gestaltet werden sollte.
Die Karte wird horizontal und vertikal in einzelne Sektionen gerastert. Die Zahl der Unterteilungen kann
konfiguriert und z.B. experimentell optimiert werden. Fiir jede Sektion kann nun, dhnlich wie bei dem
Uniform Crossover, zu einem gewadahlten Prozentsatz die Sektion des einen Elternteils mit der
entsprechenden Sektion des anderen Elternteils getauscht werden (Abbildung 36). Wichtig ist dabei,

nicht zu viele Sektionen zu wahlen, da sonst die Teilldsungen zu klein ausfallen.
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EIternteH A Elternteﬂ B

Ergebnis des Crossovers

Abbildung 36 Ergebnis eines sektionalen Crossovers mit fiinf horizontalen und vertikalen Unterteilungen

Eine Sektion ist layer-libergreifend und enthalt demnach samtliche grafischen Objekte aller Layer in
einer Sektion zusammengefasst. Um durch den Crossover die Losung nicht zu verfdlschen, ist es
wichtig, dass hierbei nicht die aktuelle Position des grafischen Objekts, sondern der Ursprung des
grafischen Objekts als Basis fiir die Sektionierung herangezogen wird. Dies sorgt dafiir, dass immer

Informationen Gber den Zustand des gleichen Objekts ausgetauscht werden.

11.4 Mutation

Mutation bezeichnet das Kippen eines oder mehrerer Bits (im Falle einer Binarkodierung). Dadurch
dass lediglich einige Bits gekippt werden, sind Mutationen sehr lokale Anderungen. Abstrahiert

betrachtet bezeichnet die Mutation folglich eine minimale Anderung an der aktuellen Lésung.

Wird eine Eigenschaft mutiert, soll sie noch vergleichbar mit ihrem vorherigen Status sein. Werden

Zahlen kodiert, wird aus diesem Grund oftmals die Gray-Kodierung angewandt, bei welcher sich
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benachbarte Zahlen immer nur in einem Bit unterscheiden [Borl4, p.70]. Da in dieser Arbeit jedoch
hauptsachlich Gleitkommazahlen verwendet werden, bietet sich die Kodierung nicht an. Das Prinzip,

bei Mutationen nur kleine Anderungen durchzufiihren, wird jedoch beibehalten.

Nachdem zwei Eltern ausgewdhlt wurden und moglicherweise ein Crossover auf diese angewandt
wurde, wird jedes Bit jedes Strings der Eltern, beziehungsweise der aus dem Crossover resultierenden
Strings, zu einem gegebenen Prozentsatz gekippt. Ubliche Mutationswahrscheinlichkeiten liegen

hierbei bei 1% oder 0,1% [Nis97, p.40] [Mit01, p.175].

Fiir die vorliegende Problemstellung zur Optimierung der Platzierung grafischer Objekte sind folgende

Mutationen implementiert:

- Ein verstecktes Objekt wird sichtbar bzw. ein sichtbares Objekt wird versteckt.
- Die Skalierung eines Objekts wird gedndert.
- Ein Objekt wird neu positioniert.

- Der Z-Index zweier Objekte wird vertauscht.

Sei nun m ein festgelegter Mutationsparameter mit m in [0;1], der angibt, wie wahrscheinlich eine
Mutation auftritt, dann gilt flir eine Mutation, die auf eine Losung angewandt wird:
Fir jeden Layer L in der LoOsung K
Fir jedes Objekt O in L
Wenn Zufallswert[0;1] X1 < m
Mutiere Sichtbarkeit.
Wenn Zufallswert[@;1] X; < m
Mutiere Skalierung.
Wenn Zufallswert[0;1] Xs < m
Mutiere Position.

Wenn Zufallswert[@;1] Xa < m
Mutiere Z-Wert.

Es wird also Uber jedes Objekt in der Losung iteriert, wobei jede elementare Mutation mit einer
vorgegebenen Wahrscheinlichkeit durchgefiihrt wird. Die einzelnen Aktionen bei jeder der Mutationen

werden nachfolgend beschrieben.

11.4.1 Mutation der Sichtbarkeit

Die Mutation der Sichtbarkeit ist eine elementare Aktion, bei der lediglich das Hidden-Flag gekippt

wird. Ist das Objekt sichtbar, wird es versteckt und umgekehrt.
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11.4.2 Mutation der Skalierung

Bei der Mutation der Skalierung wird der gegebene Skalierungswert, welcher zwischen 0.25 und 1.0
liegen muss, zufallig um einen Wert von -0.1 bis 0.1 verandert. Dies folgt dem Prinzip, keine allzu
groBen Anderungen bei einer Mutation durchzufithren. Als unterer Schwellwert wurde 0.25
abgeschatzt, da ein zu kleines Objekt zu sehr an Lesbarkeit verlieren wirde und eine Skalierung

darunter wenig Sinn ergeben kdénnte (dann erscheint ein Verstecken sinnvoller).

11.4.3 Mutation der Position

Bei der Mutation der Position muss zwischen den Objektarten unterschieden werden. Generell soll
hier auch gelten, dass Anderungen méglichst keine allzu groRen Verinderungen bewirken. Eine
Verschiebung sollte also nicht zu radikal durchgefiihrt werden, sondern besser Uber mehrere

Iterationen Schritt fur Schritt etwas weiter.

Punktobjekte

Bei Punktobjekten wird das Objekt in einem lokalen Radius, der einem Zehntel des Objekt-Radius
entspricht, zufallig verschoben. Eine Verschiebung Gber den Rand hinaus ist entsprechend der

Platzierungsregeln nicht moglich.

Linienobjekte

Ein Linienobjekt wird Uber drei Variablen positioniert: ein Punktpaar von zwei auf der Linie
benachbarten Punkten, einen Interpolationswert, auf welchem Abschnitt der Strecke die Beschriftung

liegt und einem Abstand, der kleiner oder gleich dem Radius ist.

Zunachst wird anhand des Interpolationswerts (beispielsweise 20%) der interpolierte Punkt auf der
Strecke der gewahlten Vertices ausgewdahlt. Dann wird das Objekt mit dem gewahlten Abstand d

entfernt zum interpolierten Punkt U an der Strecke platziert (Abbildung 37).
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Abbildung 37 Platzierung eines Linienobjekts

Fiir die Mutation gibt es somit drei mogliche Mutationen, wovon eine zufallig ausgewahlt wird:

- Der Abstand zu dem interpolierten Punkt wird zufdllig neu gesetzt (innerhalb des giiltigen
Radius).

- Derinterpolierte Punkt wird neu gewahlt. Die beiden Vertices werden beibehalten, ebenso die
Distanz zu dem neuen interpolierten Punkt.

- Es werden zwei neue, benachbarte Vertices gewahlt. Distanz und Interpolation werden
beibehalten (wenn der interpolierte Punkt vorher 20% A + 80% B war, ist der neue Punkt 20%

C + 80% D).

Polygonobjekte

Polygonobjekte folgen denselben Mutationsregeln wie Punktobjekte. Die maximale Begrenzung ist

hier die Bounding Box des Polygons erweitert um den maximal erlaubten Abstand zum Polygon.

11.4.4 Mutation des Z-Index

Bei der Mutation des Z-Index wird fiir das zu mutierende Objekt ein zufélliges anderes Objekt aus
seiner Kollisionsgruppe ausgewahlt. Besitzt das Objekt keine Objekte innerhalb seiner

Kollisionsgruppe, kann keine Mutation stattfinden. Bei der Mutation des Z-Index werden die Indizes
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beider Objekte vertauscht. Wenn also vorher Objekt A das Objekt B potentiell verdecken kdnnte (falls
es eine Uberlappung gibt), Iage nun Objekt B vor Objekt A. Auf diese Weise kénnen hdher priorisierte
Objekte nach vorne gebracht werden, womit sie niedriger priorisierten Objekten beim Zeichnen
bevorzugt werden. Sind beide Objekte aus verschiedenen Layern, kann keine Mutation des Z-Index

durchgefiihrt werden.

11.5 Konfiguration

Bisher wurden eine Reihe von Verfahren, Erweiterungen fir diese Verfahren, sowie Parameter
vorgestellt, die fiir einen erfolgreichen Algorithmus relevant sind. Um die Auswirkungen dieser vielen
Einstellungsmoglichkeiten auf die Optimierungsalgorithmen untersuchen zu kdnnen, bietet es sich,

eine globale Konfigurationsklasse zu definieren, die all diese Parametrisierungen beinhaltet.

Die verschiedenen einstellbaren Parameter werden an dieser Stelle vorgestellt und kurz beschrieben.
In Kapitel 13 werden die Parameter dann auf Basis von Testdaten auf ihren Nutzen untersucht und

untereinander abgewogen.
Einstellungen fiir den Genetischen Algorithmus

EnableElitism boolean
Wenn wahr, wird Elitismus verwendet.

EnableMaximization boolean
Wenn wahr, wird zusatzlich zu Elitismus die beste LOsung mit der lokalen Suche
optimiert und in den mating pool lbernommen.

MaximizeAlways boolean
Wenn wahr, wird jede Losung nach der Mutation mittels lokaler Suche optimiert.

PopulationSize int
GroRe der Population (muss gerade sein).

CrossoverProbability double
Wahrscheinlichkeit, dass zwei Eltern gekreuzt werden (0.0 - 1.90).

Einstellungen fiir Simulierte Abkiihlung und Schwellenakzeptanz

IterationsPerStep int
Anzahl der Iterationen, die in einem Schritt durchgefiihrt werden, bis die
Temperatur bzw. der Schwellwert angepasst werden.

InitialThreshold double
Initialer Schwellwert bzw. Starttemperatur.

ThresholdFactor double
Faktor, mit dem der Schwellwert bzw. die Temperatur multipliziert werden,
denn diese(r) gesenkt werden soll.
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Einstellungen fiir alle Algorithmen

MutationProbability double
Wahrscheinlichkeit fiir eine Mutation (0.0 - 1.9).

Iterations int
Anzahl der Iterationen, bis der Algorithmus abbricht.

SectionDivision int
Anzahl der horizontalen und vertikalen Unterteilungen der Losung fir die
Sektionierung, die der Crossover bendtigt.

EnableDivideAndConquer boolean
Verwendet das Teile-und-Herrsche-Verfahren, bei dem die Losung in mehrere

Teillosungen unterteilt wird. Das Verfahren wird in Kapitel 13.8 erldutert.
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12 Architektur der Anwendung

Die in Kapitel 11 diskutierten Vorgehen fiir Crossover und Mutation erfordern, dass eine eigene
Datenstruktur fir dieses Problem entworfen werden muss. Diese Architektur wird in Abbildung 38 in

versimpelter Form dargestellt, welche der Ubersicht halber nur die wichtigsten Klassen und Methoden

aufzeigt.
GOF
|
orithms
A / MapConfiguration
Algorithm +ist<Layer> Layers
+Algorithm(MapConfiguration) +PrecalculateCollisions()
+Init{params...) +Mutate(float percentage)
+RunQ +Crossover(MapConfiguration A, MapConfiguration B, float percentage)
A +CalculateFitness()
GeneticAlgorithm ThresholdAcceptance SimulatedAnneali
= Layer
+List<Object> Objects
I +HMutate(float percentage)
LayerGenerator l \
+ParseFromGML(String fileName): MapConfiguration Objects
Object
+MutatePosition()
+MutateScalation()
+MutateZIndex()
+HMutateVisibility )
+GetNode(): Node
PointObject LineObject PolygonObject

Abbildung 38 Vereinfachte Darstellung der Architektur

Ausgehend von der abstrakten Klasse Algorithm werden die drei Algorithmen Simulierte Abkiihlung,
Schwellenakzeptanz und Genetischer Algorithmen als konkrete Klassen implementiert. Die Klasse
MapConfiguration ist eine Instanz einer Losung und verwaltet eine Liste von Layern, die sie mutieren
kann. Jeder Layer wiederum kennt eine Menge an Objekten, die er intern in Sektionen verwalten kann.
Jedes Objekt kann der Layer mutieren und fiir die grafische Visualisierung seinen Node verlangen, um
das Objekt nach oben bis an die GOF weiterreichen zu kdnnen. Der Crossover erfolgt ebenfalls Giber
die Klasse MapConfiguration. Die Details tGber die einzelnen Objekte sind in der abstrakten Klasse
Object festgehalten. Die erbenden konkreten Objekt-Klassen PointObject, LineObject und
PolygonObject implementieren unter anderem die unterschiedlichen Mutationen fir die zufallige

Repositionierung.
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Uber die Klasse LayerGenerator kann eine Lésung aus einem oder mehreren GML-Dateien generiert

werden.

Die konkrete Implementierung der Anwendung ist am Ende der Arbeit auf einer CD-Rom beigelegt.
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13 Testlaufe und Ergebnisse

Die verschiedenen Optimierungsalgorithmen konnen (iber diverse Einstellungen parametrisiert
werden. Die Wahl der optimalen Parameter ist nicht trivial. In Kapitel 11.5 wurden bereits die
verschiedenen Parameter beschrieben, die bei einem Optimierungsalgorithmus frei eingestellt werden
kénnen. Dabei sind die Parameter abhangig von der konkreten Problemstellung und der ProblemgroRe

(Anzahl Objekte) sehr unterschiedlich einstellbar.

Aus diesem Grund kommt ein weiterer Meta-Optimierungsalgorithmus (ein Genetischer Algorithmus
als Meta-Algorithmus) zum Einsatz, der die Parameter fiir jede Problemklasse optimiert. Dabei
verandert der Meta-Algorithmus die einzelnen Parameter und berechnet dann die Fitness: Diese
Fitness berechnet sich aus dem Mittelwert der jeweils besten Ergebnis-Fitness mehrerer

Optimierungslaufe mit den gewahlten Parametereinstellungen. [Mit01, p.176]

Flr die ersten drei Testfdlle A, B und C wird dabei der Genetische Algorithmus als Meta-Algorithmus
die Parameter fiir alle drei Probleme optimieren. In den beiden Testfdllen D und E, in denen Daten aus
NinJo exportiert wurden, wird zunachst mittels der Meta-Optimierung ein Parameter-Set angenahert.
Da eine Meta-Optimierung in dieser GroRenordnung aber sehr rechenintensiv ist, werden die
Parameter dann abgeschatzt, so dass eine gute Losung gefunden werden kann. Die besten dabei
gefundenen Losungen werden festgehalten und als Basis fir die Auswertung und Beurteilung der

Algorithmen verwendet.

Bei dem Genetischen Algorithmus wurde die Losung fur den Crossover in je drei vertikale und
horizontale Reihen aufgeteilt. AuBerdem wurde Elitismus mit lokaler Suche eingesetzt, sodass sowohl
die beste gefundene als auch die beste mit lokaler Suche optimierte Losung immer in den mating pool
Ubernommen werden. Ob diese Einstellungen gut gewahlt sind, wird im Anschluss in Kapitel 13.7

untersucht.

Nach Mitchell [Mit01, p.175] sind Mutationswerten von 0,001, PopulationsgréRen von 50 bis 100

Individuen und einer Crossover-Wahrscheinlichkeit von etwa 60% gute Parametrisierungen.
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13.1 Optimierung des Testfalls A

Testfall A startet in der Ausgangssituation (Abbildung 39) mit einer

Fitness von -5.0, was der Strafe fiir das Verstecken des mittleren

Objekts mit der Prioritat 5 entspricht.

13.1.1 Optimierung mit Simulierter Abkiihlung

Nach einer Reihe von Optimierungsldaufen hat die Meta-

Optimierung folgende Parameter fir gut befunden (Tabelle 1):

nach jeder Iteration

Mutationswahrscheinlichkeit | 8,6%
Iterationen 118
Schritte pro Iteration 80
Starttemperatur 0,001° C
Temperaturveranderung 98,75%

Tabelle 1 Meta-optimierte Parameter fiir Simulierte Abkiihlung

Die beste gefundene Losung ist in Abbildung 40 dargestellt. Sie
wurde in 0,31 Sekunden gefunden und hat eine Fitness von -,939.
Uberraschend ist, dass die Starttemperatur auf dem minimal
einstellbaren Wert optimiert wurde.
Optimierungsverfahren in diesem Fall die Temperatur gar nicht

bericksichtigt und bei jeder Optimierung grundsatzlich nur bessere

und keine schlechteren Ergebnisse

Trivialbeispiel mag diese Einstellung akzeptabel sein.

13.1.2 Optimierung mit Schwellenakzeptanz

Das heiRt,

annimmt.

dieses

Abbildung 39 Testfall A in der Ausgangssituation

Abbildung 40 Beste gefundene Lésung mit
Simulierter Abkiihlung fiir Testfall A

In diesem simplen Beispiel wurde die Schwellenakzeptanz mit den gleichen Parametern wie die

simulierte Abkiihlung durchgefiihrt (Tabelle 2). Die Ergebnisse sind dabei nahezu identisch, weshalb

auf eine weitere Grafik, die das Ergebnis der Schwellenakzeptanz darstellt, verzichtet wird. Die beste

gefundene Losung hat eine Fitness von -0,956 und wurde in 0,29 Sekunden gefunden.
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Mutationswahrscheinlichkeit | 8,6%

Iterationen 118
Schritte pro Iteration 80
Schwellwert 0,001
Schwellwertveranderung 98,75%

nach jeder Iteration

Tabelle 2 Meta-optimierte Parameter fiir Schwellenakzeptanz

13.1.3 Optimierung mit Genetischen Algorithmen

Flr den genetischen Algorithmus hat die Meta-Optimierung (Tabelle 3) eine
deutlich héhere Mutationswahrscheinlichkeit festgelegt. Die Crossover-

wahrscheinlichkeit liegt mit knapp 66% in einem zu erwartenden Bereich.

Mutationswahrscheinlichkeit | 2,27%

Iterationen 108
PopulationsgréRe 36
Crossover- 65,64%

Wahrscheinlichkeit

Tabelle 3 Meta-optimierte Parameter fiir den Abbildung 41 Optimierung von Testfall A
Genetischen Algorithmus mit dem Genetischen Algorithmus

Das beste gefundene Ergebnis ist in Abbildung 41 dargestellt und unterscheidet sich nicht wesentlich
von den Ergebnissen, die mit Simulierter Abkiihlung und Schwellenakzeptanz gefunden wurden. Sie

besitzt eine Fitness von -0,96 und wurde in 0,27 Sekunden gefunden.

13.1.4Bewertung

Bei diesem Testfall A unterscheiden sich Ergebnisse der Algorithmen nicht wesentlich. Mit
Rechenzeiten von 0,31 bis 0,27 Sekunden sind alle drei Algorithmen in etwa gleich schnell. Die
Losungen sind sehr gut vergleichbar und das stark priorisierte Objekt wurde in allen Fallen nach vorne

gebracht.

Da das mittlere Objekt die anderen Objekte verdecken wiirde, wurden die vier duBeren Punktobjekte
entsprechend herunterskaliert, da die Fitnessfunktion Skalierungen im kleinen Rahmen nahezu ohne
Abzug erlaubt. Bei weiterer Skalierung nach unten wire die Skalierungsstrafe groRer, als die

Verdeckungsstrafe, weswegen die Losung als sehr gut bezeichnet werden kann.
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13.2 Optimierung des Testfalls B

Im zweiten Testfall (Abbildung 42) missen die Algorithmen lediglich
alle Objekte sichtbar machen. Aus diesem Grund ist hier zu erwarten,
dass bei Simulierter Abkihlung und Schwellenakzeptanz die
Temperatur beziehungsweise der Schwellwert minimiert werden,
damit der Algorithmus lediglich Verbesserungen bei der Mutation der

Losung zulassen wird. Der Testfall startet mit einer Fitness von -324.

13.2.1 Optimierung mit Simulierter Abkiihlung

Nach der Meta-Optimierung sind folgende Parameter definiert

worden (Tabelle 4):

nach jeder Iteration

Mutationswahrscheinlichkeit | 0,16%
Iterationen 500
Schritte pro Iteration 500
Starttemperatur 0,001°C
Temperaturverdanderung 99,0%

Tabelle 4 Meta-optimierte Parameter fiir Simulierte Abkiihlung

Die Parameter nehmen hier starke Extremwerte an: minimale
Temperatur und maximale Zahl der Iterationen?. Die beste gefundene

Fitness betragt hier -19,6 und wurde in 263 Sekunden gefunden. Die

Abbildung 42 Testfall B in der Ausgangs-
situation

Abbildung 43 Optimierung mit Simulierter
Lésung (Abbildung 43) ist annehmbar, es wurden alle Objekte Apkiinlung

eingeblendet, die nicht verdeckt werden, ein Objekt in der Mitte der

Losung wurde stark skaliert.

8 Um die Laufzeit des Meta-Algorithmus zu beschrianken wurden maximal 500 Iterationen und 500 Schritte pro

Iteration zugelassen.
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13.2.2 Optimierung mit Schwellenakzeptanz

Erneut wurden die Parameterwerte fir die Schwellenakzeptanz 5
libernommen, unter der Annahme, dass die Ergebnisse vergleichbar []
sind (Tabelle 5).
d |
Mutationswahrscheinlichkeit | 0,16% I=
I=
Iterationen 500
C
Schritte pro Iteration 500 ~
Schwellwert 0,001 | C
d |
Schwellwertveranderung 99,0%
nach jeder Iteration | C
Abbildung 44 Optimierung mit Schwellen-
Tabelle 5 Meta-optimierte Parameter fiir Schwellenakzeptanz akzeptanz

Das Ergebnis der Optimierung (Abbildung 44) ist Gberraschend und nicht intuitiv. Es weist eine
Fitness von -16 auf und wurde in 221 Sekunden gefunden und ist besser als ein Ergebnis, bei dem alle
Objekte, bis auf die verdeckte Reihe eingeblendet wiirden (Fitness: -18). Stattdessen versucht der
Algorithmus, nahezu alle Objekte sichtbar zu lassen, indem die kollidierenden Objekte stark skaliert
werden. Einige Objekte wurden komplett von einem anderen verdeckt (siehe Reihe 5 oder Reihe 7)

und sind somit nicht auf der Lésung erkennbar.

13.2.3 Optimierung mit Genetischen Algorithmen

Die Parameter fiir den Genetischen Algorithmus fir den zweiten

Testfall sind in der nachfolgenden Tabelle dargestellt (Tabelle 6).

Mutationswahrscheinlichkeit | 0,001

Iterationen 22
PopulationsgrolRe 50
Crossover- 66,45%

Wahrscheinlichkeit

Tabelle 6 Meta-optimierte Parameter fiir Genetische Algorithmen

Abbildung 45 Optimierung mit Genetischen
Algorithmen

83



Dabei ist das Ergebnis (Fitness -18 in 1,09 Sekunden) vergleichbar mit der Losung der simulierten
Abktihlung. Der Algorithmus stagniert konstant bei der Fitness -18 (siehe Abbildung 45), erzeugt dafiir

eine sehr homogen und symmetrisch wirkende Lésung.

13.2.4 Bewertung

Die in Abbildung 44 mit Hilfe der Schwellenakzeptanz gefundene Lésung ist besser als die erwartete
Losung, bei der alle Objekte eingeblendet wiirden. Durch die Einblendung beider Objekte kann eines
der beiden skaliert und vorne gezeichnet werden, so dass das Objekt komplett, wenn auch verkleinert,
sichtbar ist und dabei das gréRere, dahinter liegende Objekt kaum verdeckt wird. Dies fiihrt dazu, dass

beide Objekte trotz des geringen Platzes gut erkennbar sind.

Auch die bessere Performance der Schwellenakzeptanz gegeniiber der Simulierten Abkihlung ist zu
erwdhnen. Selbst wenn die Gesamtlaufzeit der Schwellenakzeptanz mit 221 Sekunden immer noch
sehr lange dauert, ist sie immer noch 42 Sekunden schneller als die Simulierte Abkihlung. Jedoch ist
anzumerken, dass auch bei diesem Beispiel die Algorithmen gar nicht ihr volles Potential ausschépfen
kénnen, da durch die Temperatur bzw. den Schwellwert von nahezu 0 keine Verschlechterung bei der
Optimierung eingegangen werden kann, was womoglich zu einer Konvergenz gegen ein lokales

Optimum fiihren kann.

Der Genetische Algorithmus konnte ebenfalls nicht das von der Schwellenakzeptanz gefundene, sehr
gute Ergebnis finden, liefert dafiir aber mit 1,09 Sekunden vergleichbar gute Ergebnisse in einem
Bruchteil der benétigten Zeit. Grund dafiir ist die lokale Suche, welche das Konvergenzverhalten stark
beeinflusst, indem direkt bei den ersten Iterationen alle Objekte eingeblendet werden. Dadurch wird
es fiir eine schlechtere Losung schwer, sich gegenlber der deutlich besseren Losung durchzusetzen.
Ohne die lokale Suche findet der Genetische Algorithmus selbst nach 5000 Iterationen gerade einmal
eine Losung der Fitness -24 in 239 Sekunden. Somit kann festgestellt werden, dass die lokale Suche in

diesem Beispiel einen sehr positiven Einfluss auf die Konvergenz hat.

Der Einfluss der lokalen Suche auf die Konvergenz wird in Kapitel 13.7 noch genauer untersucht.
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13.3 Optimierung des Testfalls C

Testfall C beinhaltet 10 Polygonobjekte und 2 Linienobjekte und
dient dazu zu zeigen, dass die anderen implementierten
Objekttypen ebenfalls korrekt durch die Algorithmen behandelt
werden, da bei den folgenden Realbeispielen ausschlieflich
Punktobjekte angewandt werden. Die Ausgangssituation

(Abbildung 46) startet mit einer Fitness von -7.

13.3.1 Optimierung mit Simulierter Abkiihlung

Nach der Optimierung sind folgende Parameter definiert worden Abbildung 46 Testfall C in der Ausgangs-

situation
(Tabelle 7):

Mutationswahrscheinlichkeit | 5,8%

Iterationen 50
Schritte pro Iteration 82
Starttemperatur 0,76°C
Temperaturverdanderung 96,39%

nach jeder Iteration

Tabelle 7 Meta-optimierte Parameter fiir Simulierte Abkiihlung

Die beste gefundene Losung ist in Abbildung 47 dargestellt. Mit 0,43
Sekunden Laufzeit ist das Verfahren nicht nur schnell sondern auch
optimal in Bezug auf die Gite der besten gefundenen Ldsung

(Fitness 0). Dies ist auch der erste Testfall, indem die Meta-

Optimierung eine  Temperaturangabe  vorgibt, welche

Verschlechterungen bei der Optimierung erlaubt. Abbildung 47 Optimale Ergebnisse mit Simulierter
Abkiihlung und Schwellenakzeptanz

13.3.2 Optimierung mit Schwellenakzeptanz

Fir die Schwellenakzeptanz ergeben sich folgende Parameter (Tabelle 8):
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Mutationswahrscheinlichkeit | 1,82%
Iterationen 118
Schritte pro Iteration 105
Schwellwert 0,027
Schwellwertveranderung 95,0%

nach jeder Iteration

Tabelle 8 Meta-optimierte Parameter fiir Schwellenakzeptanz

Das beste gefundene Ergebnis (Abbildung 47) ist ebenfalls wie bei der Simulierten Abkihlung optimal

(Fitness 0). Die minimal langere Laufzeit von 0,56 Sekunden resultiert aus den vielen Iterationen, die

bei der Meta-Optimierung festgelegt wurden. Da die Meta-Optimierung nicht auf die Reduzierung der

Laufzeit achtet, kdnnen gute Parametersatze hohe Iterationszyklen haben. Durch die Reduzierung der

Iterationen kann das Ergebnis immer noch qualitativ beibehalten werden. Beispielsweise findet

Schwellenakzeptanz mit 50 Iterationen und 50 Schritten pro Iteration immerhin noch eine Losung der

Fitness -0,014 in 0,25 Sekunden.

13.3.3 Optimierung mit Genetischen Algorithmen

Die Meta-Optimierung fiir den Genetischen Algorithmus ergibt fir

Testfall C folgende Parameter (Tabelle 9):

Mutationswahrscheinlichkeit | 0,01
Iterationen 83
PopulationsgrolRe 50
Crossover- 67,6%
Wabhrscheinlichkeit

Tabelle 9 Meta-optimierte Parameter fiir den Genetischen Algorithmus

Die mit dem Genetischen Algorithmus beste gefundene Lésung ist in
Abbildung 48 dargestellt. Auch in diesem Fall ist die Lésung nahe am
Optimum (-0,006 Fitness in 0,50 Sekunden).

13.3.4Bewertung

Abbildung 48 Optimierung mit Genetischen
Algorithmen

Flr Testfall C haben alle drei Algorithmen sehr gute Ergebnisse gefunden. Die Fitnesswerte der besten

gefundenen Lésungen sind allesamt nahezu bei 0. Alle Objekte sind sichtbar, wenig bis gar nicht

verdeckt und nahezu in OriginalgroRe entsprechend der Regeln zentral positioniert. Die Laufzeit aller



Algorithmen liegt bei ungefahr einer halben Sekunde. Somit sind zunachst alle Algorithmen als etwa

gleich gut zu bewerten.

Im Anschluss wurde fiir alle drei Algorithmen ein Massentest mit den gefundenen Parametern laufen
gelassen. Dabei wurde jeder Algorithmus 1000 Mal ausgefiihrt und die Fitnesswerte jeder Optimierung

wurden festgehalten. Folgende Ergebnisse (Tabelle 10) ergaben sich dabei (griine Zahlen sind die

besten des entsprechenden Kriteriums, rote Zahlen die schlechtesten):

Kriterium Simulierte Abkiihlung | Schwellenakzeptanz Genetische
Algorithmen

Durchschnittliche -0,15361869 -0,00212699 -0,13758325

Fitness

Varianz der Fitness 0,11592137 0,00088741 0,0616013

Schlechteste Fitness -3 -0,919014 -1,143484

Losungen >=-0,1 82,3% 99,8% 70,4%

Anzahl gefundener 7 39 0

optimaler Losungen

Tabelle 10 Fitnesswerte im Vergleich.

In diesem Testfall bringt die Schwellenakzeptanz die besten Ergebnisse hervor. In allen untersuchten
Aspekten liegt der Algorithmus vor der Simulierten Abkiihlung und dem Genetischen Algorithmus.
Waiahrend der Genetische Algorithmus selbst bei 1000 Iterationen nie eine perfekte Losung finden,
schaffen es die beiden verwandten Verfahren Simulierte Abkiihlung und Schwellenakzeptanz, in
einigen Iterationen die optimale Losung zu finden. Besonders hervorzuheben ist die Konstanz, die mit
Schwellenakzeptanz zu erreichen ist. 998 von 1000 Lésungen lagen Uber -0,1, wahrend Genetische
Algorithmen gerade einmal 70,4% vorweisen kdnnen. In liber 5% aller Testldufe finden Genetische
Algorithmen keine Losung, die besser als -1 ist. Somit ist die Dominanz von Schwellenakzeptanz

gegeniliber dem Genetischen Algorithmus fiir ,kleine” Testfalle klar erkennbar.

Die Performanz und Ergebnisgiite in Bezug auf groBe Mengen an Objekten aus den aus NinJo

exportierten Layern werden in den folgenden beiden Testfallen D und E untersucht.

87



13.4 Optimierung des Testfalls D

Testfall D ist der erste von zwei Testfdllen, in denen aus NinJo exportierte Daten verwendet werden.
Hier sind groBe Datenmengen zu optimieren, sodass sich zeigen wird, ob die Algorithmen auch mit
komplexeren Problemen zurechtkommen. Wahrend die bisherigen Testfdlle die grundsatzliche
Funktionalitdt der Algorithmen gezeigt haben, dienen die Ergebnisse dieser beiden Testfille als
Bewertungsbasis, inwiefern die Algorithmen fiir eine Implementierung in NinJo geeignet sind. In der

Ausgangssituation besitzt die Lésung eine Fitness von -210 (Abbildung 49).

Problematisch ist in diesem Fall, dass die Wolkenbedeckungsdaten und die Temperaturdaten oftmals
direkt Ubereinander liegen, weshalb solche Verdeckungen mittels einer drastischen Verschiebung
aufgeldst werden konnten. Da die Wolkenbedeckungssymbole hdéher priorisiert wurden, ist zu

erwarten, dass diese nicht verschoben werden, wahrend die darunter liegenden Temperaturwerte

entweder verschoben oder versteckt werden sollten.

Abbildung 49 Testfall D: Temperaturwerte und Wolkenbedeckung

13.4.1 Optimierung mit Simulierter Abkiihlung

Durch die Meta-Optimierung wurden die in Tabelle 11 dargestellten Werte gefunden.
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Mutationswahrscheinlichkeit 0,165%

Starttemperatur 1,05°C

Temperaturveranderung 88,45%

nach jeder Iteration

Tabelle 11 Meta-optimierte Parameter fiir die Simulierte Abkiihlung

Im Anschluss wurden mehrere Testlaufe mit unterschiedlicher Anzahl Iterationen durchgefiihrt. Die

Ergebnisse zeigt Tabelle 12.

Iterationen Schritte pro Iteration | Durchschnittliche Bendtigte Zeit
Fitness

100 100 -200,80 66,36 Sekunden

200 200 -166,50 266,92 Sekunden

300 300 -150,41 583,90 Sekunden

500 300 -140,27 975,98 Sekunden

Tabelle 12 Erreichte Fitness in Abhdngigkeit zu den durchgefiihrten Iterationen

Hier ist erkennbar, dass der Algorithmus erst sehr spat anfangt zu optimieren. Nach 150.000 Zyklen
findet die Simulierte Abkiihlung immerhin eine Fitness der Giite -140,27 in etwa 16 Minuten. Dies liegt

vermutlich an der bereits guten Ausgangssituation, in der viele Objekte bereits klar erkennbar sind.

Abbildung 50 zeigt einen Kartenausschnitt von Deutschland mit einem Ergebnis der Fitness -140,27.

Abbildung 50 Kartenausschnitt von Deutschland
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Hier ist erkennbar, dass die Wolkenbedeckungssymbole (,?) immer Giber den Temperaturdaten liegen
und diese teilweise verdecken. Der Algorithmus akzeptiert dabei eine geringe Verschiebung und
skaliert die Wolkenbedeckungssymbole teilweise herunter, sodass der dahinter liegende
Temperaturwert besser erkennbar ist. Hier ware es womoglich angebracht, die Verdeckungsstrafe zu

erhohen, sodass die Menge der verdeckten Symbole weiter reduziert werden kann.

13.4.2 Optimierung mit Schwellenakzeptanz

Tabelle 13 zeigt die Basisparameter fir die Schwellenakzeptanz nach der Meta-Optimierung.

Mutationswahrscheinlichkeit | 0,1%

Schwellwert 2,0

Schwellwertverdanderung 95,0%

nach jeder Iteration

Tabelle 13 Meta-optimierte Parameter fiir die Schwellenakzeptanz

Die Ergebnisse der Schwellenakzeptanz bei unterschiedlicher Anzahl an Iterationen zeigt nachfolgend

Tabelle 14.

Iterationen Schritte pro Iteration | Durchschnittliche Benétigte Zeit
Fitness

100 100 -210,16 51,20 Sekunden
200 200 -200,45 200,56 Sekunden
300 300 -190,83 468,68 Sekunden
500 300 -156,86 750,89 Sekunden
1000 300 -121,13 1599,74 Sekunden
3000 300 -115,03 3040,87 Sekunden

Tabelle 14 Fitness und Laufzeit in Abhdngigkeit zu den durchgefiihrten Iterationen

Erneut ist hier die verbesserte Laufzeit der Schwellenakzeptanz anzumerken, welche bei hohen
Iterationszahlen etwas schneller ist. Die Ergebnisse sind in Bezug auf die Fitness in etwa gleich gut zu

bewerten.

13.4.3 Optimierung mit Genetischen Algorithmen

Folgende Basisparameter wurden anhand der Meta-Optimierung fiir den Genetischen Algorithmus

angenommen (Tabelle 15):
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Mutationswahrscheinlichkeit | 0,01%

PopulationsgrofRe 80

Crossover- 65,0%

Wahrscheinlichkeit

Tabelle 15 Meta-optimierte Paramater fiir den Genetischen Algorithmus

Daraus resultieren in Abhangigkeit zu den durchgefiihrten lterationen folgende Fitnesswerte und

Laufzeiten (Tabelle 16):

Iterationen Durchschnittliche Benotigte Zeit
Fitness

100 -192,78 71,48 Sekunden

200 -180,54 149,46 Sekunden

300 -167,54 205,94 Sekunden

400 -159,75 278,00 Sekunden

500 -150,18 370,24 Sekunden

Tabelle 16 Laufzeit und Fitness in Abhdngigkeit zu den durchgefiihrten Iterationen

Der Genetische Algorithmus Uberrascht hier vor allem mit seiner geringeren Laufzeit, in der er
vergleichsweise gute Ergebnisse erzielen. Bereits nach 200 Iterationen findet der Algorithmus in 2,5

Minuten Ergebnisse, fiir die Schwellenakzeptanz und Simulierte Abkihlung deutlich langer bendétigen.

Auf Grund der Ahnlichkeit der Ergebnisse wird auf eine erneute grafische Darstellung verzichtet.

13.4.4 Bewertung

Dieser Testfall enthalt eine grolle Menge an grafischen Objekten. Diese sind in der Ausgangssituation
alle schon nahezu optimal platziert, wobei Kollisionen nicht vermieden werden konnten, da
Temperaturwerte und Wolkenbedeckungsdaten lGbereinander liegen. Die Algorithmen versuchen, die
Verdeckung durch Skalierung und leichte Verschiebungen zu verbessern, wobei Simulierte Abkiihlung
und Schwellenakzeptanz dafiir sehr lange bendtigen. Bei einer Ausgangssituation von -210 bendtigen
die Algorithmen ersten beiden Algorithmen knapp 15 Minuten, um auf eine Losung der Fitness -140 zu
kommen, wahrend der Genetische Algorithmus in knapp 6 Minuten auf -150 kommen. Der Vorteil des
Genetischen Algorithmus beruht hier auf den vielen Losungen, die in einer Population gleichzeitig
verandert werden kdnnen. Lésungen mit Fitness iber -100 konnten auch mit langen Laufzeiten nicht
konstruiert werden, weshalb davon auszugehen ist, dass die gefundenen Losungen schon recht nahe

am Optimum liegen.
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Auf eine genauere Analyse der Performanz aller drei Algorithmen wird zugunsten der sehr

detailreichen Analyse im nachsten Testfall verzichtet.

13.5 Optimierung des Testfalls E

Der filinfte Testfall ist zugleich der grofite der Testfalle. Abbildung 51 stellt die Ausgangssituation nach
dem GML-Import dar. Hier gibt es Stadtenamen mit unterschiedlichen Prioritdten. Vor allem in
Deutschland, GroRRbritannien und im Osten bei Russland ballen sich sehr viele Stadtenamen, sodass
die Leserlichkeit nicht mehr gewahrleistet ist. Die initiale Losung hat eine Fitness von -5684,55. Ziel ist
es, moglichst viele Stadtenamen zu zeigen, sodass jede Beschriftung aber noch leserlich bleibt. Fir

diesen Testfall wurden die Parameter anfangs liber die Meta-Optimierung angenahert und dann nach

oben hin abgeschatzt, um ein gutes Ergebnis zu erzielen.

Abbildung 51 Ausgangssituation fiir Testfall E

13.5.1 Optimierung mit Simulierter Abkiihlung

Mit Hilfe der Meta-Optimierung wurden folgende Parameter fiir Mutationswahrscheinlichkeit,

Starttemperatur und Temperaturverdanderung gefunden (Tabelle 17):

Mutationswahrscheinlichkeit | 0,165%

Starttemperatur 1,05°C

Temperaturveranderung 88,45%

nach jeder Iteration

Tabelle 17 Meta-optimierte Parameter fiir die simulierte Abkiihlung
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Die Zahl der Iterationen wurde im Folgenden experimentell ermittelt. Mittels mehrerer Testlaufe mit
unterschiedlichen Anzahlen an Iterationen wurde die jeweils in mehreren Laufen durchschnittlich

gefundene Fitness mitsamt der bendtigten Rechenzeit festgehalten (Tabelle 18).

Werden die Schritte pro lteration, sowie die Zahl der Iterationen erhoht, findet der Algorithmus

dadurch zwar bessere Losungen, braucht aber unverhaltnismaRig langer dafir.

Iterationen Schritte pro Iteration Durchschnittliche Bendotigte Zeit
Fitness

111 93 -801,92 47,98 Sekunden

150 100 -750,48 83,39 Sekunden

200 150 -682,73 162,25 Sekunden

400 250 -600,03 492,75 Sekunden

600 300 -583,29 992,83 Sekunden

Tabelle 18 Ergebnisse der simulierten Abkiihlung bei unterschiedlicher Anzahl an Iterationen
Anhand dieser Messwerte ldsst sich bereits erkennen, dass die Fitness sich nicht mehr sehr stark

verbessert, wenn nicht ein erheblicher Mehraufwand an Zeit investiert wird. Fiir die Verbesserung von

-750,48 auf -682,73 verdoppelt sich die Laufzeit, von -682,73 auf -600,03 verdreifacht sich die Laufzeit.

Die beste gefundene Losung, fiir deren Suche knapp 8 Minuten benétigt wurden, zeigt Abbildung 52.

Abbildung 52 Eine mit Simulierter Abkiihlung gefundene Lésung (-600,03 Fitness)
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Abbildung 53 zeigt einen Kartenausschnitt von GroBbritannien.
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Abbildung 53 Grof$britannien vor und nach der Optimierung

Wahrend sich in der Ausgangssituation viele Stadtenamen (iberdecken und sehr wenig lesbar ist,
wurde die Auswahl durch die Simulierte Abkihlung stark reduziert. Die Disparitdt zwischen
SchriftgroRe und Bounding Box beruht lediglich darauf, dass die Schrift nicht skaliert wurde. Der
Rahmen der Box ist ausschlaggebend fiir die Bewertung der Lesbarkeit. Zwar gibt es immer noch einige
wenige Stadtenamen, die schlecht lesbar sind, der Grofteil aller Beschriftungen kann jedoch
problemlos erkannt werden. Die Dichte der Beschriftungen beruht auf der Anforderung, moglichst
viele Objekte sehen zu kénnen. Einen Kartenausschnitt mit noch mehr gedrangten Beschriftungen zeigt

Abbildung 54.
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Abbildung 54 Dicht gedréiingte Stddtenamen nahe Russland vor und nach der Optimierung
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Hier ist in der Ausgangssituation sehr wenig zu lesen. Besonders problematisch sind hier die teils sehr
langen Namen. Durch den Algorithmus wurde stark optimiert, womit viele Bereiche besser bis gut
lesbar sind. Dennoch existieren immer noch Kollisionen und Uberdeckungen, die einige Stellen
unleserlich machen. Dies kdnnte durch eine hohere Verdeckungsstrafe oder mehr Iterationen bei der

Optimierung verbessert werden.

13.5.2 Optimierung mit Schwellenakzeptanz

Fir die Schwellenakzeptanz wurden auf Basis von Ergebnissen der simulierten Abkihlung und der

Meta-Optimierung folgende Parameter abgeschatzt (Tabelle 19):

Mutationswahrscheinlichkeit | 0,165%

Schwellwert 2,0

Schwellwertverdanderung 95,0%

nach jeder Iteration

Tabelle 19 Meta-optimierte Parameter fiir die Schwellenakzeptanz

Genau wie bei der Simulierten Abkihlung wurden fir die Schwellenakzeptanz weitere Laufe mit
verschiedenen lterationen durchgefiihrt. Die Ergebnisse, jeweils gemittelt aus 10 Messungen, sind

nachfolgend in Tabelle 20 dargestellt.

Iterationen Schritte pro Iteration Durchschnittliche Bendotigte Zeit
Fitness

111 93 -773,03 35,82 Sekunden

150 100 -761,89 48,24 Sekunden

200 150 -708,13 108,48 Sekunden

400 250 -581,25 381,00 Sekunden

600 300 -539,70 722,28 Sekunden

Tabelle 20 Ergebnisse der Schwellenakzeptanz mit unterschiedlicher Anzahl an Iterationen

Die Schwellenakzeptanz libertrifft die Simulierte Abkiihlung erneut sowohl in Bezug auf die Glte der

Ergebnisse als auch in der Laufzeit.
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13.5.3 Optimierung mit Genetischen Algorithmen

Nach der Meta-Optimierung wurden drei Testlaufe mit unterschiedlicher Mutationsrate durchgefiihrt.
Die Crossover-Wahrscheinlichkeit wurde dabei bei einem fiir gut befundenen Wert von 66,9% belassen
und die Iterationen und Populationsgrofie wurden nach oben hin auf 5000 abgeschatzt. Fir die
Mutationsrate wurden drei Testlaufe mit den Mutationswahrscheinlichkeiten 0,1%, 0,01% und 0,001%

durchgefihrt.

Folgende Fitnesswerte wurden dabei in Abhangigkeit von der Mutationsrate erreicht (Tabelle 21):

Mutationsrate Durchschnittliche
Fitness

0,1% -767,47

0,01% -699,34

0,001% -796,23

Tabelle 21 Fitness in Abhdngigkeit von der Mutationsrate

Dabei wurde bei einer Mutationsrate von 0,01% die beste Lésung gefunden. Das Konvergenz-Verhalten

der drei Testlaufe wird nachfolgend in Abbildung 55 grafisch dargestellt.

Fitnessentwicklung in Abhangigkeit zur Mutationsrate
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Abbildung 55 Entwicklung der Fitness in Abhéngigkeit zur Mutationsrate

Bereits nach einer Iteration finden alle Ergebnisse auf Grund der lokalen Suche Lésungen mit einer
Fitness von -2000 oder besser. Dabei kann ein Zusammenhang zwischen der Mutationsrate und der
Konvergenz festgestellt werden. Der Testlauf mit 0,1% Mutationsrate (blaue Linie) konvergiert am

schnellsten, findet aber im Anschluss auch eine schlechtere Losung als der Testlauf mit der
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Mutationsrate von 0,01% (orange Linie). Bei einer zu geringen Mutationsrate (graue Linie) ist das
Ergebnis ebenfalls suboptimal. Folglich muss mit der richtigen Mutationsrate ein guter Kompromiss
zwischen schneller Konvergenz und ausreichend breiter Suche gefunden werden. Die Mutationsrate

von 0,1% schneidet hierbei im Vergleich am besten ab.

Die Parameter und die Performance der besten gefundenen Konfiguration sind in der nachfolgenden

Tabelle dargestellt (Tabelle 22):

Mutationswahrscheinlichkeit | 0,01%

Iterationen 5000
PopulationsgrofRe 100
Crossover- 66,9%

Wabhrscheinlichkeit

Tabelle 22 Beste gefundenen Werte fiir den Genetischen Algorithmus

Zu erwahnen ist vor allem die sehr lange Laufzeit von 47 Minuten und 44 Sekunden fir die beste
gefundene Lésung, welche eine Fitness von -699,34 besitzt. Die in Abbildung 55 dargestellte zeitliche
Entwicklung der Fitness zeigt, dass bereits nach etwa 200 Iterationen ein Fitnesswert von -1000
erreicht werden kann und in den nachfolgenden 4800 Iterationen sich die Fitness nur noch um bis zu

300 verbessert.

Aus diesem Grund wurde ein weiterer Testlauf (Tabelle 23) gestartet, bei dem 200 lterationen mit
einer Mutationsrate von 0,1% durchgefiihrt wurden (diese Mutationsrate hat im Vergleich am

schnellsten konvergiert).

Mutationswahrscheinlichkeit | 0,1%

Iterationen 200
Populationsgrofe 100
Crossover- 66,9%

Wahrscheinlichkeit

Tabelle 23 Genetische Algorithmen mit 200 Iterationen
Die beste gefundene Lésung nach lediglich 200 Iterationen besitzt eine Fitness von -977,15 (gefunden

in 115 Sekunden) und wird in Abbildung 56 und nochmals in Abbildung 57 ohne die Darstellung der in

rot markierten versteckten Objekte gezeigt.
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Abbildung 56 Optimierung nach 200 Iterationen

Abbildung 57 Optimierung nach 200 Iterationen (verdeckte Objekte ausgeblendet)

In den beiden Abbildungen ist erkennbar, dass die Anzahl der zu zeichnenden Objekte stark reduziert
wurde. Erneut folgt eine Detail-Ansicht von GroRRbritannien in Abbildung 58 und eine von Ost-Europa

in Abbildung 59.
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Abbildung 58 Grof3-Britannien vor und nach der Optimierung
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Abbildung 59 Stédte nahe Russland, vor und nach der Optimierung
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In den beiden Vergleichen ist zu erkennen, dass die Karte stark ausgediinnt wurde. Es wurden weniger
Kollisionen eingegangen, als bei den anderen beiden Verfahren. Die Objekte sind leserlicher, die

Fitness ist aber schlechter.

13.5.4 Bewertung

Trotz der sehr hohen Ausgangsfitness von -5684,55 finden alle drei Verfahren Losungen mit einer
Fitness Uber -1000. Jedoch unterscheiden sich die Verfahren vor allem in Bezug auf die dafir bendétigte
Zeit. Aus diesem Grund bietet sich ein Vergleich der von jedem Algorithmus gefundenen Fitness in
Relation zur Laufzeit an. Dies wird nachfolgend in Abbildung 60 grafisch dargestellt. Die tatsachlichen

Messwerte, zwischen denen eine Kurve interpoliert wurde, sind dabei als Punkte hervorgehoben.
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Abbildung 60 Konvergenz der drei Verfahren im Vergleich

Im Vergleich ist klar erkennbar, dass Schwellenakzeptanz und Simulierte Abkihlung ahnlich gut
abschneiden, wobei Schwellenakzeptanz sowohl schneller ist, als auch gegen einen besseren
Fitnesswert konvergiert. Der Genetische Algorithmus ist nicht nur deutlich langsamer sondern erreicht
bei Weitem kein vergleichbares Ergebnis. Wahrend dieser nach knapp 50 Minuten eine Fitness um den
Wert -700 herum findet, wird dieses Ergebnis von Schwellenakzeptanz und Simulierter Abkihlung

innerhalb weniger Minuten bereits gefunden.
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Obwohl die Ergebnisse von Schwellenakzeptanz und Simulierter Abkiihlung in Bezug auf die Fitness
deutlich besser sind als bei dem Genetischen Algorithmus, haben die schlechteren Ergebnisse des
Genetischen Algorithmus den Vorteil, dass die Karte ausgediinnter und somit lesbarer ist. Eventuell ist
es hier notig, die Verdeckungsstrafe anzuheben, um die dichte Drangung knapp lesbarer
Beschriftungen zu verringern. Der grofSte Nachtteil des Genetischen Algorithmus bleibt aber seine

Laufzeit.

13.6 Laufzeiten der Algorithmen in Relation zur ProblemgréBe

Ein weiterer Aspekt zur Bewertung der Algorithmen ist die Frage nach der Laufzeit in Relation zur
ProblemgroRe. Hier geht es vor allem um die Frage, wie die Laufzeit mit der ProblemgrofRe anwéachst

(linear, exponentiell, logarithmisch).

Um die Laufzeit der Algorithmen bewerten zu kénnen, wird ein frei skalierbares Problem benétigt. Die
Problemstellung aus Testfall B eignet sich dafiir gut. Wenn die Zahl der Reihen und Spalten frei
einstellbar sind, kann eine beliebige ProblemgroRe gewahlt werden. Zusatzlich ist zu beachten, dass
alle Objekte sich mit ihren Nachbarn minimal iberschneiden. Dies sorgt dafiir, dass keine optimale
Losung gefunden werden kann, die den Algorithmus frithzeitig abbrechen lassen wiirde. Abbildung 61
zeigt den Testfall B mit einer markierten Kollisionsgruppe fiir das blau eingefarbte Objekt. Insgesamt

kénnen 11 Objekte mit diesem Objekt kollidieren.

Abbildung 61 Problem mit mittlerer Komplexitdt und kleinen Kollisionsgruppen.
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Nun kénnen die Algorithmen versuchen, die Probleme auf Basis verschiedener ProblemgroRen zu
I6sen, wobei jeweils die Laufzeit gemessen wird. Uber das Verhiltnis von Rechenzeit und

ProblemgroRe konnen dann Aussagen zur Laufzeit getroffen werden.

Fir die Laufzeit wurden fir Simulierte Abkihlung und Schwellenakzeptanz insgesamt 1000 Iterationen
gewahlt (50 Iterationen mit 20 Schritten pro Iteration) und fir die Genetischen Algorithmen 20

Iterationen mit einer PopulationsgréRe von 50, um in etwa vergleichbare Werte zu erhalten.

In dem hier vorgestellten Anwendungsfall durchschnittlicher Komplexitdt existieren nur kleine

Kollisionsgruppen. Dieser Fall ist der durchschnittliche Anwendungsfall (engl. average case).

Im schlechtesten Anwendungsfall (engl. worst case) konnte jedes Objekt mit jedem anderen
kollidieren, was zu einer sehr aufwendigen Kollisionsberechnung flihren wiirde. Dies kann

beispielsweise geschehen, wenn alle Objekte auf einem Punkt liegen.

Im Folgenden werden sowohl der durchschnittliche als auch der schlechteste Anwendungsfall erprobt.

13.6.1 Laufzeit im durchschnittlichen Anwendungsfall

Folgende Ergebnisse wurden bei einem Anwendungsfall mit durchschnittlicher Komplexitat mit kleinen

Kollisionsgruppen erzielt (Tabelle 24, Abbildung 62):

ProblemgroBe | Simulierte Abkiihlung | Schwellenakzeptanz Genetische Algorithmen
10 Objekte 0,22 Sekunden 0,21 Sekunden 0,22 Sekunden
100 Objekte 0,63 Sekunden 0,45 Sekunden 0,68 Sekunden
1.000 Objekte 4,53 Sekunden 3,59 Sekunden 4,24 Sekunden
10.000 Objekte 50,21 Sekunden 35,94 Sekunden 51,15 Sekunden

Tabelle 24 Laufzeiten fiir den durchschnittlichen Anwendungsfall
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Abbildung 62 Laufzeit im Verhdltnis zur ProblemgréfSe (durchschnittlicher Anwendungsfall)

Wahrend die Laufzeit bei Problemen der GroBen 10 und 100 sich nur verdreifacht, ist bei allen
Algorithmen in etwa eine Verzehnfachung der Laufzeit bei einer Verzehnfachung der ProblemgréRe zu
verzeichnen. Die Disparitat bei kleinen Problemen resultiert aus der benotigten Rechenzeit, um die

Kollisionsvorberechnung zu berechnen, sowie die Datenstruktur zu erstellen.

Die Grafik beweist erneut, dass Schwellenakzeptanz etwas geringere Laufzeit bendtigt, als die
Simulierte Abklhlung. Alle Algorithmen laufen bis zur maximalen Iterationszahl und brechen nicht

vorher ab. Dies ist bereits bekannt und wird hier erneut verdeutlicht.

Da die Laufzeit der Kollisionserkennung die Gesamtlaufzeit der Algorithmen dominiert, sind die
Laufzeiten der Algorithmen im Anwendungsfall mit durchschnittlicher Komplexitdt linear zur

ProblemgréRe und somit als sehr gut zu bewerten.

13.6.2 Laufzeit im schlechtesten Anwendungsfall

Im schlechtesten Anwendungsfall liegen alle Objekte aufeinander und sind in einer Kollisionsgruppe.
Somit muss bei der Kollision jedes Objekt mit jedem verglichen werden, was die

Kollisionsvorberechnung redundant macht.

Die Zahl der Iterationen bzw. der Populationsgrofle wurde beibehalten. Folgende Ergebnisse wurden

gemessen (Tabelle 25, Abbildung 63):
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ProblemgroBBe | Simulierte Abkiihlung | Schwellenakzeptanz Genetische Algorithmen
10 Objekte 0,26 Sekunden 0,23 Sekunden 0,26 Sekunden
100 Objekte 3,3 Sekunden 1,36 Sekunden 1,01 Sekunden
1.000 Objekte 226,83 Sekunden 106,80 Sekunden 137,89 Sekunden
5.000 Objekte 4472,28 Sekunden 2469,55 Sekunden 3716,88 Sekunden

Tabelle 25 Laufzeiten fiir den schlechtesten Anwendungsfall
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Abbildung 63 Laufzeit im Verhdltnis zur Problemgréfse (schlechtester Anwendungsfall)

Im schlechtesten Fall bleibt die Laufzeit anndhernd quadratisch. Bei den gemessenen Laufzeiten fir
1.000 und 5.000 Objekte (Faktor 5) benétigt der groRere Testfall ungefahr 25 Mal so lang, wie der
Testfall mit 1.000 Objekten.

Somit kann eine maximale Laufzeit von O(n?) im schlechtesten Fall abgeschitzt werden. Im
Anwendungsfall mit durchschnittlicher Komplexitat bewegt sich die Laufzeit zwischen O(n) und O(n?),
je nachdem, wie viele Objekte sich gegenseitig verdecken kénnen. Im regularen Anwendungsfall kann

somit mit einer Kollisionsvorberechnung die Laufzeit des Algorithmus drastisch reduziert werden.
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13.7 Einfluss von Elitismus, lokaler Suche und Crossover

Bisher wurde bei den genetischen Algorithmus immer Elitismus in Kombination mit lokaler Suche
verwendet. Das heilSt, dass in den mating pool immer sowohl die beste Losung, als auch die beste mit
lokaler Suche optimierte Losung Gibernommen wurden. Bei dem Crossover wurde die Karte jeweils in
drei Spalten und drei Zeilen unterteilt, wobei die Teillosungen der neun Sektionen im Crossover-

Verfahren getauscht werden konnten.

Wie bereits im Kapitel 13.2.4 festgestellt, fiihrt die lokale Suche dazu, dass der Algorithmus schneller
gute Losungen findet. Allerdings wird das Konvergenzverhalten mafRgeblich beeintrachtigt, so dass der

Algorithmus eher in einem lokalen Optimum stecken bleibt.

Elitismus wirkt ebenfalls auf die Entwicklung der Fitness im Laufe des Optimierungsprozess ein, da,
wenn auch nur zu einem geringen Teil, gute Lésungen starker forciert werden und somit schlechtere
Losungen weniger Chancen haben, ausgewahlt zu werden. Dies verringert die Chance, ein lokales

Optimum zu verlassen.

Uber die Sektionierung der Karte fiir den Crossover kann das Konvergenzverhalten gesteuert werden,
da abhangig vom Crossover-Verfahren schneller oder langsamer gute Losungen gefunden werden

konnen.

Um die Auswirkungen von Elitismus, lokaler Suche und Crossover auf das Konvergenzverhalten
untersuchen zu koénnen, wurden mehrere Optimierungslaufe mit verschiedenen Konfigurationen

durchgefiihrt. Die Ergebnisse wurden im Anschluss visualisiert.

13.7.1 Einfluss von Elitismus auf die Entwicklung der Fitness

Fir die Messung der Ergebnisse wurde der komplexeste Testfall (E) verwendet. Es wurde ein
Parameter-Set fiir den Genetischen Algorithmus verwendet, der mit 200 Iterationen gute Ergebnisse

gefunden hat (Tabelle 26).

Mutationswahrscheinlichkeit | 0,1%

Iterationen 200
PopulationsgrofRe 100
Crossover- 66,9%

Wahrscheinlichkeit

Tabelle 26 Parameter fiir den Testfall E mit Genetischen Algorithmen
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Zunachst wurden 10 Testlaufe ohne Elitismus und ohne lokale Suche durchgefiihrt. Dabei wurde nach
jeder Iteration die beste gefundene Losung gemessen. In einem zweiten Testfall wurden erneut 10
Testldaufe durchgefiihrt, diesmal mit Elitismus, aber auch ohne lokale Suche. In beiden Fallen wurde
das am Ende des Optimierungsverfahrens gefundene Ergebnis aber noch einmalig mit lokaler Suche

optimiert.

Die Entwicklung der Fitness mit und ohne Elitismus zeigt Abbildung 64.
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Abbildung 64 Entwicklung der Fitness mit und ohne Elitismus

Der Vergleich zeigt, dass mit Elitismus insgesamt nur eine leicht verbesserte Fitness zu erreichen ist.
Der Algorithmus findet aber schneller gute Lésungen und das Konvergenzverhalten scheint durch
Elitismus nicht negativ beeinflusst zu werden, weshalb die Verwendung von Elitismus als

Unterstlitzung beim Selektionsverfahren zu beflirworten ist.

13.7.2 Einfluss von lokaler Suche auf die Entwicklung der Fitness

Nachdem festgestellt worden konnte, dass sich Elitismus positiv auf die Entwicklung der Fitness
auswirkt, werden nun die Auswirkungen der lokalen Suche untersucht. Bisher wurde immer zusatzlich
zum Elitismus-Verfahren bei jeder Iteration die beste gefundene Lésung mit lokaler Suche optimiert
und dem mating pool hinzugefiigt (im Folgenden einfache lokale Suche). Nun wird ein weiterer Ansatz
getestet, bei dem grundsatzlich alle Lésungen nach der Mutation der lokalen Suche unterzogen

werden (im Folgenden komplette lokale Suche).
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Erneut werden jeweils 10 Testlaufe durchgefiihrt und die Ergebnisse verglichen. Die

Durchschnittswerte der Testlaufe sind in Abbildung 65 dargestellt.
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Abbildung 65 Auswirkungen der lokalen Suche auf die Fitness
Im Vergleich findet ein Algorithmus mit lokaler Suche deutlich schneller bessere Ergebnisse, gleicht
sich aber gegen Ende wieder an. Dennoch sind die Lésungen, die mit lokaler Suche gefunden werden,
insgesamt immer besser, als wenn die lokale Suche nicht verwendet wird. Dariber hinaus verhilt sich
der Algorithmus noch besser, wenn nach jeder Iteration das Ergebnis einer Optimierung mittels lokaler
Suche unterzogen wird. Die Grafik zeigt klar, dass lokale Suche die Optimierung der genetischen

Algorithmen positiv unterstiitzt.

13.7.3 Einfluss der Sektionierung auf die Entwicklung der Fitness
Im Folgenden wird untersucht, welche Auswirkungen die Sektionierung auf das Konvergenzverhalten

hat.

Dazu werden erneut jeweils 10 Testlaufe mit unterschiedlichen Sektionierungswerten durchgefiihrt,
wobei die Fitness nach jeder Iteration festgehalten wird. Die Ergebnisse sind in Abbildung 66 grafisch

dargestellt.

107



-800

-1000 —=

-1200

-1400

Fitness

-1600
-1800

-2000
0 20 40 60 80 100 120 140 160 180

Zeit (in terationen)
%1 e 3%3 5x5 7 — Q%O

m—11%11 e—20x20 e—q0x40 —e—100x100

Abbildung 66 Auswirkung der Sektionierung auf die Fitnessentwicklung

Es ist zu erkennen, dass der Algorithmus umso schneller gegen eine gute Losung konvergiert, je hoher
die Sektionierung ist. Gleichzeitig wachst jedoch der Aufwand fir den Crossover bei starkerer
Sektionierung. Eine Sektionierung in 100x100 Felder zeigt keine Verbesserung mehr gegeniber der
Sektionierung in 40x40 Felder. Daflir findet der Algorithmus mit einer Sektionierung von 40 nach ca.

80 Iterationen Ergebnisse, die eine 3x3-Sektionierung erst nach 200 Iterationen findet.

Um die Auswirkungen der langeren Laufzeit durch eine hohere Sektionierung bewerten zu kénnen,
wurden zusatzlich die durchschnittlichen Laufzeiten gemessen. Tabelle 27 zeigt eine Auflistung der
jeweils gemessenen Durchschnittszeiten fiir die Optimierung, sowie die durchschnittliche gefundene

beste Fitness der Testldufe in Abhangigkeit zur jeweiligen Sektionierung.

Sektionierung Laufzeit Fitness
1x1 208,25 Sekunden -1002,17
3x3 208,93 Sekunden -972,28
5x5 210,84 Sekunden -944,97
7x7 217,62 Sekunden -940,74
9x9 221,70 Sekunden -925,33
11x11 225,64 Sekunden -920,65
20x20 269,46 Sekunden -900,30
40x40 390,99 Sekunden -885,86
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100x100 1073,8 Sekunden -884,53

Tabelle 27 Laufzeit und Sektionierung in Abhédngigkeit zur Sektionierung

Zwischen einer Sektionierung von 40x40 und 100x100 kann qualitativ keine Verbesserung der Fitness
mehr festgestellt werden. Die Laufzeit wird jedoch nahezu verdreifacht, weshalb eine Sektionierung
Uber 40x40 fiir diesen Testfall nicht sinnvoll ist. Fiir niedrigere Sektionierungen muss ein Kompromiss

zwischen Laufzeit und erzielter Fitness gefunden werden.

Der Unterschied der Fitness zwischen 20x20 und 40x40 ist ebenfalls gering, jedoch bendtigt der

Algorithmus mit einer Sektionierung von 40x40 knapp 50% langer (Abbildung 67).

Laufzeit im Verhaltnis zur Sektionierung

1200
1000
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400

Laufzeit in Sekunden

200 o= o *— *—

3 5 7 9 11 20 40 100
Sektionierung

Abbildung 67 Laufzeit im Verhdltnis zur Sektionierung

Nach nur 100 lterationen findet die Sektionierung mit 20x20 Feldern bereits eine durchschnittliche
Losung der Fitness -985 in etwa 135 Sekunden und ist somit sowohl in Bezug auf Laufzeit und Glte

besser, als 200 Iterationen mit 3x3 Feldern.
Es wird somit ein Richtwert von 20 fiir die Sektionierung bei Crossover im Testfall E empfohlen.

13.8 Zerlegung der L6sung in distinkte Teilprobleme

In Testfall E (européische Stadtenamen) gibt es viele Beschriftungen, die konkurrenzfrei platziert
werden kdnnen oder die sich nur in sehr kleinen Kollisionsgruppen befinden. Abbildung 68 zeigt einen
optimierten Kartenausschnitt aus diesem Testfall mit Stadtenamen der iberischen Halbinsel. Wahrend
Beschriftungen wie Madrid, Porto oder Lissabon kollisionsfrei platziert werden kénnen, kénnten
beispielsweise Bilbao, Bayonne und Pau zu einer sehr kleinen Gruppe gehoren, deren Platzierung

unabhangig von den anderen Objekten durchgefiihrt werden kann.
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Abbildung 68 Spanische Stéddtenamen kénnen sich kaum gegenseitig verdecken

Fir solche Falle bietet sich ein Teile-und-Herrsche-Verfahren an (engl. divide and conquer). Dabei kann
die Karte in distinkte Teilprobleme zerlegt werden, die unabhdngig voneinander optimiert werden

konnen.

Eine Teilldsung ware beispielsweise ein zentral platzierter Schriftzug Madrid, der weder skaliert noch

versteckt ist.

Der Aufbau des Verfahrens und seine Effektivitat werden im Folgenden untersucht.

13.8.1 Teilen — Konstruktion der distinkten Teilprobleme

Um die Teilprobleme erstellen zu kdnnen, ist es notig, alle Objekte in gemeinsame Gruppen

zusammenzufassen.

Eine Kollisionsgruppe wurde definiert als die Menge an Objekten, mit denen ein konkretes Objekt
theoretisch kollidieren kann (mit allen denkbaren Verschiebungen und Skalierungen innerhalb der

definierten Regeln).

Die in Abbildung 69 gezeigten drei Stadtenamen ,Bilbao“, ,Bayonne” und ,Pau“ bilden ein
Teilproblem, das fir sich alleine optimiert werden kann. Allerdings wird ,Pau” nicht mit ,Bilbao”
kollidieren kénnen, da die Beschriftungen zu weit entfernt voneinander sind. Dabei wird davon

ausgegangen, dass die Karte nicht skaliert werden kann.
Somit existieren zwei Kollisionsgruppen:

- Kollisionsgruppe A: ,Bilbao“ und ,Bayonne“

- Kollisionsgruppe B:,, Bayonne” und ,Pau”
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Abbildung 69 Drei Stédte bilden ein Teilproblem

Ein Teilproblem setzt sich somit aus einer Menge an Kollisionsgruppen so zusammen, dass alle
Kollisionsgruppen, die sich in mindestens einem Element (iberschneiden, zusammen in demselben

Teilproblem liegen.

In Testfall E wird das Problem so in insgesamt 88 Teilprobleme zerlegt, wovon die meisten
Teilprobleme lediglich aus 5 oder weniger Objekten bestehen. Die folgenden drei Abbildungen zeigen

die drei gréRten Teilprobleme:

- Teilproblem fir Deutschland, Skandinavien und GroRbritannien
- Teilproblem fiir Osteuropa und Russland

- Teilproblem fiir Osterreich, Ungarn und Serbien

Die Objekte kdnnen innerhalb ihres Teilproblems unabhdngig von anderen Stadten in Europa platziert
werden, da sie unter den gegebenen Einstellungen niemals mit Stadtenamen auRerhalb ihres

Teilproblems kollidieren werden.

111



REDRIKSTAD)

AMBUR = T
.dﬂﬂln__"""". SHWE [EUBRANDE|

SERINOVES L
MANSTER WAGDEBURG

IDERBORI IESSALY

'|:1|.:Li
e
S ARDEDAeCKH HEIBETRERS

Abbildung 70 Teilproblem: Deutschland, Skandinavien und Grofsbritannien
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Abbildung 71 Teilproblem: Osteuropa und Russland
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Abbildung 72 Teilproblem: Osterreich, Rumdnien und Serbien

Diese, sowie die kleineren Teilprobleme kdénnen nun einzeln mit denselben Parametern optimiert
werden und die Teillésungen anschliefend problemlos zu einem Gesamtergebnis zusammengesetzt

werden. Die Ergebnisse werden im folgenden Kapitel dargelegt.

13.8.2 Herrschen — Optimierung der Teilprobleme

Als Basis fiir die Optimierung wurde Testfall E verwendet. Fir die Algorithmen wurde jeweils eine
Konfiguration gewahlt, die einen ausreichenden Kompromiss zwischen guter Fitness und akzeptabler

Laufzeit darstellt. Folgende Ergebnisse finden die Algorithmen ohne divide and conquer (Tabelle 29):

Algorithmus Konfiguration Fitness Laufzeit
Simulierte 0,17% Mutation -682,73 162,25 Sekunden
Abklhlung Starttemperatur 1,05°C

Temperaturdnderung 88,45%
200 Iterationen

150 Schritte pro lteration

Schwellenakzeptanz | 0,17% Mutation -708,13 108,48 Sekunden
Schwellwert 2
Schwellwertanderung 95%
200 Iterationen

150 Schritte pro Iteration

Genetische 0,1% Mutation -900,3 269,46 Sekunden
Algorithmen 200 lterationen

PopulationsgrofRe 80
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66,9% Crossover
Sektionierung 20x20

Eltismus

vollstandige lokale Suche

Tabelle 28 Konfigurationen fiir den Testfall

Fir diese Falle wurden jeweils 10 Testldufe mit divide and conquer durchgefiihrt. Die Ergebnisse der

einzelnen Algorithmen zeigt Tabelle 29.

Algorithmus Ohne divide and conquer Mit divide and conquer
Fitness Laufzeit Fitness Laufzeit
Simulierte Abkihlung -682,73 162,25 Sek. -627,76 96,55 Sek.
Schwellenakzeptanz -708,13 108,48 Sek. -599,96 80,91 Sek.
Genetische Algorithmen | -900,30 269,46 Sek. -794,95 99,97 Sek.

Tabelle 29 Resultate mit und ohne divide and conquer
In allen drei Fallen konnte die Laufzeit drastisch reduziert werden. Dabei schnitt die
Schwellenakzeptanz sowohl in Laufzeit als auch Gite der Lésung am besten ab. Obwohl die
Genetischen Algorithmen mit Elitismus und vollstdndiger lokaler Suche optimiert wurden, sind sie

immer noch langsamer und in Bezug auf die Ergebnisse schlechter als die Simulierte Abkihlung.
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14 Fazit

In dieser Arbeit wurden drei Optimierungsverfahren fiir die Platzierung grafischer Objekte in NinJo

untersucht: Simulierte Abkiihlung, Schwellenakzeptanz und Genetische Algorithmen.

Dafir wurde zunachst eine eigene Fitnessfunktion entwickelt, die die Ziele der zu erreichenden
Visualisierung als numerischen Wert reprasentiert. Ergebnisse fir den letzten Testfall (Kapitel 13.5.4)
weisen aber immer noch eine hohe Dichte der Beschriftungen auf, sodass die Lesbarkeit aller
Beschriftungen nicht komplett gewahrleistet ist. Hier ware es denkbar, die Verdeckungsstrafe zu

erhohen, um die Dichte der Objekte zu verringern.

In der Literatur wird Schwellenakzeptanz gerne der Simulierten Abkiihlung vorgezogen, da sie auf
Grund der fehlenden Exponentialfunktion bessere Laufzeiten vorweisen kann. In dieser Arbeit konnte

bestatigt werden, dass die Schwellenakzeptanz der Simulierten Abkiihlung tGberlegen ist.

Fir Genetische Algorithmen wurde ein kompletter Algorithmus vorgeschlagen, der aus Crossover,
Mutation, Tournament Selection, Elitismus und lokaler Suche besteht. Fiir den Crossover wurde eine
Sektionierung der Karte in ungefdahr 20 mal 20 Felder bei groBen Problemen (in diesem Fall eine
Wetterkarte von Europa in Testfall E) fiir gut befunden. Der Einfluss von Elitismus auf die Entwicklung

der Fitness ist positiv zu verzeichnen, ebenso die eingebaute vollstdndige lokale Suche.

Im Vergleich der untersuchten Verfahren ist der Genetische Algorithmus jedoch der
Schwellenakzeptanz unterlegen, da er eine deutlich langere Laufzeit aufweist, ohne dass bessere
Ergebnisse diese Laufzeit rechtfertigen wirden. Um die Laufzeiten zu verringern, kann sowohl eine
Kollisionsvorberechnung durchgefiihrt werden, als auch ein Teile-und-Herrsche-Algorithmus

eingesetzt werden, welcher die Laufzeit aller Algorithmen deutlich verringert.

Damit erweisen sich sowohl Schwellenakzeptanz als auch Genetische Algorithmen als gut einsetzbare
Verfahren, um als Optimierungsverfahren fir die Platzierung grafischer Objekte in NinJo implementiert
werden zu kdnnen. Die langen Laufzeiten sind fiir eine Benutzung im interaktiv genutzten NinJo-Client

nicht akzeptabel, konnten aber in NinJo bei der Produktion von Batchprodukten zum Einsatz kommen.
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15 Ausblick

In dieser Arbeit wurden an mehreren Stellen Vereinfachungen oder Approximationen verwendet, um
den Rechenaufwand und die Komplexitat zu verringern. Natirlich andert dies auch zu einem gewissen
Grad die Qualitat der Ergebnisse zugunsten einer besseren Laufzeit. Die folgenden Unterkapitel geben
einen kurzen Ausblick, an welchen Stellen die Algorithmen noch verandert werden kénnen, um die

Qualitat der Ergebnisse oder ihr Laufzeitverhalten zu verbessern.

15.1 Verbesserung der Kollisionserkennung

In der aktuellen Implementierung werden die Innenflachen von Polygonen nicht beriicksichtigt. Auch
werden samtliche Objekte als rechteckige Boxen approximiert. Hier kann auf Kosten von Performance
die Qualitat des Algorithmus verbessert werden, indem statt einer rechteckigen Bounding Box die zu

zeichnenden Buchstaben als komplexe Objekte in die Kollisionsberechnung mit einbezogen werden.

Ebenfalls wurde in Kapitel 10.4 die Berechnung der verdeckten Flache vereinfacht, wenn mehrere
Objekte eine gemeinsame Flache verdecken wiirden. Hier wurde die verdeckte Flache immer nach
oben abgeschatzt, was zu einer hoheren Fitness fihrt, als eigentlich der Fall ist. Da diese Grenzfille
aber nicht allzu haufig eintreten und der daraus resultierende Schaden in der Regel eine geringe

Fitnessstrafe darstellt, wurde auf die Genauigkeit zugunsten der Performanz verzichtet.

15.2 Beriicksichtigung der Innenflachen bei Polygonen

Bei komplexeren Polygonen kdnnen innerhalb des Polygons Locher existieren, die durch weitere
Polygone beschrieben werden. Innerhalb dieser Polygone dirfte ein Objekt abhdngig von der

LochgroRRe entweder gar nicht oder nur unter Verschlechterung der Objektfitness platziert werden.

Durch die Beriicksichtigung solcher Polygon-Innenflachen entsteht ein erhdhter Rechenaufwand in

mehreren Féllen:

- Beieiner zufélligen Platzierung innerhalb des Polygons miissen die Innenflachen berticksichtigt
werden.

- Bei der Berechnung der Fitness muss festgestellt werden, ob sich ein Objekt in einer
Innenflache befindet. Ist dies der Fall, muss die minimale Distanz zum Polygon gefunden

werden, um eine Verschiebungsstrafe fir die Fitnessfunktion berechnen zu kénnen.

15.3 Kombinierte Breiten- und Tiefensuche

Sowohl Schwellenakzeptanz als auch der Genetische Algorithmus haben gute Ergebnisse erzielt, wobei

lediglich die Genetischen Algorithmen in der Regel im Laufzeitverhalten unterlegen waren. Durch die
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eingebaute lokale Suche haben sie besonders bei kleiner ProblemgréRe gute Erfolge erzielt, wahrend

sie bei grolReren Problemen eher der Schwellenakzeptanz unterlegen waren.

Um eine universelle Lésung fiir alle Problemarten zu haben, ware eine kombinierte Tiefen- und
Breitensuche denkbar. Dabei kénnte das Problem zundchst mit einem Genetischen Algorithmus
voroptimiert werden, wodurch durch die lokale Suche und die breite Menge an Lésungen durch die
PopulationsgrofRe viele Losungskandidaten parallel erprobt werden kénnen. Die beste gefundene

Losung kann dann in einem Folgeschritt mit Hilfe von Schwellenakzeptanz feiner optimiert werden.

Im Optimalfall konnte dadurch sowohl die Laufzeit verringert als auch die Ergebnisqualitat verbessert

werden, da so die Starken beider Algorithmen ausgenutzt werden kénnen.

15.4 Parallelisierung des Genetischen Algorithmus

Trotz Elitismus und lokaler Suche sind die Ergebnisse der Genetischen Algorithmen der
Schwellenakzeptanz und sogar der Simulierten Abkiihlung unterlegen. Eine Parallelisierung der

Implementierung kann bei entsprechender Hardware ihre Laufzeit drastisch verringern.

Wahrend sich bei Simulierter Abkihlung und Schwellenakzeptanz eine Losung standig
weiterentwickelt, arbeitet der Genetische Algorithmus mit einer groRen Populationsmenge. Hier kann

an mehreren Stellen die Rechenarbeit parallelisiert werden.

Fiir die Parallelisierung des Genetischen Algorithmus gibt es verschiedene Methoden, beispielsweise
das Insel-Modell oder das Stepping-Stone-Modell (fir eine genaure Beschreibung der Verfahren sei auf

[Nis97, pp.252-57] verwiesen).

Ferner konnte die Kollisionserkennung, sowie die Berechnung der Fitness parallelisiert werden, indem
die objektindividuelle Fitness beziehungsweise die Kollisionsabfrage parallel fiir jedes einzelne Objekt
berechnet werden. Die Parallelisierung der Fitnessberechnung und Kollisionserkennung kann auch bei

Simulierter Abkiihlung und Schwellenakzeptanz eingesetzt werden.
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